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Resumo

A presente dissertacdo apresenta o estudo de previséo do diagrama de carga de subestagdes
da Rede Elétrica Nacional (REN) utilizando redes neuronais, com o intuito de verificar a

viabilidade do método utilizado, em estudos futuros.

Atualmente, a energia elétrica € um bem essencial e desempenha um papel fundamental,
tanto a nivel econémico do pais, como a nivel de conforto e satisfacdo individual. Com o
desenvolvimento do setor elétrico e o aumento dos produtores torna-se importante a

realizacdo da previséo de diagramas de carga, contribuindo para a eficiéncia das empresas.

Esta dissertagdo tem como objetivo a utilizagdo do modelo das redes neuronais artificiais
(RNA) para criar uma rede capaz de realizar a previsdo de diagramas de carga, com a
finalidade de oferecer a possibilidade de reducdo de custos e gastos, e a melhoria de
qualidade e fiabilidade. Ao longo do trabalho sdo utilizados dados da carga (em MW),
obtidos da REN, da subestacéo da Prelada e dados como a temperatura, humidade, vento e
luminosidade, entre outros. Os dados foram devidamente tratados com a ajuda do software
Excel. Com o software MATLAB s&o realizados treinos com redes neuronais, através da
ferramenta Neural Network Fitting Tool, com o objetivo de obter uma rede que forneca os

melhores resultados e posteriormente utiliza-la na previsao de novos dados.

No processo de previsao, utilizando dados reais das subestacdes da Prelada e Ermesinde
referentes a Marco de 2015, comprova-se que com a utilizacdo de RNA ¢é possivel obter
dados de previsdo crediveis, apesar de ndo ser uma previsdo exata. Deste modo, no que diz
respeito a previsdo de diagramas de carga, as RNA sdo um bom método a utilizar, uma vez
que fornecem, a parte interessada, uma boa previsdo do consumo e comportamento das

cargas elétricas.

Com a finalizagdo deste estudo os resultados obtidos sdo no minimo satisfatorios.
Consegue-se alcancar atraves das RNA resultados proximos aos valores que eram
esperados, embora ndo exatamente iguais devido a existéncia de uma margem de erro na

aprendizagem da rede neuronal.

Palavras-Chave: Redes neuronais artificiais, rede elétrica, previsdo de diagrama de

carga.
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Abstract

This dissertation presents a study about forecasting electrical load diagram from
substations in the national grid, specifically Rede Eléctrica Nacional (REN), using neural

networks in order to verify the feasibility of this method in future studies.

Currently, electricity is an essential and plays a key role, both in the country economy, as
for the comfort and well-being of individuals. With development of the electricity sector
and the increase of producers becomes important to perform predictions of the load
diagrams, contributing to the efficiency of these companies.

This dissertation aims to use the model of artificial neural networks (ANN) to create a
network capable of predicting electrical load diagrams, in order to offer the possibility of
reducing costs and expenses, and improve quality and reliability. Throughout this project
are used load data (in MW), gathered by REN, from the substation in Prelada and data such
as temperature, humidity, wind and luminosity, among others. All this data is treated using
the software Excel. With the software MATLAB are performed trainings sessions with
neural networks, using the tool Neural Network Fitting Tool, in order to obtain the network

that provides the best results and thereafter use it to predict new data.

In the prediction process, using real data from substations in Prelada and Ermesinde for the
month of March 2015, is verified that with the use of ANN it is possible to obtain reliable
and satisfactory prediction data, although not an accurate prediction. Thus, with regard to
the load diagram prediction, the ANN are a good method to use since they provide, to

interested party, a good prediction of the consumption and behavior of electric loads.

With the completion of this study the results are, at least, satisfactory. Results close to the
values that were expected can be achieved. Taking into account the fact that the values are
not exactly like the original values, due to the existence of a margin of error in the neural

network learning process.

Keywords: Artificial neural networks, electric grid, forecast of load diagrams.
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1. Introducao

A presente dissertacdo foi desenvolvida no ambito do Mestrado em Engenharia
Eletrotécnica — Sistemas Elétricos de Energia, na unidade curricular Dissertacdo, no
Instituto Superior de Engenharia do Porto.

Ao longo desta dissertagdo é apresentado o estudo realizado para a previsdo de diagrama
de carga, utilizando a metodologia das redes neuronais artificias.

Este capitulo apresenta um enquadramento e 0s principais objetivos, assim como a

estrutura apresentada nesta dissertacéo.

1.1 Enquadramento

Nos dias que correm a energia elétrica desempenha um papel fundamental, tanto a nivel

econdémico do pais, como a nivel de conforto e satisfacdo individual.

A eletricidade, atualmente, é produzida com recurso a diferentes tecnologias e a diferentes
fontes primarias de energia, como o carvdo, gas natural, &gua, vento, sol, entre outras. Em
Portugal continental o nimero de produtores tem aumentando muito tendo em conta a
origem de novas centrais no &mbito da cogeracdo ou da producdo de origem renovavel, que
sdo centrais de menor poténcia em comparagdo com as centrais mais antigas, como as

térmicas e hidricas que sdo de grandes dimensées [1].

Com o aumento dos produtores e a utilizacdo de novas fontes priméarias de energia 0s
diagramas de carga tém sofrido modifica¢Ges, devido ao caracter volatil de energias como
0 vento [2]. Deste modo, torna-se ainda mais importante o estudo de uma metodologia de

previséo de diagramas de carga.

As Redes Neuronais Artificias (RNA) séo técnicas computacionais muito utilizadas em
estudos de previsdo. Sdo um modelo de aprendizagem estatistico, com base no
funcionamento de uma rede neuronal bioldgica, e que tém como objetivo estimar valores

de saida com base em varios dados de entrada.
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Esta dissertacdo pretende utilizar as RNA para a previsdo dos diagramas de carga, usando
todos os dados de entrada disponiveis com o intuito de obter os melhores resultados.

1.2 Objetivos

Esta dissertacdo tem como objetivo criar um modelo, utilizando redes neuronais artificiais,
para previsdo de diagramas de carga. Com o desenvolvimento desta dissertacéo, pretende-
se que o modelo estudado permita, posteriormente, efetuar uma previséo de diagramas de
carga mais eficiente, oferecendo assim a possibilidade de reducdo de custos e gastos e a

melhoria de qualidade e fiabilidade.

1.3 Organizacao da dissertacao

Esta dissertacdo € composta por 6 capitulos, que dizem respeito a introducdo, a rede
elétrica nacional, a aplicacdo das redes neuronais, ao método desenvolvido para a previsao
de diagrama de carga de subestacdes da Rede Elétrica Nacional (REN), a previsao do
diagrama de carga e a conclusdo, respetivamente. Cada capitulo é composto por alguns
subcapitulos e sub-subcapitulos.

O presente capitulo apresenta uma breve introdugédo ao tema em estudo.

No segundo capitulo é descrito, de um modo geral, a rede elétrica nacional. Tendo em
atencdo aspetos como a sua constituicdo e o seu funcionamento, demonstrando alguns
graficos e tabelas que fornecem informacéo recente sobre a caracterizacdo da rede nacional

de transporte.

O terceiro capitulo descreve a composi¢do, funcionamento e aplicacbes das redes

neuronais artificiais, bem como uma pequena introducao as redes neuronais bioldgicas.

Quanto ao quarto capitulo, encontra-se a descricdo de todo o processo desenvolvido para

alcancar as melhores redes, com 0 menor erro. Este capitulo € composto por vérias etapas,
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que foram desenvolvidas com o intuito de obter os melhores pardmetros e posteriormente

as redes com melhores resultados.

No capitulo cinco esta presente todo o processo elaborado para realizar a previsdo de
diagramas de carga. Inicia-se este capitulo com a explicacdo do processo desenvolvido

para a previsdo, seguindo a demonstracao dos resultados obtidos e a sua analise.

Por fim, o capitulo seis contém as concluses finais de todo o estudo realizado e indica

algumas propostas de desenvolvimentos futuros.
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2. Rede Elétrica Nacional

2.1 Energia Elétrica

A energia € um conceito abstrato, normalmente define-se este conceito como a capacidade
de produzir trabalho. A energia toma diversas formas e, deste modo, muitas classificaces
diferentes [3].

Pode ser classificada como energia armazenavel ou energia ndo armazenavel. Armazenavel
é por exemplo, a energia contida nos combustiveis fésseis, como o carvao, petréleo e o gas
natural ou a energia nuclear dos materiais cindiveis. Ndo armazenavel pode ser a energia

cinética do vento ou da 4gua de um rio e a energia térmica transmitida pelo sol [3].

Outro tipo de classificacdo que a energia pode tomar é como energia primaria ou energia
final. Onde a energia primaria diz respeito aos recursos naturais ndo convertidos, como a
energia quimica dos combustiveis, a energia potencial e cinética das aguas, a energia
nuclear, a energia solar, a energia e6lica, entre outras. Quanto a energia final, diz respeito
as formas de energia obtidas através da conversao da energia primaria, ou seja, a energia

elétrica, a energia térmica e a energia mecanica [3].

Nos dias de hoje a classificacdo mais usual para a energia é ndo renovavel ou renovavel. A
energia ndo renovavel é aquela que demora muito tempo a ser reposta, como 0S
combustiveis fosseis ou a energia nuclear dos materiais cindiveis. A energia renovavel
pode ser reposta facilmente, como a energia edlica, solar, das ondas, da biomassa, entre

outras [3].

2.2 Rede Elétrica Nacional

Qualquer rede elétrica tem como objetivo garantir a transmissdo de energia desde as

instalagOes de producgdo até aos consumidores finais. Estas redes podem ser classificadas
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de diversas formas. Por exemplo, uma rede elétrica pode ser classificada quanto a tensdo
nominal, quanto a funcdo e quanto a topologia [3].

Em relagdo a tensdo nominal, determina a capacidade de transporte e fixa as dimensfes das
linhas e da aparelhagem das subestacBes. A tensdo nominal estid dividida em quatro
classes, Baixa Tensdo (BT), abaixo dos 1000 V; Média Tensdo (MT), entre 1 e 45 kV; Alta
Tensdo (AT), entre 45 e 110 kV; e Muito Alta Tensdo (MAT), acima dos 110 kV [3].

Quanto a funcdo, € o que o sistema deve garantir, ou seja, a rede de distribuicdo deve
garantir que leva a energia até ao cliente/consumidor; a rede de transporte em muito alta
tensdo deve assegurar o transito de elevadas quantidades de energia; e as redes de
interligacdo devem garantir a ligacdo entre as redes de transporte e por vezes entre as de

distribuicdo também [3].

Por fim, a topologia da rede em que o mais importante é manter a fiabilidade, devendo
estar sempre pronta para resolver possiveis problemas em caso de falhas. Os problemas
refletem-se em custos, deste modo é necessario saber a melhor topologia a adotar de forma
a entrar num “acordo” entre os custos de investimento e os beneficios que trazem para

saber qual a melhor estrutura a utilizar [3].

Atualmente, a REN é constituida por 8371 km de comprimento de circuito total, sendo este
circuito composto por 65 subestacdes, 13 postos de corte, 190 transformadores e 1298
painéis. Em que 2236 km de comprimento de circuito correspondem as linhas de 400 kV,
3492 km correspondem as linhas de 220 kV e 2643 km correspondem as linhas de 150 kV

[4].

2.3 Sistema Elétrico Nacional

O Sistema Elétrico Nacional (SEN) desenvolve as suas atividades tendo sempre em conta
os principios de racionalidade e eficiéncia na utilizacdo de recursos ao longo de toda a
cadeia de valores, ou seja, desde 0 momento que a eletricidade é produzida até ao
momento em que é consumida [5]. O SEN tem como principal objetivo a disponibilizacéo
de energia elétrica de forma adequada as necessidades dos consumidores, quer qualitativa

quer quantitativa [6].
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Este sistema encontra-se dividido em seis grandes areas sendo elas, Produgdo, Transporte,

Distribuigédo, Mercados, Comercializagdo e Consumo [4][5].

2.3.1 Producéo de Eletricidade

A producdo de eletricidade é desenvolvida num contexto de concorréncia e encontra-se

dividida em dois regimes, o regime ordinario e o regime especial. A Producdo em Regime

Ordinario (PRO) corresponde a producédo de eletricidade com base em fontes tradicionais

ndo renovaveis e em grandes centros electroprodutores hidricos. A Producdo em Regime

Especial (PRE) é relativa a cogeracdo e a producdo elétrica a partir da utilizacdo de fontes

de energia renovaveis [4][5].

Em 2014, o valor total da poténcia de producédo instalada, no fim do ano, era de 17834

MW, em que 11222 MW era de origem renovavel.

total teve um registo de 10855 MW, registo este
relativa a PRE foi de 6979 MW, onde existiu um

como se pode verificar na figura 1 [7].

Quanto as centrais de PRO a poténcia
inferior ao ano anterior, e a poténcia
aumento de 217 MW desde 2013, tal

Poténcia Instalada no
Final do Ano [MW]

2014 2013

TOTAL 17 834 17 751
RENOVAVEL 11 222 10 898
Hidrica 5 684 5 653
Mini-hidrica 415 415
Eclica 4 541 4 364
Termica a01 597
Cogeragdio 343 343
Solar 396 283
NAO RENOVAVEL 6612 6 853
Carvao 1756 1 756
Gas Matural 4718 4759
Cogeragdo 838 930
Outros 138 339
Cogeragdo 125 161

Produtores em Regime Ordinario

Produtores em Regime Especial

10 855 10 989
6 979 6762

Figura 1 - Poténcia instalada em 2014 [7].
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A figura 2 permite uma visdo mais ampla do sucedido nos ultimos cinco anos,
apresentando uma comparacgdo entre a poténcia instalada e a linha de ponta méaxima anual
da producdo. Pode-se verificar que a ponta maxima de producéo, em 2010, era de 9403
MW e em 2014 passou a ser de 8313 MW, ou seja, houve um decréscimo de 1090 MW de

producdo, em cinco anos, existindo uma maior utilizacdo de energia edlica e solar.

R
20000
A G000 I FRE Solar
PRE Eclica
42000 9 403 Hidr.

8313 m PRE Outros

BOOOD
I . Term.
‘||I__ |||| -

o

2010 2011 2012 2013 2014

Figura 2 - Poténcia instalada e Ponta maxima anual (PRO + PRE) [7].

Os diagramas de carga permitem uma visualizacdo do comportamento da carga ao longo
de um determinado tempo, nas figuras que se seguem é possivel verificar o comportamento
de um diagrama de carga da rede publica ao longo de um dia para cada uma das estacbes

do ano, dando assim uma perspetiva do comportamento da carga ao longo do ano nas
diferentes estacoes.
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Figura 3 - Diagrama de carga do dia da ponta anual

(Inverno) [7].
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Figura 5 — Diagrama de carga de um dia caracteristico de

Verdo [7].

2.3.2 Consumo de Eletricidade

2014-04-16
MW
10000
. Import.
#000 albufeiras
—Fios Agua

Gi% Natural

Carvao

= PRE Fotovoltaica

PRE Edlica

N FRE Qutros

e {C S TV

—— Cons+Bb

0 2 4 & B 10 12 14 16 18 20 22 24

Figura 4 — Diagrama de carga de um dia caracteristico de

Primavera [7].

2014-10-13
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1000
——Cons+Bb
1]

0 2 4 & B 10 12 14 16 18 20 22 24

Figura 6 — Diagrama de carga de um dia caracteristico de
Outono [7].

Relativamente ao consumo de eletricidade no pais pode-se afirmar “Em Portugal

Continental existem quase 6,1 milhdes de consumidores, sendo a sua esmagadora maioria

em Baixa Tensdo, 23500 em Média Tensao e cerca de 350 em Alta e Muito Alta Tensao,
que em 2013 consumiram mais de 49 mil milhées de kWh.” (REN — O Setor Elétrico), esta

afirmacdo demonstra que os consumidores sédo a razdo de ser do SEN, sem eles este

sistema n&o era possivel [4].
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No ano de 2014, o consumo de eletricidade teve um total de 48,8 TWh. A figura 7 mostra a
evolugéo desse consumo e as respetivas fontes de energia que foram utilizadas para gerar a

energia elétrica consumida.

IEH | FEV | MAR | ABR | Ml | MM | JUL | ASD | SET | OUT | MOV | DEZ
mmm PRE Outros PRE Edlica Carvao
Gas s Fios Agua Albufeiras
I Saldo Imp. NS UMD — Cons+Bomb

Figura 7 - Evolugdo do consumo semanal em 2014 [7].

Em 2014, a poténcia maxima verificada pelo SEN foi de 8313 MW, ocorrida num dia de
Fevereiro, e o valor maximo de consumo diério foi de 162,5 GWh, ocorrido nesse mesmo
dia. A poténcia maxima registada teve um decréscimo de 1000 MW em relacéo ao valor
registado em 2010. As figuras seguintes mostram o consumo do SEN ao longo do ano de
2014 e o diagrama de carga do consumo dos dias caracteristicos (Inverno, Primavera,

Verdo e Outono), respetivamente [7].

MW
10000
2000
BOO00D
FO00
6000
5000
4000
3000
2000
1000
i}
jan fev mar abr jun  jul ago set out nov dez

Rede Transporte mRede Publica Total

Figura 8 - Ponta de consumo da Rede Nacional de Transporte (RNT) e na Rede Publica, 2014 [7].
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Figura 9 — Diagrama de Carga dos Dias Caracteristicos [7].

Através da figura 10 é possivel ter uma perspetiva comportamental da poténcia maxima

verificada ao longo dos ultimos cinco anos. Na figura verifica-se que tanto para 2013 como

para 2014 a classe mais representativa é onde a ponta maxima se encontra entre 100 MW e

250 MW [7].

Miamers de subes tagdes

a3 Ano 2010
mAno 2011
mAno 2012

17 12

Ano 2013

Ano 2014
14

<= 100

]100,25a] » 250

Poténcia maxima [Mw]

Figura 10 — Ponta maxima das subesta¢es da RNT (apenas as com entrega a Rede Nacional de

Distribuicdo (RND)) — Distribuicdo por Classes [7].
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2.3.3 Transporte de Eletricidade

Através de uma concessao atribuida pelo Estado Portugués o transporte de eletricidade, em
muito alta tensdo (150, 220 e 400 kV), e efetuado através da Rede Nacional de Transporte
(RNT). A concesséo inclui diversas fungdes, desde planeamento a manutencdo da RNT e
também planeamento e gestdo do SEN, de forma a garantir o bom funcionamento das
infraestruturas tal como a continuidade de servico e a seguranca do abastecimento de

energia elétrica [4][5].

Nos Ultimos anos as linhas da RNT tiveram um desempenho, a nivel geral, satisfatorio, em
2014 os principais congestionamentos estiveram associados a indisponibilidades de
elementos da rede mas foram facilmente solucionados [7]. A figura 11 demonstra o
desempenho das linhas de 2009 a 2013:

EVOLUCAO DO NUMERO DE DEFEITOS COM ORIGEM
EM LINHAS DA RNT POR 100 GUILOMETROS DE CIRCUITO

3,0
2,5

20

0,5

00 _

2009 2010 20m 2012 2013

Figura 11 — Desempenho das linhas da RNT [8].

Para que uma sociedade moderna tenha um bom funcionamento, a rede elétrica é uma
infraestrutura indispensavel. Para uma concecdo, construcdo e operacdo de qualidade, a

rede elétrica, requer um elevado investimento e uma engenharia sofisticada [3].

Na figura 12 encontra-se 0 mapa da rede nacional de transporte, que se encontra em

servigo exclusivo da empresa REN.
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Figura 12 — Mapa da Rede Nacional de Transporte de Eletricidade, 2015 [4].
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2.4 Previsao de Carga

Em qualquer empresa do setor elétrico a previsdo de consumos ou cargas € um bem
essencial para a existéncia de um negécio com qualidade e fiabilidade. A previsdo é um
processo que pode ter diversos objetivos e diferentes formas, tendo também em conta

horizontes temporais ou espaciais distintos [9].

Em horizontes temporais a previsao pode ser efetuada de trés formas [10]:

v Previsdo a longo prazo, em que a previsdo da ponta, da energia e do nimero de
consumidores para um horizonte varia de 5 a 25 anos.

v Previsdo a médio prazo, em que a previsdo da ponta e da energia é realizada para 0s
proximos meses ou proximos anos.

v Previsdo a curto prazo, em que é realizada a previsdo do diagrama diario (hora a

hora) para os proximos dias, ou a previsdo da ponta para as semanas seguintes.

A evolucdo da carga pode ser facilmente influenciada por diversos fatores, como por
exemplo, econdmicos, cronoldgicos, meteorolégicos, demograficos, comportamentais

sociais, tecnologias de consumo e fatores geograficos [10].

Para efetuar previsdes podem ser usados muitos modelos. Ao longo desta dissertacdo sera
utilizado o modelo das redes neuronais artificias que se trata de um dos modelos mais
utilizados para a previsao de cargas, no entanto existem também modelos como os de

regressao, os estocasticos de séries temporais ou “Box e Jenkins”, entre outros [10].

2.4.1 Diagrama de Carga

O consumo de energia contém caracteristicas que impdem a modulacdo da energia
consumida no tempo atraves de uma funcéo designada por diagrama de carga. O diagrama

de carga traduz a varia¢do do consumo ao longo das horas do dia e dos dias do ano [11].
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1000

horasO

Figura 13 — Exemplo de um Diagrama de carga [11].

Geralmente o diagrama de carga segue o modelo de uma linha padronizada ao longo das
24 horas diarias, mesmo que possa estar situado em locais de diferentes consumos

(maioritariamente residencial, industrial ou rural) [2].

Ao longo de um diagrama de carga é normal existir uma zona designada por horas de
vazio, outra por horas de cheias e ainda as horas de ponta. As horas de vazio correspondem
as horas em que o consumo de eletricidade é mais barato, ou seja, horas do periodo noturno
ou de fim-de-semana. As horas de cheias comegam principalmente quando se inicia as
horas de trabalho da populacdo, provocando assim um aumento no consumo de
eletricidade. Por fim, as horas de ponta dizem respeito as horas onde o consumo de

eletricidade é mais caro.

E importante referir que existem condi¢@es que influenciam a forma do diagrama de carga,
assim sendo é conveniente ter esse aspeto em atencdo de forma a conseguir prever um
diagrama de carga o mais exato possivel. As condi¢bes que podem influenciar um

diagrama de carga séo [11]:

v Epoca do ano;

v Dia da semana;
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v Hora do dia;

v Condigdes atmosféricas;

v Acontecimentos especiais;

v Legislacdo adequada.

Um Sistema de Energia Elétrica (SEE) fornece energia aos consumidores que a utilizam,
de forma a garantir o nivel de poténcia necessario para alimentar o conjunto dos

equipamentos ligados, isto €, a carga do sistema [3].
Matematicamente, a relacéo entre a poténcia e a energia é descrita como [3]:

aw

onde W corresponde a energia, unidade do Sistema Internacional (SI) é o joule (J) ou na

P

pratica o watt.hora (Wh), P corresponde a poténcia, unidade SI é o watt (W), e t

corresponde ao tempo, unidade Sl é o segundo (s) [3].

Uma vez que a poténcia é a derivada da energia em ordem ao tempo, tem-se [3]:

W=JP.dt. ¥

A carga de um SEE varia significativamente ao longo do dia, acompanhando a atividade
humana. Num diagrama de carga define-se utilizacao diaria da ponta — hy - como sendo a
relacdo entre a energia e a poténcia maxima (ou poténcia de ponta), usando a seguinte

expressao [3]:

ha = ——. ©)

P max

Define-se, ainda, fator de carga didrio — f4 — como a relacdo entre a poténcia média e a
poténcia méaxima, também pode ser visto como a rela¢do entre a utilizacao diéria da ponta

e 0 numero de horas do dia, expressa em percentagem, isto é [3]:

fi———— x 100 4
X .
dp . X24 “)
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3. Aplicacao das Redes Neuronais

3.1 Redes Neuronais

As Redes Neuronais (RN) séo estruturas cujo processamento da informacgéo passa por um
enorme conjunto de neuronios, estima-se que o cérebro humano tenha cerca de 100 bilhGes
de neuronios interligados [12]. Os neurdnios sao células que constituem a rede neuronal e
que sdo as responsaveis pelo funcionamento de todas as funcbes e movimentos do

organismo [12[13].

Os neurénios s3o as “pecas” mais importantes do sistema nervoso. Cada um recebe
estimulos vindo de outros neurdnios, ou seja, sinapses que sdo o local por onde os
neuronios transmitem os impulsos nervosos. Estes sinais sdo transmitidos pelo axénio que
posteriormente irdo estimular outros neurénios. A figura seguinte demonstra a constituicao
de um neuronio [12][13][14].

Axonio do neuronio
gue envia a
informacio

Dendrito do neurdnio KL\
que recehe a
informacéo

Aximio Dendrito

Figura 14 — Constituicdo de um neuronio [12].
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3.2 Redes Neuronais Artificiais

As Redes Neuronais Artificiais (RNA) sdo técnicas computacionais que apresentam um
modelo matemaético inspirado na RN real e que adquirem conhecimento atraves da
experiéncia [2][13][14].

Estas redes sdo constituidas por muitas unidades de processamento, designadas por
neurdnios artificiais. Essas unidades estdo ligadas a canais de comunicacdo que se
encontram associados a um determinado peso. Os neurdnios artificiais consideram as
varias entradas possiveis, realizam o processamento da informacdo multiplicando o sinal
recebido na entrada pelo peso, que indica a sua influéncia na saida, realiza de seguida a
soma ponderada dos sinais que produz um determinado nivel de atividade e por fim se esse

nivel exceder um certo limite a unidade produz uma resposta [2][13][14].

Pesos Pesos  Neuronios

de saida

Entradas \ o Saidas

~O—‘

Neuronios
intermedidrios

Figura 15 — Esquema de uma Rede Neuronal Artificial [13].

A figura 15 mostra um diagrama esquematico de uma RNA, geralmente a arquitetura
destas redes é composta por uma camada de entrada, uma ou mais camadas ocultas, e uma
camada de saida. Regra geral, cada neurdnio € ligado aos outros neurénios da camada

anterior através de pesos adaptaveis [14][15].

O diagrama seguinte, figura 16, permite ter uma ideia melhor da constituicdo do modelo

matematico utilizado pela RNA.
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Entradas

Pesos

Figura 16 — Modelo matematico utilizado pela RNA [14].

O Bias é uma unidade especial, semelhante aos pesos, que permite realizar uma melhor
adaptacao dos conhecimentos que a rede adquire, através do Bias é possivel fazer “andar”

a fronteira de deciséo, gerada pelos pesos, e assim obter melhores resultados [14].

As RNA podem ter vérios tipos de funcbes de transferéncia, no entanto as mais utilizadas
sdo [16]:

» Linear: O nivel de atividade é proporcional a soma pesada das entradas.
> Limite: E definido o valor limite, que uma vez ultrapassado, faz com que a célula
produza atividade.

» Sigmoide: A saida varia de acordo com a fun¢do sigmoide.

As RNA podem ter dois tipos de arquitetura, unidirecionais (feedforward) ou recorrentes
(feedback), sendo as redes unidirecionais as mais usuais em que o sentido de circulagdo é
sempre da entrada para a saida. Nas recorrentes a circulacdo ndo tem apenas um sentido,
isto é, existem ligacBGes entre neurdnios em sentido contrario. As redes unidirecionais
podem ser de uma s6 camada ou de multicamadas [17].

A nivel de aprendizagem numa RNA o treino é essencial para o bom funcionamento de
uma rede. O treino permite definir de forma automatica os pesos das ligagdes existentes,
através de um dos varios algoritmos de aprendizagem. Alguns dos diferentes tipos de
treino séo [2][16]:

» Aprendizagem supervisionada: é quando se utiliza um agente externo que indica a
rede a resposta desejada para o padréo de entrada.
» Aprendizagem ndo supervisionada: é quando ndo existe um agente externo

indicando a rede a resposta desejada para o padrdo de entrada.

19
Silvana Rocha, n® 1131360 Outubro de 2015



» Aprendizagem por retropropagacdo (backpropagation): € o método de
aprendizagem supervisionada mais utilizado.

» Aprendizagem pelo método de Perceptrédo: € do tipo aprendizagem supervisionada.
A funcdo de transferéncia das unidades computacionais das redes de perceptrées ndo é
diferenciavel, pelo que a aprendizagem supervisionada é realizada por funcées discretas.

» Aprendizagem por reforgo: é quando um critico externo avalia a resposta fornecida

pela rede.

3.21 Algoritmo de aprendizagem por retropropagacdo —
Backpropagation

Para treinar redes neuronais compostas por mais do que uma camada € mais comum
utilizar o método conhecido por Backpropagation [15][18]. Este método é essencialmente
composto por dois passos, um em frente e outro para tras. O primeiro consiste na
propagacdo (em frente), ou seja, inicia-se o treino com um vetor fornecido na entrada e a
atividade é propagada de camada em camada até que é gerada uma resposta na camada de
saida. A resposta gerada € comparada com a resposta pretendida e assim ocorre 0 préximo
passo, a retropropagacao (para tras), pois depois de comparados os vetores é gerado o erro,
e este sera propagado para as camadas anteriores, ou seja, da camada de saida para a de
entrada. Os valores dos pesos sdo ajustados de acordo com o resultado do erro obtido na
Ultima etapa. Este processo é repetido multiplas vezes até o erro global entre o que é

atingido na saida e o que é esperado seja minimamente obtido [14][19].
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salda obtida

padras de entrada

Figura 17 — Algoritmo Backpropagation [20].

Este método tem algumas limitacGes, por exemplo as redes neuronais que utilizam o
algoritmo tendem a ser vistas como ‘“caixas negras”, uma vez que o modelo ndo apresenta
justificacBes, ndo se sabe explicar como se chega ao resultado [15][21]. Outra limitacdo é o
tempo. O tempo de treino das redes que utilizam Backpropagation tende a ser muito lento
[14][19].

3.2.2 Algoritmo Levenberg-Marquardt

O algoritmo Levenberg-Marquardt foi desenvolvido por Kenneth Levenberg e publicado
por Donald Marquardt, foi criado para resolver problemas de minimizacdo de funcdes, em
geral, ndo-lineares pelo método de minimos quadrados [20][22]. Hoje em dia é dos
algoritmos mais utilizados [20][22].

Este algoritmo encontra-se, de certo modo, entre o algoritmo Gauss-Newton e o algoritmo
de gradiente descendente. E também considerado mais robusto que o algoritmo de Gauss-
Newton, uma vez que mesmo comecando longe de um minimo final ele consegue
encontrar uma solucdo. No entanto, para funcOGes regulares tende a ser mais lento
[22][23][24][25].
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O algoritmo de gradiente descendente é um método geral de minimizacdo que atualiza os
valores dos dados na diregdo contraria a inclinagdo da funcdo objetivo. Este método é
reconhecido como um algoritmo altamente convergente no que diz respeito a encontrar o
minimo de funcdes objetivo simples. Em problemas com inimeros dados este algoritmo é

por vezes 0 método mais viavel [22][24][25].

O algoritmo de Gauss-Newton é um método para minimizar a soma dos quadrados de uma
fungdo objetivo. Para problemas de tamanho moderado, o método de Gauss-Newton,
converge, regra geral, muito mais rapido do que o método do algoritmo de gradiente
descendente [22][23].

Quando uma funcdo tem a forma de soma de quadrados, o que € comum em redes
feedforward, o algoritmo de Levenberg-Marquardt determina que a matriz Hessiana toma

a seguinte forma:

H=JTJ. (5)
E o gradiente pode ser calculado como g=J e, em que J é a Matriz Jacobiana,
constituida pelas primeiras derivadas dos erros da rede, tendo em conta 0s pesos e as bias,

e e é o vetor de erros da rede.

A expressdo utilizada pelo algoritmo de Levenberg-Marquardt para a atualizacdo dos
pesos € [20][26]:

-1
X+ 1=X-[3T3+ 17 23Te. (6)

ou

Xi+1 =X — (H+ )T V(x; . 7)
Onde x é o vetor dos pesos, Vf é o gradiente do erro médio quadratico, H é a matriz

Hessiana e A (ou u) € o fator de ajuste [20][26].

E de notar que esta atualizagdo tem em consideragdo tanto a inclinagdo da superficie do
erro, correspondente ao método do gradiente descendente, como a curvatura da superficie,
que diz respeito a0 método de Gauss-Newton. O fator de ajuste ajuda a perceber qual o
método predominante, isto €, para um fator de ajuste grande o método do gradiente
descendente é mais forte, por outro lado, quando o fator de ajuste é mais pequeno o0 método

predominante é o de Gauss-Newton [20].

22
Silvana Rocha, n® 1131360 Outubro de 2015



3.2.3 Regressdo Linear e Erro Médio Quadratico

A regressao tem origem na tentativa de relacionar um conjunto de observacfes de certas
variaveis, designadas por Xk (k = 1...p), com as leituras de uma certa grandeza Y. Uma

regressao linear pode ser apresentada por [27][28]:

Y:a‘l‘ b1X1+b2X2+"'+prp. (8)

onde a, by, by, ..., by sdo 0s parametros da relacdo linear procurada.

A aplicacdo deste método pode ter o objetivo de ser explicativo ou preditivo. Nesta
dissertacdo, o fim a que se destina a utilizacdo do método de regressao € preditivo, ou seja,
obter uma relacdo que nos permita, perante futuras observacfes das variaveis Xy prever o
respetivo valor de Y, sem ser necessario realizar a sua medicdo. O facto de as variaveis X
tentarem explicar as razdes da variacdo de Y levam-nas, independentemente do objetivo, a

serem designadas por variaveis explicativas [27][28].

Dispondo de n conjuntos de medidas com as correspondentes observacgdes, a utilizacdo do

modelo tera sempre uma parcela de erro [27].

Yyi=a+ bixiy; + byxip; + -+ b, Xy, + ¢ i=1..n. 9)
A versdo da regressao linear apresentada consiste em estimar os valores dos parametros a,
b1, by, ..., by através da minimizacdo do erro médio quadratico (MSE). O MSE também
pode ser utilizado como uma medida do erro de previsdo [28]. E determinado através da
soma dos erros da previsdo ao quadrado, e?, e dividido pelo nimero de erros, n, utilizado

no calculo e pode ser expresso da seguinte forma [27]:

n 82
MSE =221 (10)
n

O erro de previsao, e;, é determinado através da diferenca entre o valor real para esse

periodo, y;, e o0 valor previsto para esse periodo, ¥, [27].

et=Ye— Y, (11)
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3.3 Aplicagoes

As redes neuronais artificiais sdo utilizadas em diversas areas. Esta técnica torna-se uma
boa opcdo para diversos estudos pelo facto de ser boa a trabalhar com conjunto de dados
incompletos, informacgéo distorcida e problemas complexos e mal definidos. As RNA séo

capazes de aprender através de exemplos e sabem lidar com problemas néo lineares [12].

Abaixo estdo descritas algumas das aplicaces, mais importantes, em que as RNA foram

testadas com sucesso [12][17]:

> Classificacao
Reconhecimento de padrdes;
Reconhecimento de sons e fala;

Anélise de Eletromiografia e outras anélises médicas;

AR NERNERN

Identificacdo de alvos militares.

> Previséo
v Tempo e tendéncias do mercado;

<\

Prever locais de exploracdo mineral,

v" Previsoes de carga elétrica e térmica.

> Sistemas de Controlo
v Controlo adaptativo;

v" Controlo robotico.

> Otimizacdo e tomada de decisdo
v’ Sistemas de engenharia;
v Gestdo.
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3.4 Aplicagdo das RNA no estudo de sistemas de
energia

Com base na pesquisa realizada para a elaboracdo desta dissertacéo é possivel afirmar que
as RNA séo utilizadas em diferentes casos de estudo dentro dos sistemas de energia. De
modo a dar a conhecer outros tipos de aplicacdes desta técnica computacional encontram-

se descritos, abaixo, alguns temas recentemente estudados.

v “Desenvolvimento de uma metodologia baseada em redes neuronais para o cdlculo

de energia produzida por aerogeradores” (José Macedo. ISEP, 2012), [19]:

O estudo deste tema tinha como objetivo estimar a energia produzida pelos aerogeradores
quando existiam falhas, ou avarias, de comunicacdo com o contador interno, uma vez que a
existéncia deste tipo de ocorréncia ndo permite a monitorizacéo da energia produzida e esta

é fundamental para o controlo econémico do funcionamento do parque [19].

Com o desenvolvimento deste tema foi possivel concluir que os resultados obtidos com a
aplicacdo de RNA, no método de calculo da energia produzida por aerogeradores,
demonstravam que é possivel estimar o valor da energia produzida, independentemente do

periodo de indisponibilidade da informag&o dessa energia [19].

v “Previsdo de carga — Comparacao de técnicas” (Tiago Barros. FEUP, 2014), [13]:

O principal objetivo deste tema era comparar o desempenho de diferentes técnicas de
previsdo de carga, a curto prazo. As técnicas utilizadas foram a analise classica de séries
temporais (Box-Jenkins), as redes neuronais e maquina de suporte vetorial. As conclusdes
finais foram retiradas com base na comparacdo entre os modelos utilizados nas diferentes

técnicas [13].

Segundo os resultados obtidos as maquinas de suporte vetorial apresentam melhores
resultados do que o 1° modelo de RN que demonstra ser melhor em estudos de previsao.

Contudo, esta comparacdo entre técnicas mostrou que o melhor desempenho foi obtido
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através do 3° modelo de RN estandardizado, que dizia respeito a tratar feriados como
domingos [13].

v Aplicagbes de RNA para sistemas de energia (artigo de Soteris A. Kalogirou.
2000), [12]:

Este artigo tinha como objetivo apresentar diversas aplicagdes de RN em problemas
energéticos, mostrando a capacidade de RNA como ferramentas de previsdo de energia e
modelagem [12]. Foram analisados problemas como modelagem de um gerador de vapor
solar, sistemas de aquecimento solar de agua, sistemas de aquecimento, ventilagcdo e ar
condicionado, previsdes de radiacdo solar e velocidade do vento, modelagem e controle em

sistemas de geracdo de energia, previsao e refrigeracdo [12].

Atraveés do estudo elaborado neste artigo chegaram a conclusdo de que as RNA oferecem

um método alternativo que ndo deve ser subestimado [12].

v “Previsdo dos consumos na RNT considerando a producdo distribuida —

Desenvolvimento de um procedimento de apoio a decisdo do Gestor do sistema” (Ricardo

Rodrigues. FEUP, 2014), [2]:

O caso em andlise pretende criar uma ferramenta que possa facilitar a analise do sistema,
uma vez que o Gestor de Sistema da REN se depara com uma mudancga de padrédo da RNT
[2]. A criacdo desta ferramenta tinha como finalidade que a programacdo das
indisponibilidades dos transformadores de cada subestacdo assumisse valores mais
préximos da realidade, diminuido assim o erro de previsdo. Para que a programacao desta
ferramenta seja feita de forma eficaz necessita de prever a carga nos transformadores de

poténcia e para tal utilizou as RNA [2].

Com a finalizacdo da previsao, os resultados obtidos apresentaram melhorias significativas
em comparacdo com o método de previsao existente no Gestor de Sistema, mostrando que
as RN sdo uma mais-valia [2]. Para terminar criou-se a ferramenta desejada que permite ao
Gestor de Sistema prever com eficacia a carga de uma certa subestacdo num horizonto de

sete dias e com um baixo erro [2].
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v Integracdo de redes neuronais artificiais e algoritmos genéticos para prever o
consumo de energia elétrica (artigo de Azadeh, Ghaderi, Tarverdian e Saberi. 2006), [17]:

Este artigo utilizou o método das RNA e do algoritmo genético para estimar e prever a
procura/consumo da eletricidade, utilizando métodos estocésticos. O caso em estudo

utilizou como referéncia o consumo de eletricidade no setor da agricultura iraniana [17].

Os resultados deste estudo mostraram que o erro relativo do método do algoritmo genético
foi significativamente menor do que o do método de regressdo e a curva da estimativa da
procura de eletricidade usando algoritmo genético e dados reais mostra muita semelhanca,
e bons resultados. Posteriormente, o consumo de eletricidade foi previsto por RNA e
mostrou que esta técnica domina abordagens de séries temporais e além disso € um bom

método para obter melhores previsdes do consumo de energia [17].

v Prevendo o consumo de energia elétrica: Uma comparacgédo da analise de regressao,

arvore de deciséo e redes neuronais (artigo de Geoffrey Tso e Kelvin Yau. 2006), [28]:

Este estudo apresenta trés técnicas de modelagem para previsdo de consumo de energia
elétrica, a tradicional analise de regressdo e também a técnica da arvore de decisdo e das
RNA. Este tema ilustra como este conceito pode ser utilizado para prever o consumo de

energia elétrica em Hong Kong [28].

No final, comparando a precisdo na previsdo, verifica-se que o modelo da arvore de
decisdo e das RNA sdo melhores do que outros modelos nas fase de verdo e inverno. De
um modo geral as diferengas no erro médio quadréatico entre os trés modelos utilizados sdo
muito pequenas, demonstrando que as trés técnicas de modelacdo s@o geralmente idénticas

na previsdo de consumo de energia [28].
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4, Método desenvolvido para a
previsao de diagrama de carga
de subestacoOes da REN

Neste capitulo o objetivo principal é o desenvolvimento de uma RNA. Aqui seré descrito
todo o processo necessario para encontrar a rede ideal, definindo as entradas e saidas
respetivas para executar o treino dessa mesma rede. Posteriormente pretende-se fazer o
estudo de todos os resultados obtidos ao longo deste processo de modo a atingir o objetivo

principal, cumprindo todos os critérios de avaliacdo definidos.

O método desenvolvido nesta dissertacdo tem como base os valores da subestacdo da
Prelada, no entanto todo o processo é facilmente adaptavel a qualquer outra subestacao,
desde que o conjunto de dados de entrada e saida sejam referentes a essa subestacao.

4,1 Descricdo e Funcionamento da ferramenta
utilizada

No desenvolvimento desta dissertagdo foi utilizado o software Microsoft Excel para o
tratamento, filtragem e analise de dados e resultados, foi também utilizado o MATLAB,
versdo R2010a, incluindo a sua ferramenta Neural Network Fitting Tool (comando nftool)

para a realizacao do treino da RNA.

O MATLAB ¢ uma linguagem de computagdo técnica, de alto nivel. Esta linguagem é
utilizada por inimeros engenheiros e cientistas, uma vez que permite explorar e visualizar
diversas ideias e areas, como processamento de imagens e sinais, comunicacdes, sistemas
de controlo, entre outros, e ainda oferece suporte para operacOes vetoriais e matriciais

permitindo uma rapida execucao e desenvolvimento [29].

As principais caracteristicas desta linguagem sédo [29]:

29
Silvana Rocha, n® 1131360 Outubro de 2015



v Linguagem de alto nivel para computagdo numérica, visualizacdo e
desenvolvimento de aplicagdes.

v Ambiente interativo.

v Funcdes matematicas para diversas areas, como algebra, estatistica, otimizacéo,
entre outras.

v Diversos tipos de ferramentas para criacdo de aplicagbes, de desenvolvimento,
gréaficos personalizados, entre outras.

v Possibilidade de interagir com outras aplicacdes externas e linguagens, como C,

Java, Excel.

O MATLAB contém ferramentas que permitem criar, treinar e simular rede neuronais.
Nesta dissertacdo, tal como ja foi referido, serd utilizada a ferramenta Neural Networks
Fitting Tool. As ferramentas de redes neuronais disponiveis no MATLAB fornecem
funcBes e aplicativos para modelar sistemas ndo-lineares complexos e permitem realizar
estudos de reconhecimento de padrdes, previsdes de series temporais ou de cargas

elétricas, ajuste de dados, entre outros [29].

As Toolboxes representam um grande conjunto de funcbes capazes de resolver de forma
rapida e eficaz determinadas classes/categorias de problemas bastante complexos em

diversas areas, como por exemplo, as redes neuronais artificiais ou otimizacéo.

4.1.1 Neural Network Fitting Tool - Funcionamento

A Tool utilizada nesta dissertacdo, (Neural Networks Fitting Tool), resolve problemas de
ajuste de input-output de uma rede neuronal feedforward de duas camadas, utilizando o

algoritmo de Levenberg-Marquardt backpropagation.

Antes de iniciar esta Toolbox é aconselhavel importar para o workspace os ficheiros de
Excel necessarios para a elaboracdo do treino, isto €, Inputs e Targets. Na janela de
comando do MATLAB ‘“chama-se” a fungdo “nftool”. Na figura 18 estd presente o
esquema representativo da arquitetura da rede neuronal, composto pelos dados de entrada

(Input), uma camada oculta (Hidden Layer), com neuronios ocultos ativados pela funcao
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tangente hiperbdlica, uma camada de saida (Output Layer), com neurdnios de saida
ativados pela funcdo linear, e finalmente pelos dados de saida (Output).

Hidden Layer Qutput Layer

Input O”_E 1 [
B

Qutput

B T

L.

Figura 18 — Esquema representativo da arquitetura da RN [30].

O proximo passo passa por definir os Inputs e Targets, como ja foram importados para o

workspace ¢ so selecionar e colocar as “amostras” com a mesma orientagao.

Antes de se iniciar o treino da RN o conjunto de dados selecionados € dividido em 3
subconjuntos, “Treino”, “Valida¢do” e “Teste”, respetivamente, onde ¢ possivel determinar
a percentagem de cada subconjunto a utilizar. Nesta fase ao determinar as percentagens a
Tool vai gerar, aleatoriamente, as amostras de cada subconjunto, ou seja, treinar repetidas
vezes vai gerar sempre conjuntos de saida diferentes devido as diferentes condigdes de

entrada e de amostragem.

Os dados correspondentes ao treino vao sendo apresentados a RN e esta vai ajustando 0s
pesos consoante o erro. Os dados de validacdo sdo utilizados para monitorizar a evolucao
do erro, num conjunto independente do treino. Este subconjunto serve também como
medida de paragem do treino, antes que este atinja um overfitting. Quanto ao conjunto de
dados de teste ndo tem qualquer tipo de consequéncia no treino, dando uma medida
independente do desempenho da rede durante e ap6s o treino, ou seja, € uma medida da

capacidade de generalizacdo da rede.

Por ultimo seleciona-se 0 numero de neurdnios desejado, sendo aconselhavel voltar a este
ponto se o desempenho da rede ndo for o melhor, para alterar esse numero. Nesta fase é
apresentada a arquitetura final da RN a ser treinada, com o respetivo conteido de cada
etapa, ou seja, o Input € composto por x linhas de valores, contém y neurénios na camada

oculta, z camadas de saida e k conjuntos de resultados.

Com todos os parametros essenciais preenchidos € possivel dar inicio ao treino. O treino
para automaticamente quando a generalizacdo deixa de melhorar, como indicado pelo

aumento no erro medio quadratico da amostra de validacéo.

31
Silvana Rocha, n® 1131360 Outubro de 2015



O MATLAB utiliza o erro médio quadratico como critério de desempenho, quanto menor
o erro melhor os resultados. Este erro é a diferenca entre os valores de saida e os valores
dos Targets (ou metas). Ja a regressédo € utilizada para medir a correlacdo entre as saidas e
as metas, quanto mais perto de 1 estiverem estes valores melhor serdo os resultados, ou

seja, menor a diferenca entre os valores em estudo.

Results

Progress
— : = [#

Epach: 0| 329 iterations | 1000 & Samples L ar
e | 12070 | a Training: 26280 0.26863e-0 0.90823e-1
sty 3806403 | ﬁ]gl | | 0.00 'i YWalidation: 5256 £,19451e-0 0.90918e-1
Gradient: 100 | 35.4 | 100e-10 W Testing: 3504 §,23709e-0 9,01100e-1

0.00100 | 100 | 100e+10
‘alidation Checks: 0 | f | fi l Plot Fit | | Plot Regression |

Figura 19 — Parametros de progresso durante o treino da RN e respetivos resultados finais [30].

Como é possivel verificar na figura 19, durante o treino de uma rede pode-se acompanhar o
progresso dos diferentes pardmetros do algoritmo de Levenberg-Marquardt que a
ferramenta utiliza. A Epoch, que se trata do numero de iteracBes, o tempo de treino, a
performance alcangada, o gradiente, 0 Mu que representa 0 momentum da rede e por fim, o
nimero maximo de aumentos do erro no conjunto de validacdo, que se encontra definido

para 6.

No final de cada treino é possivel guardar todos os resultados, desde graficos de
performance, regressdo, entre outros, a valores de saida, erro e até a propria rede gerada.
No entanto, se os resultados obtidos ndo forem os desejados pode-se voltar a treinar a rede,
podendo também alterar a sua arquitetura, até encontrar resultados satisfatorios.

4.1.2 Tratamento dos dados

Antes de iniciar qualquer treino é necessario realizar o tratamento dos dados disponiveis,
para minimizar possiveis erros. A fiabilidade do desempenho da RN depende da qualidade
presente no conjunto de dados utilizados no treino [19].

Uma RN que seja bem treinada tem de ter a capacidade de generalizar, isto €, em contacto

com dados que ndo estejam dentro do conjunto de treino tem de ser capaz de obter
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resultados préximos do esperado. Se os conjuntos de dados tiverem erros ou ruidos a
fiabilidade pode diminuir, isto porque a rede perde a capacidade de generalizar [19]. Deste

modo, o conjunto de dados tem de ser cuidadosamente selecionado.

A REN disponibilizou valores do consumo de cargas no ano de 2013/2014, com a
correspondéncia para os respetivos dias e horas. Como os dados disponibilizados sdo do
més de Dezembro de 2013 ao més de Novembro de 2014 e para a realizagdo dos treinos é
necessario um conjunto de dados de um ano ao longo do estudo supde-se que 0 més de
Dezembro de 2014 obteve resultados idénticos ao més de Dezembro de 2013, garantindo
assim um conjunto de dados de treino de um ano. Com esses conjuntos de dados e ainda os
dados disponiveis no site de meteorologia do ISEP foi possivel adquirir um conjunto de

dados satisfatorios para posteriormente utilizar no treino da RN.

E importante referir que os dados disponiveis pela REN, e que serdo utilizados nesta
dissertacdo, dizem respeito a subestacdo da Prelada principalmente, e a subestacdo de
Ermesinde (utilizada no capitulo 5, referente a previsao). Estes dados serdo utilizados
juntamente com os dados obtidos pelo site de meteorologia do ISEP, tal como ja foi
referido, deste modo € importante salientar que para o desenvolvimento deste método
supds-se que os valores meteoroldgicos sdo idénticos em todas as zonas estudadas, ou seja,
supds-se que apesar da distancia existente entre as subestacdes da Prelada e de Ermesinde e
o0 ISEP, os valores de temperatura, humidade, vento e luminosidade eram semelhantes nas

trés zonas.
Através dos dados da REN foi possivel retirar dados como:

» Carga em MW da subestacdo da Prelada, e no capitulo 5 da subestacdo de

Ermesinde;
» Diado ano;
» Més do ano;
» Horas;
» Diadasemana (representados de 1 a 7);
» Feriados (representados com 1 para Feriado e 0 quando néo €).

Juntando aos dados referidos acima, os que foram adquiridos a partir do site de
meteorologia do ISEP, Temperatura, Humidade, Vento e Luminosidade, totalizou um

conjunto de 9 colunas de dados como Inputs e 1 coluna de dados como Outputs, no Excel.
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Para evitar a existéncia de “maus” dados foi realizada uma analise pormenorizada dos

mesmos com o intuito de evitar falhas e comprovar a qualidade dos dados. Através dos

gréaficos seguintes é possivel garantir essa fiabilidade.

Temperatura Humidade
35 1 120 -
030 - < 100 -
525- < g0 -
2 20 - g 60 -
£ 15 S
210 - § 40 -
ﬁ5- I20_
0 0
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Tempo (dia) Tempo (dia)
Vento Luminosidade
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Figura 20 — Estudo de Dados utilizados na dissertacéo, em fungdo do tempo em dias.

Os dados correspondentes a carga, depois de uma analise cuidadosa, também se encontram

prontos a utilizar. Através do grafico é possivel verificar que os meses de inverno tém

tendéncia a um maior consumo de energia.
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Figura 21 — Estudo de dados da carga em fun¢do do tempo.

4.2 Método desenvolvido

Neste subcapitulo encontra-se descrito as varias etapas realizadas ao longo da dissertacéo

com o objetivo de encontrar a rede ideal, criando um conjunto de opgdes diverso.

E importante referir que as redes serdo treinadas tendo como horizonte os meses do ano, ou
seja, para que uma rede permita, posteriormente, realizar a previsdo de um determinado
dia, semana ou més é necessario ter um conjunto de estudo de pelo menos um ano, para
qgue numa futura previsdo a rede tenha parametros suficientes na sua aprendizagem de
modo a conseguir prever os resultados pretendidos.

Para as primeiras trés etapas é utilizado sempre o mesmo conjunto de Inputs e Targets,
estes conjuntos contém todos os dados com a exce¢do dos dados referentes & Humidade,
Vento e Luminosidade que sé serdo utilizados a partir da 4° etapa.
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4.2.1 12 Etapa - Encontrar o melhor nimero de neuronios

Nesta etapa definiu-se quatro nameros diferentes de neurdnios, 10, 20, 25 e 30
respetivamente, e para cada um foram efetuados 5 treinos de modo a alargar o campo de

opcodes e assim chegar a resultados melhores.

Todos os treinos contém o mesmo conjunto de Inputs e Targets e a mesma percentagem,
que por defeito est4 definida para 70% de Treino, 15% de Validacdo e 15% de Teste.

v Rede com 10 neuro6nios

Analisando todos os resultados obtidos no fim dos 5 treinos para redes de 10 neurdnios

conclui-se que a melhor rede alcangada contém um erro médio quadrético de 25,24726
para o treino.

Progress Results

Epoch: 0 L_] 15 iterations ] 1000 & samples =) mse 4R
Time: | 0126 ] W Training: 20426 25.2474fe-0 0.54131e-1
Performance: 4720403 | 352 | | 0.00 @ validation: 4377 15,6409 6e-0 9.63556e-1
Gradient: wo 0.386 | 1.00e-10 W Testing: 477 75.4328%-0 2.62742e-1
Mu; 0.00100 | 1.00e+03 | 1.00e+10

Validation Checks: 0| § | 6

[ Flat Fit | | Flot Regression

Figura 22 — Progressos e Resultados da melhor rede com 10 neurdnios.

Esta rede executou um treino de 1min e 26s, com 75 iteragdes. A sua performance ao longo
do treino foi idéntica para os trés subconjuntos, atingindo o melhor desempenho de
validacdo na iteragcdo 69, com um erro de 25.641.
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Figura 23 — Desempenho da melhor rede com 10 neurdnios.

A medida que o treino procedia o coeficiente de correlacdo linear, R, ia medindo o grau de
relacionamento linear entre os valores realizando assim uma anélise dos dados de forma a

estimar os valores que séo esperados, ou seja, efetuando uma regressao linear.
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Training: R=096413 WValidation: R=0 96356
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Figura 24 — Gréfico de Regressao da melhor rede com 10 neurdnios.
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v Rede com 20 neuro6nios

Para 20 neurdnios a melhor rede encontrada demonstrou um erro médio quadratico de
9,25169 correspondente ao subconjunto treino. Na ferramenta em utilizacdo para estes

treinos 20 € o nimero de neurdnios definido por defeito.

Results

Progress

. N T | 1000 & Samples =) msE Fr
o | T | W@ Training; 20426 9,2516%e-0 0,66807e-1
Perrotiarie: 256e+n3 |1 0995 ] | 000 @ Validation: 4377 9.71372e-0 9.86560e-1
Gradient; L0 | 24.2 | 1.00e-10 W Testing: 4377 9,61833e-0 9,86417e-1
Ml 0.00100 | 100 | 100e+10

Validation Checks: 0| i | 6 [ Plat Fit | | Plot Regression

Figura 25 — Progressos e Resultados da melhor rede com 20 neurénios.

O treino desta rede realizou 213 iteragdes e durou 6min e 38s. Quanto ao seu desempenho,
0S subconjuntos acompanharam um progresso sem grandes discrepancias e a melhor
performance de validacdo foi atingida na iteragdo 207 com um erro médio quadratico de
9,7137.

~ ey 1 W T e,
B performance (plotperform) o (@
" Best Validation Performance is 9.7137 at epoch 207
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Figura 26 — Desempenho da melhor rede com 20 neurdénios.

A medida que o treino procedia, através de um estudo da regressdo linear, era executada
uma andlise comparativa entre os valores dados de modo a estimar 0s que eram esperados.

Os resultados desta regressdo foram melhores que os apresentados na rede analisada
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anteriormente para 10 neurdnios. Pode-se verificar na figura 29 que a disperséo de dados €

menor.
u Regression {plotregression) o = ]
Training: R=0.9869 Validation: R=0.98656

110 Q  Data 110 © Data
~ 100 Fit t‘_’ 100 5 :/LT
+ + 90
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> 70 S
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40} 8
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Figura 27 — Grafico de Regressao da melhor rede com 20 neurdénios.
v Rede com 25 neuro6nios

Entre os treinos efetuados para 25 neurénios, a melhor rede encontrada tem um erro médio

quadratico de 7,23727 para o subconjunto treino, tendo um valor de erro préximo a esse

nos restantes subconjuntos.

Progress

Epach: o B3Siterations | | 1000
Time: | 0:39:10 |
Performance:  8.29e+03 | 124 || oo
Gradient; 100 | I | 100e-10
Mus 000100 | 100 | 1.00es10
Walidation Checks: 0| § | 6

Results
& Samples [=] mMsE
T | Training: 20426 1.23727e-0
@ Validation; 477 1.00541e-0
| Testing: 4377 F.69122e-0
I Plat Fit | [ Plat Regression

Figura 28 — Progressos e Resultados da melhor rede com 25 neurénios.
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Esta rede efetuou, durante o seu treino, um total de 825 iteracbes em 39min e 10s. A sua
melhor performance de validagéo foi alcancada na iteragdo 819, ou seja, pouco antes do

treino terminar, com um erro de 7,0054.

B Peformance (plotperform) o (@[]
A Best Validation Pedormance is 7.0054 at epoch 819
10 T T T T T T T T
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825 Epochs

Figura 29 — Desempenho da melhor rede com 25 neurénios.

No decorrer do treino é realizada, através de regressdo linear, uma analise dos dados
fornecidos de modo a estimar os valores esperados. O coeficiente de correlacdo, R, mede

ndo so6 o relacionamento entre os valores como a intensidade e a direcdo da relacdo linear.
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Figura 30 — Grafico de Regressao da melhor rede com 25 neurdnios.

Por fim, no estudo da rede com 30 neurénios, o melhor treino ou a melhor rede encontrada

atingiu, no subconjunto de treino, um erro médio quadratico de 6,94868 como se pode
verificar na figura 31.

Progress

Epoch:

Tirne:
Perfarmance:
Gradient:

Mu:

‘alidation Checks:

0 [ 252 iterations | 1000
| 0:18:09 |
4676403 | 55 | 0.0
100 | 150 | Lone-10
0.00100 | 100 | 100e+10
i f | ¢

Results
& Samples (=) msE #r
W Training: 20426 60486 5e-0 9.00222e-1
W Validation: 357 6,80400e-0 9.90249e-1
(T} Testing: 357 f,93671e-0 9.90350e-1
| Plot Fit | | Plot Regression

Figura 31 — Progressos e Resultados da melhor rede com 30 neurdnios.
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O treino desta rede finalizou com um total de 252 iteragcbes em 18min e 09s. Relativamente
a melhor performance de validacdo, esta foi obtida na iteracdo 246, com um erro médio
quadratico de 6,804.

n Performance (plotperform) o= | E=BR)
- Best Validation Performance 1s 6.804 at epoch 246
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=
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Figura 32 — Desempenho da melhor rede com 30 neurdénios.

Quanto a analise da regressdo linear, este caso foi 0 que atingiu os valores mais proximos
de 1, que é o melhor caso. Todos os subconjuntos, treino, validacdo e teste, atingiram

valores de regressao idénticos.

42
Silvana Rocha, n® 1131360 Outubro de 2015



B Regression (plotregression) o] = e
Training: R=0.99022 Validation: R=0.99025
110 O  Data 110 ©  Data
Fit Fit
S R o 100 y=T
b 3 9
2 =
5 B .
T i
5 5 60
= =
S 3
40 k=
40 80 80 100 40 B0 80 100
Target Target
Test: R=0,99035 All: R=0.99025
10r o Data
« 100} Fit =
I w2 t
& &
o 80 @
= &
& 70 2
(=]
1w T
= =
= =
s ™ 3
40
40 60 80 100
Target

Figura 33 — Gréfico de Regresséo da melhor rede com 30 neurdnios.

4.2.2 22 Etapa - Encontrar a melhor percentagem

Apos a conclusdo da etapa anterior, esta fase consiste na escolha das percentagens de
Treino, Validacdo e Teste. Utilizando o melhor nimero de neurdnios escolhido e os
mesmos Inputs e Targets em todos os treinos, serdo realizados treinos para as diversas
possibilidades de escolha de percentagens com o intuito de, no fim, comparar as varias

opcoes e escolher a que melhor se adequa.

Depois da realizagdo dos treinos para 0s casos possiveis a melhor opcéo de percentagens a
utilizar € de 75% de Treino, 15% de Validacdo e 10% de Teste. Esta escolha foi tomada
tendo em consideracdo os resultados obtidos em todos os treinos e o facto de o subconjunto

de treino ser o mais relevante para alcangar uma boa rede.
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A melhor rede com as percentagens referidas anteriormente obteve um erro médio

quadratico de 6,11048. Este treino foi realizado em 8min e 21s e fez um total de 179

iteracOes.
Results
Progress
& Samples (=] msE #r
Epoch: 0 [0 170 iterations | 1000 - ;
Tirme: | L0801 | " ] Training: 21885 6.11048e-0 0,91388e-1
i p e 598e 403 [0 | 0.00 ﬁVaHdatiDn: 4377 5.88312e-0 9.91879%-1
Gradient: oo 1 1.00e-10 W Testing: 2018 6.47189e-0 9.9069%e-1
Mhu: 0.00100 | 100 | 1.00e+10
fel e b | : | : | Plaot Fit | | Plot Regression

Figura 34 — Progressos e Resultados da melhor rede para as percentagens 75%, 15% e 10%, Treino,

Validacgdo e Teste, respetivamente.

A escolha desta rede entre as varias opg¢des, com outras percentagens, foi feita de acordo
com critérios como a escolha da rede com o0 menor erro e a percentagem de treino superior
a 50%.

A rede escolhida teve o melhor desempenho de validacdo na iteragdo 173 com um erro de
5,8831.

- 5
B Performance (plotperform) =N EOR| =
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Figura 35 — Desempenho da melhor rede.

Os gréaficos de regressao linear apresentam bons resultados, tendo valores semelhantes nos

trés subconjuntos e muito préximo de 1.
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Figura 36 — Gréfico de Regressdo da melhor rede.

4.2.3

Esta etapa consiste em testar os resultados obtidos anteriormente, ou seja, utilizando o
melhor numero de neuronios e as melhores percentagens, realizou-se cinco treinos com o

intuito de encontrar a rede com os melhores valores e assim testar se as condi¢fes obtidas

32 Etapa — Testar resultados anteriores

no final das etapas anteriores sdo favoraveis.

A melhor rede obtida no final destes treinos obteve um erro médio quadratico semelhante

nos dois primeiros subconjuntos e um pouco maior no terceiro, tal como o valor de
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regressdo. Este treino demorou cerca de vinte minutos, 0 que mostra que quando se trata de

estudos com RN os parametros, tempo e resultados finais, sdo muito variaveis.

Progress

Epoch: 0 _ 230 iterations | 1000
Time: | 0:20:50 |
Performance: 128e+04 | 0.00
Gradient: 100 | 713 | Lone-10
Mu: 0.00100 | 1 | 100e+10
Validation Checks: 0| 6 | ¢

Results

& Samples [ msE R
W Training: 26280 7.77914e-0 9,88556¢-1
W Validation: 5256 7.88632¢-0 9.88704e-1
W Testing: 3504 8.30190e-0 9,88004e-1

’ Plat Fit ] [ Plot Regression ]

Figura 37 — Progressos e Resultados da melhor rede, utilizando as melhores condi¢@es obtidas.

A sua melhor performance foi obtida na iteracdo 224 com um erro médio quadratico de

7,8863. Neste caso o0 teste teve um valor de erro superior em comparagao ao do treino e da

validacao.
B eerformance (plotperform) ]
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Figura 38 — Desempenho da melhor rede, utilizando as melhores condi¢des obtidas.
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4.2.4 42 Etapa — Encontrar a melhor rede para os diferentes conjuntos
de dados

A etapa em questdo tem como objetivo comparar os melhores resultados obtidos nos
treinos com diferentes entradas, utilizando o melhor nimero de neurénios e as melhores
percentagens, e assim verificar a importancia/impacto que dados como Humidade, Vento,

Luminosidade ou Feriados tém no treino de uma RN.

Antes de escolher a melhor rede dentro de cada conjunto de treino foram realizados pelo
menos cinco treinos para existir um maior campo de opcBes e assim obter melhores
resultados. As etapas realizadas até este ponto continham no ficheiro de entrada dados
como, o dia, 0 més, as horas, se era ou ndo feriado, dia da semana e a temperatura, na etapa
presente foi acrescentado ou retirado em cada conjunto de treino um novo dado de entrada

e no fim foram utilizados todos os dados.

v Inputs utilizados até a etapa 3 mais Humidade

No final dos varios treinos realizados com a utilizacdo dos dados da humidade a melhor
rede alcancada mediu um erro médio quadréatico de 7,04082 relativamente ao subconjunto
de treino, nos subconjuntos restantes o erro foi ligeiramente superior para o teste e inferior
para a validagé&o.

Results

Progress

ootk ol I 1 100 % Samples (=] MsE R
Time: | T l W Training: 26280 7.04082¢-0 9,99754¢-1
Performance: 8.31e+03 || 104 R W validation: 5256 677609 -0 9.898A0e-1
Gradient: 100 | 204 | 1.00e-10 W Testing: 3504 7.12245e-1 9,89586e-1
Mu: 0.00100 | 100 | 100e+10

Validation Checks: 0| 6 | 6 [ Plotfic | [ PlotRegression |

Figura 39 — Progressos e Resultados da melhor rede com a humidade.

Apesar de esta rede ter realizado 381 iteragdes o melhor desempenho de validagéo foi
obtido na iteragdo 375 com um erro de 6,7761. Este subconjunto foi o que apresentou um

valor de erro mais pequeno.
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Figura 40 — Desempenho da melhor rede com a humidade.

Tendo em consideracdo os resultados obtidos na terceira etapa pode-se dizer que os valores

de humidade tém um efeito positivo na procura da melhor rede. S&o valores importantes a

ter em conta.

v Inputs utilizados até a etapa 3 mais Vento

Com a utilizagdo dos dados do Vento a melhor rede, dentro dos treinos efetuados, alcangou

um erro médio quadratico pior a nivel de teste. No entanto, relativamente ao treino,

conseguiu atingir um erro de 6,62342 e os valores de regressdo foram proximos nos trés

subconjuntos.
Progress
Epoch: 0 [
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Performance: 3.05e+04 |
Gradient: 1.00
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Figura 41 — Progressos e Resultados da melhor rede com o vento.
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Como é possivel verificar na figura anterior a rede em andlise efetuou um treino de 574
iteracGes, em 31min e 38s. Esta rede obteve o seu melhor desempenho na iteracdo 568,

com o valor 6,6809 como erro.
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Figura 42 — Desempenho da melhor rede com o vento.

Comparando com a rede obtida na etapa numero trés mostra que os valores do vento
podem vir a ser considerados como uma mais-valia, uma vez que foi possivel obter

resultados mais satisfatorios.

v Inputs utilizados até a etapa 3 mais Luminosidade

Utilizando dados como a luminosidade a melhor rede obtida, entre os treinos realizados,
teve um erro médio quadratico de 6,08541 para o treino. Neste caso, a validacdo foi o

subconjunto com o melhor erro.
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Results

Progress

& Samples [=] mse R
Epoch: 0 i
Time: a Training: 26280 6.08541:-0 0.91045-1
botsrsse asan W Validation: 5256 5.96029e-0 9,91436e-1
Gradient: 100 | 2.46 | Lo0e-10 W Testing: 35014 .07514e-0 3,91394e-1
Mu: 0.00100 | 10,0 | L00e+10
WAl s ! | 6 | : [ Plot Fit l [ Plot Regression

Figura 43 — Progressos e Resultados da melhor rede com a luminosidade.

Em termos de desempenho esta rede desenvolveu-se ao longo de 478 iteragOes, num
espaco de tempo de 52min e 03s, obtendo a melhor performance as 472 iterages, pouco

antes de terminar o treino, com um erro médio quadréatico de 5,9603.
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Figura 44 — Desempenho da melhor rede com a luminosidade.

Os valores de luminosidade demonstraram, segundo os resultados obtidos, um impacto
favoravel para a criagdo de uma RN mais eficiente quando comparados com os valores
atingidos na etapa trés, o que pode ser esperado tendo em conta que a iluminacdo natural

ou a falta dela é um fator importante para o uso de energia elétrica.

50
Silvana Rocha, n® 1131360 Outubro de 2015



v Todos os dados

Este ponto, que se trata da utilizacdo de todos os dados adquiridos para a presente
dissertacdo, representa a rede mais importante de todo o trabalho. A melhor rede obtida,
entre todos os treinos realizados, serd utilizada na Gltima etapa desta dissertacdo para a

realizacdo da previsdo.

Com a conclusdo dos treinos nesta fase, a melhor rede encontrada contém um erro de
6,26863 correspondente ao treino e um valor de regressdao de 0,990823 para 0 mesmo
subconjunto. Os valores obtidos em todos os subconjuntos sdo relativamente proximos,
entre si e comparando com todos os casos estudados até ao momento € das redes com

melhores resultados.

Results

Progress

Epach: 0 | 379 iterations | 1000 % L e =) msE AR
i | T | \-’Training: 26280 6.26863e-0 0.90823e-1
Performance: 389e+03 | 6,27 ] | 0.00 @ Validation: 5256 £.19451e-0 9.90918e-1
Gradiahit 100 | 5.4 | 100e-10 W Testing: 3504 §.23700e-0 9.01100e-1
Mu: 0.00100 | 101 | 1.00e+10

Yalidation Checks: i i | 6 l Plat Fit | | Plot Regressian

Figura 45 — Progressos e Resultados da melhor rede com todos os dados.

A nivel de desempenho, como se pode verificar na figura 46, a prestacdo dos trés
subconjuntos foi idéntica salientando uma pequena diferenca existente a nivel da
validacdo. A melhor performance obtida quanto a validacdo esta presente na iteracdo 323
com um erro de 6,1945.
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Figura 46 — Desempenho da melhor rede com todos os dados.

Ao longo desta etapa verificou-se que nem todos os dados, em separado, obtinham

resultados proeminentes, no entanto utilizados ao mesmo tempo foi possivel atingir valores

bastante satisfatorios.

v Todos os dados exceto feriados

Este Gltimo ponto permite observar a diferenca que causa a utilizacdo de feriados na

previsdo de cargas. A melhor rede obtida, entre os treinos realizados para este ponto,

contém um erro médio quadratico de 10,99393 no treino.
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Figura 47 — Progressos e Resultados da melhor rede sem feriados.
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Tendo em consideracdo todas as redes estudadas até ao momento, esta rede ndo € a que se
encontra com melhor desempenho. A melhor performance de validagéo desta rede obteve
um erro de 11,6205 na iteragédo 470.

-
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Best Validation Performance is 11.6205 at epoch 470
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Figura 48 — Desempenho da melhor rede sem feriados.

Analisando a rede em questdo conclui-se que os feriados sdo dados relevantes para obter
uma RN com resultados mais perto do esperado. Estes dados tornam-se muito importantes

para a previsdo do diagrama de carga.

4.3 Analise e Conclusoes

De modo a ilustrar os varios passos executados para o desenvolvimento das redes
utilizadas e a sua avaliacéo, a figura 49 apresenta o fluxograma de todo o processo de

estudo desenvolvido nesta dissertagdo [19].
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Figura 49 — Fluxograma do processo desenvolvido para o treino das RNA.

4.3.1 Analise de Resultados

Relativamente a 12 etapa, tem como objetivo obter o melhor nimero de neurénios a utilizar
na RN, deste modo através dos treinos realizados torna-se possivel concluir que guanto
maior é o nimero de neurdnios melhor sdo os resultados obtidos, no entanto os treinos tém
tendéncia a demorar mais tempo. Dentro do campo de opg¢des estudadas chega-se a

concluséo de que o melhor nimero de neurdnios a usar nos treinos seguintes é de 30.

A melhor rede obtida para este valor, apesar de ao longo do treino ter grandes picos de
variacdo de erro, no final do desempenho demonstrou alcancar valores bastante proximos
do esperado, como se pode verificar na pequena amostra de dados utilizados no gréafico da

figura 50.
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Comparacéo de Resultados

(Dezembro de 2013) - 12 Etapa
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Figura 50 — Gréfico de resultados da melhor RN da 12 Etapa, com 30 neuronios.

Este grafico ndo utiliza todo o conjunto de dados usados no treino, apenas uma parte, de

modo a se tornar mais visivel a diferenca entre os dois conjuntos de resultados.

Apos a escolha do numero de neurdnios, a 2% etapa permite obter as percentagens de
Treino, Validacdo e Teste que permitem uma proximidade maior a rede desejada. Nesta
etapa, ao analisar as diversas possibilidades conclui-se que a melhor opgdo passa pelas
percentagens de 75% no Treino, 15% na Validagéo e 10% no Teste.

Comparacéao de Resultados

(Dezembro de 2013) - 22 Etapa
120 -

100 -

Carga (MW)
H [e)] [0
o o o
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0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
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== Resultados Obtidos no Treino == Resultados Esperados

Figura 51 — Grafico de resultados da melhor RN da 22 Etapa.
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Mais uma vez os resultados obtidos ndo tiveram grandes discrepancias no entanto é visivel
na figura 51 que os valores resultantes do treino tém geralmente tendéncia a serem

inferiores ao valores esperados.

Quanto & 3?2 etapa, o0 objetivo assenta no treino de uma RN que coloca em estudo 0s
resultados obtidos nas etapas anteriores e assim demonstra que as decisdes tomadas até ao

momento sdo aceitaveis, tendo em consideracao os resultados alcangados.

Por outro lado, a 42 etapa pretende, utilizando o nimero de neur6nios e as percentagens
escolhidas, acrescentar novos dados de entrada, ou excluir, e comprovar a sua utilidade.
Tendo em atencgéo os resultados analisados anteriormente, pode-se afirmar que quando os
dados sdo todos utilizados em conjunto € possivel chegar a resultados melhores. Contudo,
em separado, alguns dados ndo se mostram muito significativos, como por exemplo a
utilizacdo da temperatura apenas, e outros mostram ter uma grande influéncia nos

resultados finais, como por exemplo os feriados.

Comparacéao de Resultados
(Dezembro de 2013) - 42 Etapa
120

100
80 |

60

Carga (MW)

40 -

20

0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

= Resultados Obtidos no Treino - Resultados Esperados

Figura 52 — Gréfico de resultados da melhor RN da 42 Etapa, com todos os dados.

O grafico anterior contém uma comparacao entre os resultados obtidos e os esperados, de
parte dos dados utilizados, e através da sua analise verifica-se algumas discrepancias entre
os valores, no entanto existe uma grande semelhanca entre ambos 0s conjuntos.
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4.3.2 Conclusoes

Tendo em consideracdo a analise de resultados e todo o procedimento utilizado ao longo
deste capitulo, pode-se concluir que a ferramenta utilizada (Neural Network Fitting Tool)

no desenvolvimento desta dissertagcdo permite alcangar bons resultados.

O método desenvolvido passou por quatro etapas, em que as trés primeiras foram
essencialmente para obter as melhores caracteristicas que a rede deveria possuir para
alcancar a rede ideal e testar essas op¢Oes. No final destas primeiras etapas é possivel
concluir que a utilizacdo de 30 neurdnios e percentagens de 75%, 15% e 10% (Treino,
Validagdo e Teste, respetivamente) sdo as melhores opcbes a utilizar, baseando esta
escolha nos resultados obtidos. E importante salientar que um maior niimero de neurénios
nem sempre € a escolha ideal para alcancar melhores resultados, ou seja, por vezes menos
neuronios levam a melhores resultados, dependendo do estudo que esteja a ser efetuado e

das suas variantes.

Relativamente a quarta etapa, € possivel verificar que dados como feriados sdo essenciais,
neste tipo de estudo, para alcangar resultados mais favoraveis, uma vez que a nivel de
treino da RN tém um grande impacto nos resultados obtidos. Esta etapa permite concluir
que as opcdes atingidas nas etapas anteriores sdo favoraveis e que a utilizacdo de todo o
conjunto de dados disponiveis permite obter melhores resultados do que a utilizacdo de

alguns dados em separado.

Para o treino de uma RN quanto maior o nimero de dados disponiveis melhor, tornando-se
mais facil e eficiente a aprendizagem e criacdo de uma rede com valores mais proximos

aos reais.
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5.  Previsao do Diagrama de Carga

Depois do estudo realizado no capitulo anterior, o presente capitulo tem como objetivo

principal a previséo de diagramas de carga utilizando a melhor RN.

Ao longo deste capitulo sera utilizada a melhor RNA encontrada, para cada subestacéo,
através do estudo de todos os dados disponiveis, para um ano. Com a respetiva rede é feita
a previsdo para uma semana e para um dia, no més de Marco de 2015, das diferentes
subestacdes, sendo posteriormente efetuada a comparacdo com os valores reais de modo a

verificar a fiabilidade da RN.

5.1 Caracteristicas das RNA utilizadas

A RN utilizada no processo de previsdo, para cada subestacdo, é a rede com a melhor
performance, obtida entre um conjunto de 5 treinos, utilizando todos os dados adquiridos

para o estudo em questao.

Na figura 53 encontra-se representada a estrutura da rede neuronal, em utilizacdo. Nesta
rede foram definidas nove variaveis de entrada e uma de saida. As variaveis presentes no

esquema tém o seguinte significado [2]:
» D - Dia, que representa o dia do més (1, 2, 3,.... 30, 31);

» M — Més, que representa 0 més em questdo (1 = Janeiro, 2 = Fevereiro, ..., 12 =

Dezembro);
» H—Horado dia, em segundos (o estudo € feito com dados de 15 em 15 min);

» F — Feriados, que representa se o respetivo dia do més é ou ndo feriado (1 = é

feriado, 0 = ndo é feriado);

» DS — Diadasemana (1 = Domingo, 2 = Segunda-feira, ...., 7= Sabado);
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» Temp — Temperatura, representa a temperatura num determinado dia do més a

respetiva hora;

» Hum — Humidade, representa a humidade num determinado dia do més a respetiva
hora;

» Vent — Vento, representa a velocidade do vento num determinado dia do més a

respetiva hora;

» Lum — Luminosidade, representa a luminosidade num determinado dia do més a

respetiva hora.

EXT Salda

D3
{com 9 entradas) |:> {Carga em MW

Temp

Hum

Went

Lum

1431313113031

Figura 53 — Estrutura da Rede Neuronal.

No funcionamento de uma rede neuronal artificial, cada uma das variaveis utilizadas na
camada de entrada € ligada a um neurdnio, ou seja, neste caso a camada de entrada é
composta por 9 neurénios [19]. A informacdo contida na camada de entrada é,
posteriormente, enviada para as camadas escondidas [19]. A camada escondida pode ser

composta por varias camadas e essas podem conter varios neurdnios [19].

Neste caso, utilizou-se apenas uma camada escondida, constituida por 30 neurdnios, como
é possivel verificar na figura 54, que representa o esquema de uma RNA treinada através

da ferramenta Neural Network Fitting Tool (nftool).
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Figura 54 — Esquema da arquitetura de uma RNA treinada na nftool.
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5.2 Procedimento utilizado para a Previsao

Através de novos dados adquiridos pela REN, referentes as cargas utilizadas no més de
Marco de 2015, pela subestacdo da Prelada, e utilizando a melhor rede obtida no capitulo
anterior, para todos os dados, realizou-se a previsdo para um dia e uma semana aleatérios
do més de Marco. Além da subestacdo da Prelada, foi repetido 0 mesmo processo ja
descrito anteriormente para a subestacdo de Ermesinde, realizando também a previséo para

um dia e uma semana aleatdrios do més de Marco.

Para efetuar esta previsdo é necessario, utilizando o MATLAB, importar para 0 workspace
0s novos Inputs, depois de devidamente tratados, e a melhor rede neuronal treinada para o

conjunto das 9 variaveis.

Os dados de entrada tém de estar dispostos por linhas, por exemplo deve ser uma matriz de
9%x96 e ndo uma matriz de 96x9, deste modo os dados de entrada necessitam de ser
transpostos para serem utilizados na previsdo. Para realizar a transposta, na janela de

comandos do MATLAB utiliza-se a fungéo transpose da seguinte forma:

a = transpose (b); . (12)
Com os Inputs dispostos na ordem desejada, utiliza-se uma funcdo criada para calcular
saidas, ou seja, para através da rede desejada e dos Inputs calcular os Outputs e assim

realizar a previséo.

A funcéo criada para calcular as saidas encontra-se presente na figura seguinte.
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Figura 55 — Funcdo calcular saidas.

Com o ficheiro acima demonstrado, através da rede e dos dados de entrada desejados tem-
se 0s elementos necessarios para o proximo passo, o calculo dos Outputs. Na janela de

comandos do MATLAB utiliza-se a funcdo para calcular as saidas do seguinte modo:

Resultados = calcular_saidas (net, inputs); . (13)

Assim, obtém-se a previsdo de cargas utilizando a rede que obteve a melhor performance e
novos dados de entrada, que foram tratados e organizados no mesmo formato que foi
utilizado no processo de treino da rede escolhida de modo a garantir o bom funcionamento

deste processo.

5.3 Previsao de Diagrama de Carga do dia 18 de
Marco de 2015, da subestacao da Prelada

Utilizando o processo descrito no subcapitulo anterior, realizou-se a previsdo de diagrama
de carga do dia 18 de Marco de 2015. Atraves dos resultados obtidos e dos valores que

eram esperados obteve-se o grafico seguinte.
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Figura 56 — Gréfico de Previsdo de Diagrama de Carga do dia 18 de Marco de 2015.

Através da analise deste grafico, figura 56, verifica-se que os valores obtidos através da
previsdo sdo proximos dos valores reais (esperados), no entanto tém tendéncia a serem

ligeiramente inferiores.

Realizando a diferenca entre os valores representados no grafico de previsdo obtém-se o
erro existente entre eles. O erro obtido entre os dois conjuntos é, em média, 4,28, tendo

uma variacdo entre 8,70 e 0,04.
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Figura 57 — Grafico de variacao de erro entre resultados obtidos na previsdo e os resultados esperados
do dia 18 de Marco de 2015.
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54 Previsao de Diagrama de Carga da primeira
semana de Marco de 2015, da subestacdo da
Prelada

Para efetuar a previsdo de diagrama de carga da primeira semana de Marco de 2015
utilizou-se novamente 0 mesmo processo ja descrito, no subcapitulo 5.2. De modo a
comparar os valores obtidos na previsdo com os valores reais criou-se um grafico onde é

possivel analisar os resultados finais.

Previséao 01-03-2015 a 07-03-2015
120,00 -
. 100,00 - W p
g 80,00 - /\\ /“ \ [W\ f /\/
~ ] \ | | | \\ f /‘\\
g, 00,00 \/\/\\/ N | \JV\
S 40,00 - v
© 20,00 -
0,00
0 1 2 3 4 5 6
Tempo (dia)
= Resultados Obtidos na Previsdo Resultados Esperados

Figura 58 — Grafico de previsdo de diagrama de carga da primeira semana de Marco de 2015.

Analisando o grafico da figura 58 é possivel afirmar que a utilizacdo de redes neuronais
pode ser uma ajuda na previsdo de diagramas de carga uma vez que os resultados obtidos
sdo muito préximos dos resultados reais, no entanto ndo prevé com exatiddo devido a
pequenas variacdes e ao erro que esta presente no processo de aprendizagem que nunca

chega a ser nulo.

O grafico da figura 59 mostra a diferenca existente entre os dados comparados, ao longo
das 672 células de dados que cada conjunto contém, que representam os 7 dias.
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Figura 59 — Grafico de variacao de erro entre resultados obtidos na previsdo e os resultados esperados

da 12 semana de Marg¢o de 2015.

Realizando a diferenca entre todos os valores e a sua média, obtém um valor de 2,49 de

erro medio. A variagdo de erro ocorre entre os valores 9,88 e 0,01.

5.5 Previsao de Diagrama de Carga para outras
Subestacoes da REN

Supondo que os valores de Temperatura, Humidade, Vento e Luminosidade sao idénticos
na zona da subestacdo de Ermesinde, realizou-se a previséo, para um dia e uma semana no
més de Marco de 2015, utilizando a melhor rede obtida entre os 5 treinos realizados e 0s
novos dados de entrada. O processo para alcangar a melhor rede para os valores desta

subestacdo foi igual ao processo realizado, anteriormente, na subestacdo da Prelada.

A melhor rede obtida através dos dados utilizados no treino, para a subestagdo de
Ermesinde, atingiu um erro médio quadratico de 16,09205 no subconjunto de treino,
alcancando a sua melhor performance de validacdo na iteracdo 619, com um erro de
17,1039.
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Figura 60 — Progressos e Resultados da melhor rede para a subestacdo de Ermesinde.
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Figura 61 — Desempenho da melhor rede para a subestacio de Ermesinde.

R
9.89875e-1
9.89378e-1
9.99312e-1

Apesar da rede em questdo ter obtido um erro bastante superior, quando em comparagao

com a melhor rede obtida na subestacdo da Prelada, e ter demorando um longo periodo de

tempo a terminar o processo de aprendizagem, no processo de previsdo permitiu alcangar

valores proximos dos esperados e o valor de erro médio das previsdes tem, geralmente,

apenas uma diferenca de 3 valores, o que tendo em consideracdo a diferenca de

desempenho de aprendizagem, entre as duas subestacdes, ndo € muito discrepante.
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5.5.1 Previsdo do Diagrama de Carga do dia 30 de Marc¢o de 2015, na
subestacdo de Ermesinde

Mais uma vez, utilizando o processo descrito no subcapitulo 5.2, referente a previsao,

realizou-se a previséo de diagrama de carga do dia 30 de Marg¢o de 2015 da subestagéo de
Ermesinde.

Previsdo do dia 30-03-2015, da subestacao de
Ermesinde
160,00 -+
140,00 \—/\
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% 100,00 -
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Tempo (horas)
== Resultados Obtidos na Previsdo Resultados Esperados

Figura 62 — Gréfico de previsdo de diagrama de carga do dia 30 de Marco de 2015, da subestacao de

Ermesinde.

Analisando o grafico anterior, verifica-se que os valores obtidos na previsdo tém tendéncia
a serem superiores aos valores esperados, contrariamente ao que acontecia na subestacao
da Prelada. Pode-se verificar ainda um aumento do erro entre os dois conjuntos de dados a

medida que o tempo aumenta, principalmente a partir das 17h, aproximadamente.
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Figura 63 — Grafico de variacao de erro entre resultados obtidos na previsdo e os resultados esperados
do dia 30 de Marco de 2015, na subestacéo de Ermesinde.

O grafico de variacdo do erro, figura 63, mostra que ao longo do conjunto de dados
comparado o valor do erro demonstrou uma tendéncia de aumento, apesar da existéncia de
constantes subidas e descidas. No entanto o erro médio atingido, neste dia, foi de 7,17,

existindo uma variacao entre um erro maximo de 24 e um erro minimo de 0,01.

5.5.2 Previsdo do Diagrama de Carga da segunda semana de Marco de
2015, na subestacdo de Ermesinde

Utilizando o processo de previsao desenvolvido nesta dissertacdo, para prever diagramas
de carga, realizou-se a previsdo, na subestacdo de Ermesinde, para a segunda semana do
més de Marco de 2015 com o intuito de comparar os valores obtidos na previsdo com 0s

valores reais.
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Previsao de 08-03-2015 a 14-03-2015, da
subestacéo de Ermesinde
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Figura 64 — Grafico de previsdo de diagrama de carga da 22 semana de Marco de 2015, da subestacéo

de Ermesinde.

Através do grafico da figura 64 pode-se verificar que, mais uma vez, os valores alcancados
na previsdo tendem a ser ligeiramente superiores aos dados reais, no entanto seguem a
linha dos resultados esperados, ou seja, tém tendéncia a ter um comportamento idéntico ao

dos valores reais, apesar de existir uma pequena diferenca entre os resultados.
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Figura 65 — Gréfico de variacdo de erro entre resultados obtidos na previsao e os resultados esperados

da 22 semana de Marg¢o de 2015, na subestacdo de Ermesinde.
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A variacdo do erro, nesta situacdo, ocorreu entre 19,75 e 0,005 o que calculou um erro
médio de 5,01, um erro de, aproximadamente, 2,5 valores acima do que foi obtido na

subestacdo da Prelada.

Analisando o gréfico de variacdo de erro e o respetivo grafico de previsdo, figuras 64 e 65,
pode-se verificar que os principais picos, onde os valores de erro foram superiores, séo

quatro e ocorrem, geralmente, ao final da tarde do primeiro, segundo, terceiro e quarto dia.

5.6 Conclusodes

Analisando o comportamento de todos os dados obtidos nas previsées em compara¢do com
os dados reais é possivel concluir que, apesar da existéncia de um erro de aprendizagem, as
redes neuronais permitem obter previsdes crediveis e satisfatorias, uma vez que conseguem

seguir sempre a tendéncia do comportamento dos valores reais.

No caso das previsdes realizadas para a subestacdo da Prelada os valores obtidos tém
tendéncia a serem inferiores aos valores reais, enquanto na subestacdo de Ermesinde
acontece o0 oposto, a curva de valores obtidos tende a ser superior a curva dos resultados

esperados.

Tendo em consideracdo o que foi explicado no sub-subcapitulo 2.4.1 desta dissertacao, que
fala sobre as caracteristicas do diagrama de carga pode-se analisar 0s seguintes pontos
sobre os graficos obtidos no presente capitulo:

» Analisando os graficos das figuras 56, 58, 62 e 64 € possivel comprovar a
existéncia das horas de vazio, que dizem respeito essencialmente as horas do periodo
noturno e fins-de-semana. Tal como se pode verificar, nas figuras 56 e 62 as horas de vazio
encontram-se entre as 22h e as 8h o que era de esperar, pois é 0 tempo em que 0 consumo
desce e a carga necessaria € mais baixa. Nos graficos das figuras 58 e 64, também é
possivel comprovar que essas horas sdo as que demonstram menor consumo, fazendo
destaque para o fim-de-semana. E visivel a diferenca de consumo, relativamente aos
restantes dias da semana, uma vez que estes dois dias (domingo e sabado) apresentam no

geral uma diminuicao de consumo durante as 24h do dia.
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» As horas de cheia e de ponta também se encontram evidenciadas nas figuras
referidas acima. As horas de ponta ddo-se, regra geral, nas horas de inicio e fim do
expediente, ou seja, de entrada e saida do emprego, e as horas de cheia representam o
inicio do trabalho e 0 aumento de producdo. Estas duas zonas representam o periodo de
tempo em que o consumo de carga € superior. Geralmente os picos de carga presentes nos
gréaficos obtidos dizem respeito as horas de ponta.

» Os resultados obtidos na previsdo, apesar de apresentarem um erro um pouco
elevado, conseguem demonstrar da mesma maneira que os valores reais essas trés zonas
que fazem parte de um digrama de carga (Horas de vazio, Horas de Ponta e Horas de
Cheia).

» Comparando os graficos das figuras 56 e 62, pode-se afirmar que no inicio da
semana a carga necessaria € maior, ou seja, existe mais consumo/producdo apés o fim-de-
semana. A figura 56 representa o diagrama de carga do dia 18 de Marco que se trata de
uma quarta-feira e demonstra um consumo inferior quando comparado ao consumo
evidenciado no diagrama de carga da figura 62, que diz respeito ao dia 30 de Margo, uma
segunda-feira.

» Apesar da carga utilizada, nos graficos das figura 56 e 62, ser bastante diferente o
comportamento da carga é idéntico ao longo do dia, tal como o comportamento dos valores
obtidos através da previsao, apesar da subestacdo de Ermesinde apresentar um erro maior e
uma tendéncia a resultados superiores ao esperado.

» Relativamente aos graficos das figuras 58 e 64 pode-se afirmar que a segunda
semana do més de Marco de 2015 (figura 64) teve um maior consumo do que a primeira
semana (figura 58). O diagrama de carga da figura 64 apresenta picos mais acentuados, nas

horas de ponta.

Quanto ao valor médio dos erros obtidos, ao longo do processo de previsao, sd0 um pouco
elevados, quando comparados com outros temas semelhantes [2][13][15]. O valor do erro
devia ser mais proximo de zero e para que tal sucedesse seria necessario aumentar o
numero de treinos realizados no capitulo 4, relativamente ao desenvolvimento de rede. Em
vez de estipular apenas 5 treinos para cada fase seria aconselhavel fazer mais para obter

melhores resultados e assim menores erros.

Através da analise de todo o processo de previsdo realizado, é possivel concluir que as

redes neuronais artificiais s&o uma boa opc¢do para realizar previsdes de diagramas de
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carga, desde que seja sempre tido em conta o0 erro, uma vez que ndao é um metodo

completamente eficaz.
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6. Conclusdes Finais e Trabalhos
Futuros

Este capitulo encontra-se dividido em dois subcapitulos onde estdo presentes as conclusfes
finais do estudo desenvolvido ao longo desta dissertacdo, bem como possiveis propostas
para trabalhos futuros que possam dar continuidade ao tema estudado.

6.1 ConclusoOes Finais

Com o desenvolvimento desta dissertagéo pretendeu-se comprovar que as redes neuronais
artificiais sdo técnicas computacionais que permitem realizar boas previsdes e que
conseguem aprender facilmente o comportamento de qualquer problema consoante o

conjunto de dados que Ihe € fornecido para esse processo.

As RNA tém diversas aplicacdes e em areas diferentes como por exemplo, engenharia e

medicina. S8o muitas vezes utilizadas em previsdes, temporais, locais e de cargas elétricas.

Nesta dissertacdo o principal objetivo consistia na previsdo de diagramas de carga de
energia elétrica e com o desenvolver do estudo pode-se comprovar que através destes
modelos computacionais (as RNA) é realmente possivel realizar a previsdo de cargas e
obter bons resultados. Contudo as RNA ndo se tratam de modelos apropriados para
problemas que necessitem de exatiddo e uma elevada precisdo, uma vez que existe sempre

um erro de aprendizagem que nunca chega a ser nulo.

Para criar as RNA que se pretendem, de modo a obter bons resultados, é necessario ter
acesso a um conjunto de dados reais e que demonstrem o comportamento passado do
objetivo em estudo, ou seja, para criar a rede que fornece os resultados mais favoraveis é
necessario ter dados reais e que ja ocorreram anteriormente, com o intuito de criar uma
rede treinada através desse comportamento. Posteriormente com a melhor rede obtida,

através desse processo, € possivel realizar a previsdo utilizando dados reais atuais.
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No decorrer desta dissertacdo, apds a realizagdo do método para adquirir as melhores
redes, realizou-se a previséo de diagrama de carga para duas subestacdes da REN, Prelada
e Ermesinde, de um dia e uma semana, diferentes, do més de Margo de 2015. Através dos
resultados obtidos pode-se comprovar que as RNA sdo realmente um bom método para
conseguir boas previsdes, no entanto ndo sdo completamente eficazes pois apresentam
sempre um erro de aprendizagem. No caso da subestacdo da Prelada os valores das
previsdes obtidas tinham, geralmente, tendéncia a serem inferiores aos valores reais. Ja na
subestacdo de Ermesinde acontecia 0 oposto, nesta subestacdo o erro médio na previsao era
superior ao da Prelada, isto ocorre porque a melhor rede obtida no processo de
aprendizagem tinha um erro médio quadratico bastante superior ao da melhor rede
adquirida na subestacao da Prelada.

Como a energia elétrica é cada vez mais importante e essencial para o quotidiano e tem
vindo a desenvolver é importante ter em consideracdo os custos e a qualidade do servico.
Assim sendo, a previsdo de diagramas de carga torna-se importante de modo a ajudar a
prever a carga que serd utilizada num determinado dia, semana ou més com o intuito de

garantir a qualidade e a possibilidade de redugé&o nos custos.

Através da dissertacdo desenvolvida verificou-se que a utilizacdo de RNA na previséo de
diagrama de carga pode ser uma mais valia, uma vez que é possivel ter uma no¢édo de qual
sera 0 comportamento que a carga terd& num determinado espaco de tempo e uma
aproximacdo do valor de carga que serd utilizada, desde que se tenha sempre em conta o

erro.

O estudo realizado nesta dissertacdo pode vir a ser Util e aplicavel para empresas como a
REN, uma vez que este tipo de empresa trabalha diariamente com diagramas de carga e
consumo, o que torna importante a utilizagdo de novos recursos com o intuito de alcancar
melhores resultados, isto €, previsdes mais fidveis que possam ajudar na reducdo de custos

e aumento de qualidade.

Na realizacdo desta dissertacao utilizou-se o software Excel 2007, Word 2007 e MATLAB
R2010a, através de um computador portatil INSYS, modelo 8746S, Processador Intel
Pentium Dual CPU T3400, memoria RAM 4GB e Sistema Operativo de 32 bits. Devido as
caracteristicas do computador é provavel que seja esse 0 motivo de os treinos das redes ser

mais lento, por vezes.
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6.2 Trabalhos Futuros

A nivel de propostas de desenvolvimento futuro sera possivel trabalhar noutros pontos de
interesse dentro deste contexto, com o intuito de dar continuidade ou melhoria ao estudo
desta dissertacdo. Por exemplo, o desenvolvimento de um método para otimizar a recolha

de dados, tornando mais simples a sua obtencao e consequentemente o seu tratamento.

Quanto as RN, outro modo de melhorar ou testar esta dissertacdo passa pela criacdo de
uma rede neuronal de raiz, através de programacdo em MATLAB, e testar para diferente
nimero de camadas o estudo realizado. Programando uma RN ¢é possivel realizar estudos
diferentes e assim tentar obter melhores resultados. Por exemplo, € possivel determinar o
namero de camadas ocultas, estabelecer quando serd melhor a rede parar, ou seja, definir
um valor minimo de erro admissivel ou 0 nimero de iteracdes que a rede podera executar

até parar, utilizar algoritmos de treino diferentes e variar a taxa de aprendizagem.

Outro possivel tema passa por efetuar o estudo comparativo com outros métodos de
previsdo, dando a possibilidade de comparar resultados e verificar qual o método que
melhor se adequa a realizacdo de previsdo de diagramas de carga e quais as vantagens e

desvantagens de cada um deles.

Por fim, a aplicacdo da mesma ferramenta a subestacbes com maior penetracdo de
producdo embebida. Ou seja, aplicar a previsdo do diagrama de carga em zonas de rede
com uma grande parcela de producao distribuida, que é feita na zona de distribuicdo. Esta
situacdo fara com que o valor da carga seja diminuido, do ponto de vista da REN, se
houver forte producdo embebida.
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Anexo A — Tratamento dos dados utilizados na previséao,
para Marco de 2015

Este anexo contém o tratamento de dados como Temperatura, Humidade, Vento e
Luminosidade em funcdo do tempo. Contém ainda os graficos das cargas, das subestacdes

da Prelada e Ermesinde, em funcéo do tempo.

Como os dados meteoroldgicos utilizados na previsdo foram 0s mesmos, uma vez que se
supds que as condigdes meteoroldgicas eram idénticas em ambas as subestacdes, sO é

necessario realizar esse tratamento uma vez.

A.1 — Dados Meteorologicos
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A.2 — Dados de carga da subestacdo da Prelada
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A.3 — Dados de carga da subestacdo de Ermesinde

Carga (MW), Ermesinde
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Anexo B — Previsdo de diagrama de carga do més de
Marco de 2015

Neste anexo encontram-se demonstrados os gréficos referentes a previsdo de diagrama de
carga das subestacdes da Prelada e de Ermesinde, para todo o més de Marco de 2015. E os

respetivos graficos de variacéo de erro.

B.1 — Subestacdo da Prelada
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B.2 — Subestacao de Ermesinde

Previsdo do més de Marco de 2015, da subestacao de
Ermesinde

0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

= Resultados Obtidos na Previsdo - Resultados Esperados

Erro médio: 4,77

Silvana Rocha, n°® 1131360 Outubro de 2015

86




Erro maximo: 24,37

Erro minimo: 0,00002

Variacgdo do Erro, subestacdo de Ermesinde (Marco 2015)
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Anexo C — Carga utilizada na subestacdo de Ermesinde
durante um ano

Este anexo contém o grafico da carga que a subestacdo de Ermesinde utilizou em cada dia
de cada més, durante um ano (iniciando no més de Dezembro de 2013 e terminando no
més de Novembro de 2014).

Os dados presentes neste grafico foram utilizados no processo de aprendizagem das redes
neuronais artificiais treinadas para encontrar a melhor rede, que posteriormente seria
utilizada na previsdo. Estes dados foram utilizados como Targets na ferramenta Neural
Network Fitting Tool, do MATLAB, no processo de treino.
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Anexo D — Comportamento obtido nos treinos das varias
redes neuronais artificiais (melhor rede obtida para um
ano, utilizando os dados referidos, das subestacdes)

O anexo em questdo demonstra, nos varios graficos, o comportamento que as melhores
redes encontradas ao longo da dissertacdo tiveram. Os graficos seguintes mostram uma
comparacdo entre os valores fornecidos nos Targets e os Outputs obtidos no final do
respetivo treino.

Cada rede teve um conjunto de dados para executar o treino, Inputs e Targets, em que 0s
Targets dizem respeito aos valores reais, e que tém como objetivo fornecer a rede que esta
a ser treinada uma amostra dos valores que ela deve obter, e assim juntamente com 0s
Inputs a rede pode gerar resultados perto do que seria esperado. Realizando um processo
de aprendizagem.

De modo a facilitar a visualizacdo dos dados obtidos, e uma vez que o conjunto de dados é
muito grande (35040 células de dados para cada conjunto), dividiu-se os resultados em
varios graficos. Ou seja, para cada situacdo gerou-se 12 graficos, um para cada més do ano,

tornando assim possivel uma melhor visualiza¢do dos resultados.

D.1 - Todos os dados disponiveis, da Prelada
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Comparacao de valores da melhor RN
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Comparacao de valores da melhor RN
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Comparacao de valores da melhor RN
Todos os dados - Prelada (Agosto)

100 -
o 80 .
S
S 60 -
S 40
153
O 20 A
0
o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ====Outputs (valores treino)
Comparacao de valores da melhor RN
Todos os dados - Prelada (Setembro)
100 -
§ 80 - '
S 60 -
S 40
3]
O 20 +
0
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais) = ====Outputs (valores treino)
Comparacao de valores da melhor RN
Todos os dados - Prelada (Outubro)
100
o~ 80 .
S
S 60 -
S 40
13
O 20 A
0
o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)
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Comparacdao de valores da melhor RN
Todos os dados - Prelada (Novembro)

120
100

Carga (MW)
N B OO
o O O O O

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

= Targets (valores reais)  ====Outputs (valores treino)

Comparacéao de valores da melhor RN
Todos os dados - Prelada (Dezembro)

120

100
80 Y
60
40 -
20 -

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

=—Targets (valores reais)  ===Outputs (valores treino)
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D.2 — Todos os dados disponiveis, de Ermesinde

Comparacéo de valores da melhor RN
Todos os dados - Ermesinde (Janeiro)
200,00
< 150,00
S
= 100,00
o
S 50,00
0,00
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)
Comparacao de valores da melhor RN
Todos os dados - Ermesinde (Fevereiro)
200,00
§150,00
= 100,00
(@2}
=
O 50,00
0,00
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27
Tempo (dia)
—Targets (valores reais)  ===Outputs (valores treino)
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Comparacdao de valores da melhor RN
Todos os dados - Ermesinde (Marco)
200,00
< 150,00
= 100,00
2
S 50,00
0,00
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
=—Targets (valores reais)  ==Outputs (valores treino)
Comparacéao de valores da melhor RN
Todos os dados - Ermesinde (Abril)
200,00 ~
’;‘150,00 1
= 100,00 -
2
8 50,00 -
0,00
o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ===Outputs (valores treino)
Comparacdao de valores da melhor RN
Todos os dados - Ermesinde (Maio)
150,00
§ 100,00
g
= 50,00 7
O
0,00
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)
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Comparacdao de valores da melhor RN
Todos os dados - Ermesinde (Junho)
150,00
§ 100,00 T
=
£ 50,00
@)
0,00
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
=—Targets (valores reais)  ====OQutputs (valores treino)
Comparacdao de valores da melhor RN
Todos os dados - Ermesinde (Julho)
150,00 -
% 100,00 -
g
S 50,00 -
@)
0,00
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ===OQutputs (valores treino)
Comparacéao de valores da melhor RN
Todos os dados - Ermesinde (Agosto)
140,00
120,00
< 100,00
= 80,00
g 60,00
& 40,00
20,00
0,00
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)
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Comparacdao de valores da melhor RN
Todos os dados - Ermesinde (Setembro)
150,00 -
gloo,oo .
=
= 50,00 -
)
0,00
o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====OQutputs (valores treino)
Comparacéao de valores da melhor RN
Todos os dados - Ermesinde (Outubro)
150,00 -
g 100,00 -
5
= 50,00
@)
0,00
0o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—Targets (valores reais)  ===Outputs (valores treino)
Comparacéao de valores da melhor RN
Todos os dados - Ermesinde (Novembro)
200,00 -~
’;'\150,00 .
S
= 100,00 -
o
S 50,00 -
0,00
0o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ===Outputs (valores treino)
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Comparacdao de valores da melhor RN
Todos os dados - Ermesinde (Dezembro)

200,00
< 150,00

2
~ 100,00

Carg

50,00

0,00

0O 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

—Targets (valores reais)  ====OQutputs (valores treino)

D.3 — Dados do dia, més, hora, feriados, dia da semana e Temperatura,
da Prelada

Comparacéao de valores da melhor RN
Temperatura (Janeiro)

120
100 \
80
60
40
20

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

=—Targets (valores reais) = ===Outputs (valores treino)
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Carga (MW)
3

Comparacéao de valores da melhor RN
Temperatura (Fevereiro)

0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27
Tempo (dia)
—=Targets (valores reais)  ====Qutputs (valores treino)

120
100

[0]
o

Carga (MW)
B
o O

N
o O

Comparacao de valores da melhor RN
Temperatura (Margo)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—Targets (valores reais)  ==Outputs (valores treino)

120
100

00
o

Carga (MW)
H D
o O

N
o o

Comparacéao de valores da melhor RN
Temperatura (Abril)

.________________________________________________________________________________________________________________]
o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

—=Targets (valores reais)  ====Qutputs (valores treino)
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Comparacao de valores da melhor RN
Temperatura (Maio)

100 -
<) 80 .
S
S 60 -
S 40
153
O 20 A
0
o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)

Comparacao de valores da melhor RN
Temperatura (Junho)

100 -~
<) 80 .
=
S 60 - )
S 40
S
[}
O 20 A

0
0o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
=—Targets (valores reais)  ===Outputs (valores treino)

Comparacao de valores da melhor RN
Temperatura (Julho)

100 -~
g; 80 -
S 60 \
S 40
1.
3]
O 20 A

0
o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ===Outputs (valores treino)
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Comparacdao de valores da melhor RN
Temperatura (Agosto)
100
< 80
S
S 60
S 40
3]
O 20
0
5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ====Qutputs (valores treino)
Comparacéao de valores da melhor RN
Temperatura (Setembro)
100
< 80
S
= 60
S 40
=
O 20
0
5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ====Qutputs (valores treino)
Comparacdao de valores da melhor RN
Temperatura (Outubro)
100
< 80
S
S 60
S 40
13
O 20
0
5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ===OQutputs (valores treino)
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Comparacao de valores da melhor RN

Temperatura (Novembro)
100 -
80 -
60 -
40
20 -

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

—=Targets (valores reais)  ====Outputs (valores treino)

Comparacao de valores da melhor RN
Temperatura (Dezembro)

120
100

Carga (MW)
N B OO
o O O O o

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ====Outputs (valores treino)
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D.4 — Dados do dia, més, hora, feriados, dia da semana, Temperatura e
Humidade, da Prelada

Comparacdao de valores da melhor RN
Temperatura e Humidade (Janeiro)
120
~ 100 \
§ 80
< 60
S 40
O 20
0
0 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)
Comparacéao de valores da melhor RN
Temperatura e Humidade (Fevereiro)
140
120
< 100
2 80
S, 60
g 40 -
20 -
0
0 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27
Tempo (dia)
=—=Targets (valores reais)  ====Outputs (valores treino)

Silvana Rocha, n°® 1131360
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Comparacao de valores da melhor RN
Temperatura e Humidade (Marco)

120
100
80
60
40
20

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

—=Targets (valores reais)  ====Outputs (valores treino)

Comparacao de valores da melhor RN
Temperatura e Humidade (Abril)

120 +
100 -

(o))
o
|

Carga (MW)
B o]
o o

N
o
1

o

0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ====Outputs (valores treino)

Comparacao de valores da melhor RN
Temperatura e Humidade (Maio)
100 -+
80 -
60 -
40
20 -

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais)  ====Outputs (valores treino)

104
Silvana Rocha, n°® 1131360 Outubro de 2015



Comparacao de valores da melhor RN
Temperatura e Humidade (Junho)

o]
o

Carga (MW)
A
o O

N
o O

100
< 80
=
S 60 \
S 40
153
O 20

0
0o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ====Outputs (valores treino)
Comparacéao de valores da melhor RN
Temperatura e Humidade (Julho)
100 -

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ====Outputs (valores treino)

100
80
60
40
20

Carga (MW)

Comparacdao de valores da melhor RN
Temperatura e Humidade (Agosto)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais)  ====Outputs (valores treino)
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100
80
60
40
20

Carga (MW)

Comparacao de valores da melhor RN
Temperatura e Humidade (Setembro)

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30

Tempo (dia)

= Targets (valores reais)  ===Outputs (valores treino)

100
80
60
40
20

Carga (MW)

Comparacéao de valores da melhor RN
Temperatura e Humidade (Outubro)

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30

Tempo (dia)

==Targets (valores reais) = ==Qutputs (valores treino)

00
o

Carga (MW)
5 O
o O

N
o O

Comparacao de valores da melhor RN
Temperatura e Humidade (Novembro)

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30

Tempo (dia)

=—Targets (valores reais)  ===Outputs (valores treino)

Silvana Rocha, n°® 1131360 Outubro de 2015
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Comparacao de valores da melhor RN
Temperatura e Humidade (Dezembro)

120
100

(0]
o

Carga (MW)
B
o O

N
o o

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ====Outputs (valores treino)

D.5 — Dados do dia, més, hora, feriados, dia da semana, Temperatura e
Vento, da Prelada

Comparacéao de valores da melhor RN
Temperatura e Vento (Janeiro)

120
100 \

[0
o

Carga (MW)
H D
o O

N
o o

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais)  ====Outputs (valores treino)
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Carga (MW)
]

Comparacao de valores da melhor RN
Temperatura e \Vento (Fevereiro)

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27
Tempo (dia)

—=Targets (valores reais)  ====Qutputs (valores treino)

120

Carga (MW)
N B ® O
o O O O o

o

Comparacao de valores da melhor RN
Temperatura e Vento (Marco)

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ====Outputs (valores treino)

120
100
80
60
40
20

Carga (MW)

Comparacao de valores da melhor RN
Temperatura e Vento (Abril)

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ===Outputs (valores treino)
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Comparacao de valores da melhor RN
Temperatura e Vento (Maio)

100 ~

60 -
40

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ====Outputs (valores treino)

Comparacéao de valores da melhor RN
Temperatura e Vento (Junho)
100
80
60 'Q
40
20

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ===OQutputs (valores treino)

Comparacéao de valores da melhor RN
Temperatura e Vento (Julho)
100 -~
80 -
60 - l\
40
20 -

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

—=Targets (valores reais)  ====Qutputs (valores treino)
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Comparacéao de valores da melhor RN
Temperatura e Vento (Agosto)
100 -
— 80 .
S
S 60 -
S 40
3]
O 20 -
0
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)
Comparacéao de valores da melhor RN
Temperatura e Vento (Setembro)
100 -
— 80 .
S
= 60 -
S 40
13
O 20 -
0
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)
Comparacdao de valores da melhor RN
Temperatura e Vento (Outubro)
100 -
<) 80 .
S
S 60 -
S 40
3]
O 20 -
0 .__________________________________________________________________________________________________________________]
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
=—=Targets (valores reais)  ===Qutputs (valores treino)
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Comparacao de valores da melhor RN
Temperatura e Vento (Novembro)

100 ~

60 -
40

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

=—Targets (valores reais)  ===Outputs (valores treino)

Comparacéao de valores da melhor RN
Temperatura e Vento (Dezembro)

120
100

(e}
o

Carga (MW)
B D
o O

N
o
I

o

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ===Qutputs (valores treino)
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D.6 — Dados do dia, més, hora, feriados, dia da semana, Temperatura e
Luminosidade, da Prelada

120
100
80
60
40
20

Carga (MW)

Comparacdao de valores da melhor RN
Temperatura e Luminosidade (Janeiro)

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ==Outputs (valores treino)

140

120
< 100
80
60
40
20

Carga (M

Comparacéao de valores da melhor RN
Temperatura e Luminosidade (Fevereiro)

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27
Tempo (dia)

==Targets (valores reais) = ====OQutputs (valores treino)

Silvana Rocha, n°® 1131360
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Comparacao de valores da melhor RN
Temperatura e Luminosidade (Mar¢o)

120
s 100 A
Y
Ei 80
S 60
S 40
O 20
0
o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ====Outputs (valores treino)
Comparacéao de valores da melhor RN
Temperatura e Luminosidade (Abril)
120 ~
g:\100 -
\E_/ 80 T
S 60 -
S 40 -
O 7o -
0
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais) = ====Outputs (valores treino)

Comparacdao de valores da melhor RN
Temperatura e Luminosidade (Maio)

100

< 80
S

S 60

S 40
13

O 20

0

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)
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Comparacdao de valores da melhor RN
Temperatura e Luminosidade (Junho)
100
< 80
=
S 60 ‘\
S 40
13
O 20
0
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—Targets (valores reais)  ====OQutputs (valores treino)
Comparacéao de valores da melhor RN
Temperatura e Luminosidade (Julho)
100 -
<) 80 .
2 \
S o0 [N
S 40
T
O 20 -
0
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ===OQutputs (valores treino)
Comparacdao de valores da melhor RN
Temperatura e Luminosidade (Agosto)
100 -
o~ 80 .
=
S 60 -
S 40
O]
O 20 -
0
0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ====Outputs (valores treino)
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Comparacao de valores da melhor RN
Temperatura e Luminosidade (Setembro)

o]
o

Carga (MW)
5 D
o O

N
o o

100
< 80
=
S 60
S 40
153
O 20
0
5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ====Outputs (valores treino)
Comparacao de valores da melhor RN
Temperatura e Luminosidade (Outubro)
100

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ====Outputs (valores treino)

120
100

(0]
o

Carga (MW)
B
o O

N
o o

Comparacdao de valores da melhor RN
Temperatura e Luminosidade (Novembro)

5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais)  ====Outputs (valores treino)
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Comparacao de valores da melhor RN
Temperatura e Luminosidade (Dezembro)

120
100
80 \
60
40
20

Carga (MW)

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

= Targets (valores reais)  ===Outputs (valores treino)

D.7 — Dados disponiveis, exceto feriados, da Prelada

Comparacéao de valores da melhor RN
Sem Feriados (Janeiro)

120 +
100 -+

D
o
|

Carga (MW)
H (o]
o o
P

N
o
1

o

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ==Qutputs (valores treino)
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Comparacdao de valores da melhor RN
Sem Feriados (Fevereiro)
140
120
< 100 '
= 80
S 60
& 40
20
0
5 6 8 9 11 13 14 16 17 19 20 22 23 25 27
Tempo (dia)
==Targets (valores reais)  ===Outputs (valores treino)
Comparacéao de valores da melhor RN
Sem Feriados (Mar¢o)
120
100
s
é 80
S 60
=40
O 20
0
5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ====Qutputs (valores treino)
Comparacdao de valores da melhor RN
Sem Feriados (Abril)
120
§100
s 8 \ A
= 60 \ V
D
5 40
O 20
0
5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
==Targets (valores reais)  ===Outputs (valores treino)
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Comparacao de valores da melhor RN
Sem Feriados (Maio)

100 -
<) 80 .
S o I\
S 60 -
S 40
153
O 20 A

0
o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—=Targets (valores reais)  ====Outputs (valores treino)

Comparacao de valores da melhor RN
Sem Feriados (Junho)

(o]
o
1

Carga (MW)
B D
o O
-
-

N
o
1

o

0 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais) = ====Outputs (valores treino)

Comparacao de valores da melhor RN
Sem Feriados (Julho)
100 -+
80 -
60 - \
40
20 -

Carga (MW)

0—

o 2 3 5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)

==Targets (valores reais)  ====Outputs (valores treino)
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Comparacdao de valores da melhor RN
Sem Feriados (Agosto)
100
< 80
S
S 60 )
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Tempo (dia)
—=Targets (valores reais)  ====Qutputs (valores treino)
Comparacéao de valores da melhor RN
Sem Feriados (Setembro)
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—=Targets (valores reais)  ====Qutputs (valores treino)
Comparacdao de valores da melhor RN
Sem Feriados (Outubro)
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==Targets (valores reais)  ===OQutputs (valores treino)
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Comparacdao de valores da melhor RN
Sem Feriados (Novembro)
100
< 80
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S 60
S 40
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0
5 6 8 9 11 13 14 16 17 19 20 22 23 25 27 28 30
Tempo (dia)
—Targets (valores reais)  ====OQutputs (valores treino)
Comparacéao de valores da melhor RN
Sem Feriados (Dezembro)
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