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Resumo

Com o desenvolvimento das tecnologias de Machine Learning deu-se uma revolu¢do nos
processos de tomada de decisdo de diversas indUstrias. Para aumentar a disponibilidade desta
tecnologia para um publico mais geral existe um grande interesse na automatizagao progressiva
de operagdes de Machine Learning, AutoML.

Nesta dissertacdo em primeiro lugar utiliza-se uma adaptacdo do PRISMA para fazer uma
revisdo do estado da arte para os conceitos do ML e as suas ferramentas de automatizagao. Em
seguida é realizada uma pequena avaliagao e comparacdo de algumas dessas ferramentas, com
base na resolucdo de problemas simples, de modo a conseguir perceber as vantagens e
desvantagens praticas de cada uma dessas solugdes. Por ultimo é abordado e explicado o
processo de design, implementacdo e avaliacdo de uma aplicacdo de AutoML para problemas
de classificacdo.

Palavras-chave: Machine Learning, Automatiza¢do, Machine Learning pipeline, AutoML
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Abstract

With the development of Machine Learning technologies, a revolution has taken place in the
decision-making processes of various industries. In order to increase the availability of this
technology to the general public, there is great interest in the progressive automation of
Machine Learning operations, AutoML.

This dissertation first uses an adaptation of PRISMA to review the state of the art in ML concepts
and its automation tools. This is followed by a short evaluation and comparison of some of these
tools, based on solving simple problems, to understand the practical advantages and
disadvantages of each of these solutions. Finally, the process of designing, implementing and
evaluating an AutoML application for classification problems is discussed and explained.

Keywords: Machine Learning, Automation, Machine Learning pipeline, AutoML
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1 Introducao

Na primeira secao do trabalho vai se proceder a uma introducdo ao problema que estd a ser
explorado, passando por uma pequena contextualizacdo, uma descricdo do problema, os
objetivos propostos para o trabalho e por fim uma apresentac¢do da estrutura do documento.

1.1 Contexto do problema

O Machine Learning (ML) inicialmente com base em modelos estatisticos tradicionais, e nos
dias de hoje com o desenvolvimento de redes neurais e algoritmos de deep learning, sofreu
uma enorme evolugdo.

Algoritmos cada vez mais complexos e poderosos revolucionaram varias industrias e setores,
permitindo melhorar processos de tomada de decisdo. Com base no apoio dado aos
profissionais das mais variadas dareas, é possivel ter um processo de tomada de decisdo mais
ponderado, com base numa andlise objetiva efetuada por uma “maquina”, conseguindo retirar
a subjetividade associada ao ser humano e de forma mais fidvel.

Contudo hd um sendo neste processo que consiste na dependéncia do fator humano no
processo de andlise através do ML, pois depende muito ainda do seu fator de tomada de
decisdo durante a sua normal execucdo. Para se perceber melhor, o processo de ML pode ser
divido em vdrias fases, que sdo facilmente identificadas numa das metodologias mais usadas
neste ambito, que é a metodologia CRISP-DM [1], e todas as suas fases dependem fortemente
dum especialista da drea para as poder compreender e executar da melhor maneira.

Estas varias etapas em que o ML pode ser dividido podem ser caracterizadas por serem
repetitivas, mas mesmo assim consumindo muito tempo e recursos pois precisam de
profissionais especializados nas areas e sdo tarefas que consomem muito tempo.

Desta dependéncia de um especialista e do aumento da procura pelo mercado em geral, surge
uma oportunidade para a automatizacao de alguns procedimentos que visam melhorar tanto a



eficacia, como a velocidade do processo, conseguindo ainda desassociar o humano do processo,
0 que pode ajudar a remover alguns erros associados ao mesmo.

Por outro lado, com a possibilidade de automatizacao surge também a oportunidade de retirar
a necessidade de um especialista na area, tornando o ML mais acessivel aos utilizadores. Sendo
para isto também necessdrio realizar uma padronizacdo e automatizacdo principalmente do
deployment dos modelos posteriormente criados para serem ainda mais facilmente utilizados.

Nesta dissertacdo vai ser feita uma exploragao das tecnologias existentes para automatizagdo
do ML, estabelecendo em primeiro lugar uma comparacdo tedrica das suas respetivas
vantagens e desvantagens conseguindo assim perceber quais podem ser mais benéficas para
serem usadas. Numa segunda etapa vao ser feitos alguns testes praticos com algumas das
tecnologias estudadas para assim se poder escolher as que vao ser usadas para construir a
solucdo proposta.

1.2 Descrigao do problema

Na era dos grandes volumes de dados e da crescente procura de decisGes baseadas em dados,
as organizacdoes enfrentam o desafio de simplificar o processo de implementacdo da
aprendizagem automatica através da sua automatizacao e a procura de otimizacao.

Embora os modelos de ML estejam a tornar-se mais potentes e sofisticados, a sua utilizacao
eficiente e a garantia da qualidade dos dados para analise continuam a ser um estrangulamento
significativo. O mesmo se pode aplicar ao desenvolvimento de solugdes de AutoML, ou seja,
neste grau de automatizagao, a necessidade de um especialista ainda é uma realidade o que
em termos praticos ndo ajuda ainda o utilizador comum a ter acesso a tecnologia.

Neste paradigma é possivel identificar vérios pontos. Os processos de AutoML existem, mas
ainda sado dificeis de utilizar e tém a necessidade de um especialista. Algumas das fases ainda
apresentam um grau muito forte de dependéncia do humano, como por exemplo nas fases de
data understanding, data preparation e posteriormente o deployment.

Este problema é agravado pela necessidade de escalabilidade devido a necessidade de
processamento de dados em tempo real e de diversas fontes de dados, controlo de versdes e
pela monitorizacao dos modelos depois de estarem em ambiente producao.

1.3 Objetivos

O objetivo final desta dissertacdo é o desenvolvimento de uma aplicacdo que proporcione o uso
de ML a utilizadores que ndo sejam especialistas, conseguindo assim melhorar a sua
acessibilidade para integracdao com outros sistemas. Para isso vao ser executadas uma lista de
tarefas que contém alguns objetivos intermédios para que com a sua conclusdo o objetivo final
seja alcangado:



1. Analisar possivel otimizacdo da automatizacdo da analise de dados
a. Investigar e testar técnicas e frameworks para automatizacdo do pré-
processamento de dados, nos campos de selecdo de features, limpeza e
exploracdo dos dados.

b. Explorar estratégias para processar dados de varios tipos, por exemplo
estruturados e ndo estruturados e de varias fontes.
C. Considerar desafios de controlo de versdes, monitorizacdo de modelos e
escalabilidade no deployment.
2. Analisar possivel otimizacdo de automatizacao da preparacdo dos dados
a. Investigar e testar técnicas e frameworks para automatizacdo de
preparacdo, transformacdo e integracdao de dados.
b. Considerar possiveis validacdes para conseguir validar a integridade dos
dados usados para andlise.
3. Desenvolver uma aplicacdo de AutoML para problemas de classificacdo
a. Realizar um estudo das frameworks que existem para perceber o que pode
ser usado para construir a aplicacdo.
b. Efetuar testes com algumas das frameworks para perceber a verdadeira
extensdo das suas capacidades.
C. Construir a aplicacdo tirando partido das frameworks analisadas.
d. Considerar e implementar op¢Ges de ambientes para deployment.
4, Avaliar e testar o desempenho da solugao
a. Realizar testes utilizando a aplicacdo desenvolvida para avaliar o seu

desempenho em termos de qualidade do modelo deployed e tempo de

execugao.

b. Realizar os mesmos testes executando todas as fases da metodologia sem
gualquer automatismo para comparacao e melhor avaliacdo dos resultados
da aplicagao.

c. Testar a aplicagdo em casos de estudo ou em cendrios do mundo-real.

Avaliar de um ponto de vista ético a aplicacdo e o seu impacto.

Em suma, com esta dissertagdo pretende-se fornecer um estudo sobre os processos que estdo
envolvidos quando se utiliza o ML, e de que maneira as etapas do processo de ML podem ser
automatizadas. Depois de analisar os aspetos tedricos, o objetivo é fazer um estudo tanto
tedrico como pratico de frameworks de AutoML para perceber a sua extensao e capacidades.
Com base nesse estudo criar uma aplicagdo que use uma ou mais dessas frameworks para
conseguir da forma mais automatica possivel receber dados e com eles fazer todo o seu
processamento e como output disponibilizar ao utilizador um modelo pronto a utilizar.



1.4 Analise ética do problema

De um ponto de vista ético o problema levanta algumas considera¢bes pois com o
desenvolvimento dos mecanismos de ML, o seu uso vai ser difundido e isso faz com que se
tenha de ponderar em alguns pontos. Relativamente ao enviesamento e a justica, um sistema
que é construido com base em dados enviesados vai produzir um resultado também ele
enviesado o que pode afetar as previsdes relativamente a sua justica. Para combater isso é
importante aplicar técnicas de redugao desse enviesamento dos dados.

Outro tdpico a ter em conta é a privacidade e protecdao dos dados. A recolha auténoma de
dados e a sua andlise pode interferir com a privacidade de individuos e por isso caso ndo seja
tratado duma maneira cuidadosa e responsavel pode provocar usos impréprios dos mesmos.
Para assegurar que isso ndo ocorre podem ser implementadas técnicas de anonimizacdo, ou
adotadas metodologias para lidar com dados que tenham ideais de preservacao da privacidade.

Um tdpico também importante é a transparéncia dos processos, pois 0s sistemas muitas vezes
produzem recomendacgbes ou decisGes cujo processo de desenvolvimento ndo é percetivel,
tornando dificil para os utilizadores perceberem os resultados de determinada decisdo ou
previsdao. De modo a combater isso podem ser implementados modelos com capacidade de
explicacdo, de modo a dar transparéncia ao processo decisivo, principalmente em sistemas em
contextos de decisdo ou recomendacdo critica.

Em relagao a responsabilidade e responsabilizacao de sistemas de ML é considerado um dos
maiores dilemas éticos da area. No caso de o sistema fazer uma previsdo automatizada, é
possivel culpar o sistema por um erro, ou o responsavel por esse erro é o humano ou entidade
gue o desenvolveu ou que o detém. Uma boa pratica neste caso é implementar mecanismos de
validacdo e supervisdo humana, que permitam a sua intervengdo atempadamente.

Por ultimo, como todos os processos de automatizagdo ou robotizagdo surge a questdo social
sobre a substituicdo do humano pela maquina nas suas fung¢des de trabalho. Deve ser elaborada
uma ponderag¢do sobre o possivel impacto da automatizagdo do processo, neste caso de ML,
para a potencial substituicdo dos postos de trabalho. Caso afete postos de trabalho, podem os
profissionais afetados ser treinados para outras funcées, pois esse trabalho especifico pode ter
sido substituido, mas um novo posto de trabalho pode surgir como consequéncia dessa
automatizacgao.

1.5 Estrutura do documento

Esta dissertacdo estd dividida em varios capitulos para uma melhor organizacdo da informacao
e de forma seguir uma linha légica de desenvolvimento. No capitulo 1 é feita uma introdugao
ao tema e ao problema, fazendo uma andlise do mesmo de uma vertente analitica e também
ética.



No segundo capitulo, relativo ao Estado de Arte, em primeiro lugar é abordado o processo de
pesquisa, seguido de algumas considerac¢des éticas para o mesmo, e depois é feita uma revisao
dos conceitos que envolvem o ML, a sua automatizacdo e também as suas principais
frameworks.

O terceiro capitulo, Definicao dos Requisitos e Arquitetura da Solucdo, onde primeiro sao
abordados os requisitos funcionais e ndao-funcionais identificados, para além da identificacdo
do ator do sistema e explicacdo dos principais beneficios seu uso. Depois é feita uma analise
das ferramentas ou abordagens que podem ser aplicadas no desenvolvimento da solucao,
saindo desta andlise uma escolha justificada. E por ultimo é efetuada uma andlise sobre a
arquitetura da solucdo, desde uma visao geral até aos seus principais componentes,
abordando também o fluxo de dados no sistema.

O capitulo 4, Implementacao da Solucdo, aborda alguns dos principais detalhes sobre a
implementacdo, idealizada e desenhada no capitulo anterior. Numa primeira parte detalha o
ambiente de desenvolvimento, seguido de uma andlise a estrutura do cédigo e uma overview
da implementacdo de detalhes importantes de alguns dos componentes principais. Por ultimo
através de um exemplo é explicado todo o funcionamento da aplicagdo.

O quinto capitulo, Experiéncias é realizada a avaliagdo da solucdo, apresentadas as estratégias
utilizadas para avaliar o sistema desenvolvido e detalhadas algumas experiéncias que foram
efetuadas durante o desenvolvimento do mesmo.

O capitulo 6, Conclusdo, comega por apresentar as principais conclusées do trabalho, fazendo
também referéncia as limitacGes e trabalho futuro.






2 Estado da Arte

Este capitulo é referente ao estado da arte, onde é feita uma revisdo da literatura cientifica
sobre os varios processos em que o ML é baseado, como pode ser feita a sua automatizacdo e
por ultimo sdo descritos frameworks ou tecnologias nessa mesma area.

2.1 Processo de pesquisa

Para a realizacdo da pesquisa foi usada uma adaptacdo do PRISMA [2]. Em primeiro lugar foram
definidas as perguntas de pesquisa que se pretendem ter respondidas:

Qual é o estado atual tedrico sobre a automatizacdo dos processos de ML?
Quais sdo as principais frameworks e tecnologias usadas para AutoML?
Quais os principais problemas, falhas, ou dificuldades identificadas?

P wnN e

Que consideragoes éticas se podem aplicar?

Segundo passo foi definir as bases de dados para usar no processo de investiga¢do. Para este
efeito foram escolhidas as bases de dados explicitadas em baixo. Esta escolha foi baseada na
guantidade de informacao que cada uma delas contém e pela variedade de opc¢des de filtragem

e pesquisa.
1. B-on - https://www.b-on.pt/
2. Google Schoolar - https://scholar.google.com/

O passo seguinte consistiu na definicdo de uma query de pesquisa que buscasse agrupar todos
os termos importantes para conseguir filtrar artigos com informagdo que fornega a capacidade
de responder a todas as perguntas de pesquisa. Alguns dos exemplos que foram usados:

1. machine learning automation and feature selection in machine learning and
machine learning pipeline and data collection in machine learning and deployment
in machine learning and automation

2. auto machine learning or autoML or automation in machine learning and data
collection automation in machine learning and data collection automation in
machine learning

3. auto machine learning or autoML or automation in machine learning

Foram testadas varias queries de pesquisa, como se pode observar nos exemplos acima,
contudo nenhuma delas apresentou resultados satisfatérios. Algumas delas mais extensas e
com mais produtos de conjuncdo traziam muito pouco volume de resultados tanto em
quantidade como em qualidade, e com um tipo de pesquisa mais aberta vinha o problema de
ter demasiados resultados, uma vez que o topico ML tem muito trabalho publicado associado,
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contudo mesmo especificando a vertente de automatizacdo quase todos os resultados que
eram devolvidos eram relativos exclusivamente a ML e as suas aplicacdes em diversas areas
mas em nada abordando a sua automatizag¢do, ou o uso da mesma. Contudo dessa pesquisa
surgiram trés revisbes sobre a matéria da automatizacdo do ML especificamente, e para
pesquisa foram usadas essas revisGes como base e delas seguiu-se para a observagao das suas
referéncias uma vez que como foram usadas em trabalhos publicados e revistos, com alguma
importancia, ja Ihe confere um maior grau de qualidade, mas mais importante que isso, todas
abordam tdpicos necessarios a investigacdo para esta dissertagao.

Dessa analise surgiram os trabalhos que foram utilizados para obter as informagdes necessarias
para realizar o estado da arte desta dissertagao.

2.1.1 Etica no processo de pesquisa

Relativamente a ética no processo de pesquisa, ha alguns tdpicos aos quais se deve prestar
atencdo, com por exemplo, manter a transparéncia do processo. Esta transparéncia refere-se
principalmente a mostrar explicitamente as fontes de informacgdo utilizadas, as bases de
conhecimento, os métodos usados e as restricdes aplicadas, evitando assim potenciais duvidas
nos processos de obtencdo do conhecimento, por exemplo, os meios utilizados para ter acesso
a um determinado artigo. Outro tdpico a ter em atengdo consiste em ter responsabilidade nos
resultados da pesquisa, por um lado, evitando enviesamentos de interpretacdo, e por outro
lado, para manter a integridade académica, evitando o plagio ou qualquer outra pratica
antiética. Por Ultimo, em alguns casos pode ser importante procurar uma institui¢do relevante
na area da ética, para em caso de alguma duvida, poder manter sempre o processo de pesquisa
0 mais dentro das normas éticas definidas.

2.2 Introdug¢ao ao AutoML

Construir uma pipeline de ML consiste num esforco coletivo de vdrios profissionais
especializados. Cientistas de dados que detém um grande conhecimento estatistico e de
algoritmos de ML. Por outro lado, para cada problema existe um especialista do dominio, que
é responsavel por trazer todo o conhecimento especifico sobre o a drea do problema que se
pretende resolver. Juntos possuem a habilidade para montar a pipeline de ML contendo um
pré-processamento de dados especifico e ajustado ao problema, uma engenharia de features
também ela aprimorada e consistente com o dominio do problema a resolver e por final,
modelos ajustados que fornecam um grande poder preditivo. Este processo é baseado numa
metodologia iterativa de tentativa e erro de tal forma que obter os melhores resultados pode
tornar o processo geral muito demorado e com um custo alto, o que muitas vezes faz com que
se opte por uma solucgdo sub-6tima [3].



Com isto surge a questdo, quais sao as possibilidades para se conseguir uma solucdo 6tima, ou
pelo menos baixar os custos associados? Uma das solugGes consistiu em tentar automatizar
processos. Pensando no processo de construir a pipeline, caso fosse possivel retirar o
especialista do processo, ndo ia ser mais rapido e barato para as organizacdes terem as suas
solucGes disponiveis e prontas a serem utilizadas? Com esta proposta de automatizacdo o ML
poderia tornar-se mais acessivel para uso em aplicacdes do dia-a-dia dos utilizadores, podendo
melhorar drasticamente os seus niveis de competéncia e customizacao [5].

No seguimento desta ideia surge entdao o AutoML. Com o objetivo de melhorar a maneira como
se desenvolvem as aplicacdes de ML baseando-se na automatizacdo de processos, dando a
possibilidade de os especialistas beneficiarem da automatizacdo de tarefas repetitivas e
demoradas como por exemplo o processo de otimizacdo por hiper-parametrizacao,
conseguindo manter ou até melhorar a sua eficiéncia. Com isto é possivel dar ao especialista de
dominio a capacidade de conseguir desenvolver as suas proprias pipelines sem depender tanto
do cientista de dados [3].

Em seguida é posto em comparacdo as atividades realizadas pelo AutoML e as atividades cuja
interacdo humana ndo é ainda considerada de ser alterada.

Human Experts AutoML (computer program)
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—
Problem definition Data Feature Model Optimization Evaluation Deployment
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Data colleetion Feature engineering Model séfection Algorithm selection

Applying to real applications
Figura 1 - Especialista vs AutoML no processo de uma aplicagdo ML [4]

Como se pode observar na figura 1 as areas de definicdo de problema, recolha de dados e
deployment sdo ainda de responsabilidade atribuida ao especialista enquanto o AutoML foca
os seus esfor¢os nos modulos de engenharia de features, sele¢gao de modelo, a sua otimizagao
por hiper-parametrizacdo e o processo de avaliacgdo do modelo. Contudo é possivel ao
especialista e sistema terem interacdes como se pode observar pelas linhas vermelhas que os
conectam.

Sintetizando, o AutoML tem como pilares as metas:

. Boa performance — através de uma boa generaliza¢gdo permite que sejam
atingidas varias tarefas de aprendizagem, com diferentes dados de entrada;



. Menor assisténcia humana — configuracdes 6timas podem ser encontradas
automaticamente;

. Alta eficacia computacional — programa é capaz de retornar uma resposta
dentro de um espaco de tempo limitado e programado [4].

2.3 Historia do AutoML

Apesar da atualidade do tépico, AutoML ndo é um conceito novo. Em 2004, surgiu a primeira
abordagem para automatizacdo de selecdo de features onde se usou uma estratégia baseada
em algoritmos genéticos para selecionar quais seriam usadas como input [9].

A primeira solucdo de automatizacao de varias etapas da pipeline, construida em 2009, era um
sistema onde automaticamente era feito pré-processamento, selecdo de features, e
simultaneamente a sele¢dao do modelo em conjunto com a sua otimizagdo designada por Full
model selection [5]. Esta primeira solucdo foi depois sujeita a testes através do uso de vdrios
conjuntos de dados, e foi provada como sendo agndstica ao dominio [6].

Antes disso, nos anos 90, surgiu uma solucdo comercial que automatizava a otimizacdo por
hiper-parametrizacdo para algoritmos de classificacdo usando grid search [7]. Nos primeiros
anos do século XXI foram apresentadas as primeiras formas eficientes para a sua otimizacao,
onde foi comprovado que estratégias de busca guiadas eram mais rapidas e eficazes
comparativamente ao uso do grid search [8].

2.4 Estrutura da pipeline

Uma pipeline de ML é uma combinag¢do de varios algoritmos (h: X — Y) que tém a capacidade
de transformar um vetor de features (~x € X) num valor objetivo (y € Y), como por exemplo,
num problema de classificacdo, dado um determinado conjunto de caracteristicas (features) de
um individuo conseguir atribuir a resposta ao problema definido. Esta definicdo pode ser
traduzidaporh: X > Y,“xEX Ay EY.

O problema da criagao da pipeline é normalmente resolvido pelos especialistas de uma maneira
iterativa. Em primeiro lugar uma pipeline simples é construida usando algoritmos standard e
com os seus hiper-parametros definidos como default. Depois vai-se testando as vdrias
possibilidades com as diferentes combinag¢des de hiper-parametros de cada algoritmo até que
se chegue a um resultado de performance satisfatorio [3].

Com o uso do AutoML um dos fatores a considerar pode ser a criagdo desta estrutura que pode
ser construida duma maneira fixa ou variavel, contudo por indicacdo das boas praticas, o seu
exemplo mais bdsico é o mostrado na figura 2.

10



Machine Leaming Pipeline

Data Feature

—T> " N . =3 Model Predictions
Dataset Cleaning Engineering

Figura 2 - Estrutura basica pipeline segundo boas praticas [11]

Pode observar-se que a pipeline é formada por trés sec¢des, limpeza de dados, a engenharia de
features e o modelo. Primeiro passo, no processo de data cleaning, os dados provenientes do
dataset sao tratados através de alguns passos como por exemplo, verificacdo de dados em falta
ou codificagdo (encoding) de atributos. Depois de tratados, comecga a fase de engenharia de
features onde se faz a criacdo e a selecdo de features. Esta fase estd muito conectada ao
dominio especifico onde estd a ser aplicada. Na terceira fase os algoritmos de ML sdo treinados
com os dados contendo as features resultantes da segunda fase. Este é o processo basico, sem
entrar em grandes detalhes, pois cada uma das fases vai ser abordada individualmente no
decorrer da dissertacao.

2.4.1 Estrutura fixa

A pipeline de estrutura fixa muito parecida com a estrutura basica, indicada nas boas praticas,
consiste numa sequéncia linear de acdes como se pode ver na figura 3.

Machina Leaming Pipeling

Data Cleaning

L1 Imputation | Scaling e oM Lol Pre | o g Predictions
Dataset Selection procassing

Figura 3 - Aspeto geral para pipelines de estrutura fixa [12]

Pode observar-se que consiste num processo também de limpeza de dados, mas desta vez
subdividido entre imputacdo de valores e normalizacdo. Esta subdivisdo muitas vezes pode nao
ser representada, mas pelo menos estes dois processos estdao presentes dentro dessa secgdo.
A engenharia de features mantém-se assim como o modelo, mas existe uma se¢do de pré-
processamento, onde se faz a escolha de um algoritmo entre um conjunto deles que é o que
permite determinar qual o algoritmo de ML e a configuragao que vai ser usada.

Ao usar esta pipeline a complexidade de determinar a estrutura ndo é considerada e o problema
passa a consistir na fase de pré-processamento e modelo. Apesar desta diminuicdo da
complexidade a performance geral da pipeline pode ser menor comparativamente com a
pipeline de estrutura varidvel, principalmente em problemas com um maior grau de
complexidade. Contudo para problemas com muitos dados e com elevada qualidade nos
mesmos, ponderando entre a complexidade acrescida de computar uma estrutura varidvel e
usar uma estrutura fixa, a segunda opc¢do é mais vantajosa. Por isso a maior parte das
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frameworks de AutoML ndo resolve o problema da estrutura e foram desenvolvidas para usar
estrutura de pipeline fixa.

2.4.2 Estrutura variavel

Os especialistas em ciéncias dos dados s3ao capazes de construir pipelines altamente
customizadas para um determinado problema ML, obtendo assim os melhores resultados, pois
em comparagao com as estruturas fixas, as estruturas varidveis apresentam maior flexibilidade
para se adaptar aos contextos dos problemas. Muitas das formas para construir estas pipelines
automaticamente baseiam-se nos mesmos principios, uma pipeline consiste num conjunto de
primitivos de ML:

. Algoritmos basicos de ML;
. “Clonador” do conjunto de dados;
o Mecanismo que faca unido de features juntando conjuntos de dados.

Pode observar-se como exemplo a figura 4.

Machine Learning Pipeline
Stacking Estimator

S
Dataset Decision Tree AdaBoost

SVM

Predictions
Dataset

Feature Union

~—> Imputation —» PCA
Dataset

Dataset Duplicator

Figura 4 - Aspeto de uma pipeline com estrutura variavel [3]

Como se pode observar o conjunto de dados original é copiado usando o “clonador”, o que
permite serem criados dois fluxos que podem correr em paralelo e serem depois novamente
juntos por um mecanismo apropriado.

Pipelines podem ser interpretadas como estruturas em darvore que sdo criadas através de
programacao genética. Ou seja, hd a combina¢do de dois individuos através da sele¢do de
subgrafos da estrutura da pipeline e dai ha a criacdo de um novo grafo. A mutagdo é
implementada através da adigao ou da eliminagdo de um nd, e assim pipelines mais flexiveis
sdo criadas.

Para gerar estas pipelines de estrutura dinamica, varios métodos podem ser usados:

. Hierarchichal task networks (HTNs), que conseguem pegar no problema de
criar a pipeline, sub-atomiza-lo, ou seja, dividi-lo até que s6 restem agGes
atémicas bastante simples, e a partir dai resolver cada uma delas através
do processo de escolher o melhor né folha de um grafo.
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Monte-Carlo tree search que é um método para encontrar o melhor/mais
apropriado valor numa arvore. Com este método o problema é encarado
ao contrdrio do anterior. Em vez de reduzir a complexidade da pipeline para
tomar decisdes, duma forma iterativa, cria a pipeline simples e depois vai
aumentando a sua complexidade. Este método encara cada decisdao como
uma decisdao numa darvore binaria de busca.

Self-play é um método que segue uma estratégia de reforco de
aprendizagem. Em vez de aprender com base num conjunto de dados fixo,
é capaz de criar exemplos para treino jogando contra ele. Ou seja, o método
encara o problema como se de um jogo se tratasse, usando os dados de
treino como se fosse o seu tabuleiro e onde alterar partes da pipeline
representassem as suas jogadas. Através dum processo iterativo combina
redes neurais com Monte-Carlo tree search para através da previsdao de
probabilidades tomar ag¢oes [3].

Uma vez analisadas as possibilidades para a estrutura da pipeline, é importante perceber qual

o papel de cada uma das etapas que as constituem, independentemente da sua estrutura. Para

isso vai ser feita analise individual de cada uma dessas etapas.

2.5 Recolha de dados

No ambito da recolha de dados o seu principal objetivo é a aquisicao de dados para formar os

conjuntos de dados que sao usados como base para o treino de algoritmos de ML. Na

literatura sdo apresentadas trés abordagens distintas:

Descoberta de dados — consiste em encontrar dados disponiveis para
serem usados, podem ser disponibilizados diretamente por alguma
entidade ou estar publicados e disponiveis online;

Aumento de dados — Complementa a descoberta de dados pois permite
adicionar dados externos a um conjunto de dados. Pode ser importante
na reducdo do overfiting;

Geragdo de dados — Quando ndo sdo disponibilizados ou encontrados
dados é possivel gera-los duma maneira sintética [10].

2.6 Limpeza de dados

Limpeza de dados é um dos fatores mais importantes no processo do ML e tem como principal

funcdo melhorar a qualidade geral dos dados removendo erros. Alguns dos erros mais comuns

s3o valores em falta, valores repetidos ou valores invalidos. E normalmente dividido em duas

fases: detecdo e posterior reparo dos erros.
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Apesar de existirem sistemas de auxilio para os especialistas no processo de limpeza de dados,
ndo ha desenvolvimento para a sua automatizacdo. Com isto, apesar da maior parte das
frameworks reconhecerem a importancia desta fase e a destacarem na sua pipeline, os seus
processos sao normalmente desenvolvidos hard-coded, com uma generalizagao praticamente
nula o que impede a sua automatizacgdo, pois o objetivo principal das frameworks desenvolvidas
é conseguirem ser completamente agndsticas ao dominio em que se esta a trabalhar.

Umas das consideracdes que é feita, mas ndo é explorada nesta drea, consiste em através da
representacdo do conhecimento de um especialista do dominio, implementar constraints, ou
uma légica de detecdo de dados com baixa qualidade, que podem ser usados para
automaticamente corrigir problemas nos dados [3].

2.7 Engenharia de features

Consiste no processo de gerar e selecionar features de um determinado conjunto de dados. E
um passo muito importante, pois a performance do modelo depende muito das features
disponiveis. Com boas features a performance da pipeline de ML pode ser consideravelmente
aumentada. Este processo pode ser dividido em duas sub-tarefas distintas: criacdo e selecao de
features.

2.7.1 Criagdo de features

Criar features através de um mapeamento das features originais, que é a extragdo ou a
descoberta de conexdes entre elas. Como nesta fase é necessario um grande conhecimento de
dominio é uma das etapas de maior dificuldade de automatizagao.

Na figura 5 pode ser observado o processo iterativo de criagdo de features que a maior parte
dos mecanismos de automatizacdo segue.

Add new Features

Candidate Feature Candidate Feature Candidate Feature
Dataset Generation Ranking Selection

Figura 5 - Esquema para criagdo de features [3]

Com base no conjunto de dados inicial, um conjunto de features candidatas sdo selecionadas,
depois disso é-lhes atribuido um ranking e conforme essa avaliagdo podem ser ou ndo
adicionadas ao conjunto de dados inicial. Este processo é repetido duma maneira iterativa e
através destas operagdes as features vao sendo transformadas [3].

Estas operagGes podem ser de diferentes tipos:
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o Undrios - transformam um Unico elemento, aplicando expansdes baseadas
em regras ou utilizando operadores matematicos undrios como por
exemplo, o logaritmo.

o Binarios - Combinam duas caracteristicas através de operagdes aritméticas
basicas. Ao utilizar testes de correlagdo e modelos de regressdo, a
correlagdo entre duas caracteristicas pode ser expressa como uma nova
carateristica.

. Operadores de alta ordem - S3o geralmente construidos em torno do
operador SQL Group By, onde todos os registos sdo agrupados por uma
carateristica e depois agregados através de minimo, maximo, média ou
contagem [3].

A criacdo de features pode ser encarado como um problema de escolha do melhor né de uma
arvore, onde o nd raiz representa as features originais e onde em cada folha se aplica algum
operador resultando num conjunto de features diferentes.

2.7.2 Selegdo de features

Escolhe um subconjunto das features, com o intuito de melhorar a velocidade do treino dos
algoritmos e também a sua performance, pois visa remover features redundantes ou com
pouco valor para os modelos.

Algoritmos como univariate selection, variance treashold, feature importance, correlation
matrices ou stability selection estdao ja incorporados nas frameworks de AutoML onde sdo
selecionados utilizando algoritmos CASH que vdo ser abordados na secdo de selecdo e
otimizacdo de algoritmos [3].

2.8 Seleg¢ao do algoritmo e otimizag¢ao dos hiper-parametros

Depois de terminada a selegao das features é necessario encontrar o algoritmo mais indicado
para treinar um modelo. Para isso sdo abordados dois temas, quais os algoritmos a escolher e
quais sado as configuragbes a usar em cada um deles.

Varios algoritmos de classificacdo sdo propostos na literatura, como por exemplo, tree
classifiers, linear classifiers, kernel machines e, mais recentemente, deep networks. Cada um
tem as suas vantagens e desvantagens. Cada classificador tem associado diferentes hiper-
parametros, e ao seu conjunto da-se o nome de configuragdo. Tradicionalmente, a escolha
entre diferentes classificadores e os seus hiper-parametros é feita por um especialista com base
na sua experiéncia e através dum processo iterativo de tentativa e erro [4].

O processo da escolha da melhor configuracdo para um algoritmo é o processo que mais
consome recursos e tempo, e a medida que se da a evolu¢do na complexidade dos algoritmos
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usados, esse consumo principalmente de recursos computacionais também aumenta muito.
Contudo este é o processo que pode surtir mais efeito na eficiéncia e performance do modelo
final, pois tem como principal objetivo aumentar a eficiéncia do algoritmo o que pode causar
uma grande diminuicdo da sua performance. Com a automatizacao deste processo, o principal
objetivo é conseguir causar um equilibrio entre a eficacia e a performance do modelo final [4].

Quando o processo de selecio do algoritmo e a sua otimizagdo sdo combinados
simultaneamente, esse processo ganha o nome de combined algorithm selection and
hyperparameter optimization (CASH). Esta nomenclatura e processo foi introduzido por
Thornton et al. [13] e desde entdo foi adotada pela maioria das frameworks de AutoML [3].

As técnicas para resolver este desafio podem ser divididas em quatro diferentes categorias:
estratégias de busca simples (simple search approaches), otimizagdo a partir de amostras
(optimization from samples), método do gradiente (gradient descent) e algoritmo guloso
(greedy search) [4].

2.8.1 Estratégia de busca simples

A pesquisa simples é uma abordagem ingénua, que nado faz suposi¢cdoes sobre o espaco de
pesquisa. Cada configuracdo pode ser avaliada de forma independente [4]. Alguns exemplos
deste tipo de busca sdo:

o Grid Search — Foi a primeira opgdo criada para explorar sistematicamente um espago
de pesquisa. Como o nome implica cria uma grelha de configuragdes e avalia cada uma delas.
Apesar de ser facil de implementar e paralelizar, ndo funciona bem quando se tem um espaco
de pesquisa com muitas configuragGes pois numero de avaliacdes de funcBes cresce
exponencialmente com o nimero de hiper-parametros a estrutura hierarquica dos mesmos nao
é considerada, levando a muitas configuracées redundantes. Na versdo tradicional, a pesquisa
em grelha ndo explora o conhecimento das regiGes com bom desempenho. Este inconveniente
é parcialmente eliminado pela contracting grid search. Primeiro, é ajustada uma grelha
grosseira e, em seguida, é criada uma grelha mais fina centrada na configuracdo com melhor
desempenho. Este procedimento iterativo é repetido um numero definido de vezes,
convergindo para um minimo local.

. Random Search - Uma configuragdo candidata é gerada escolhendo um valor para cada
hiper-parametro de forma aleatdria e independente de todos os outros. Os hiper-parametros
condicionais podem ser tratados implicitamente percorrendo o grafo de dependéncias
hierdrquicas. A random search é facil de implementar e paralelizar e é adequada para fungdes
sem gradiente com muitos minimos locais. Embora tendo maior velocidade de convergéncia
do que a grid search s3ao ainda necessarias muitas avaliagdes de fung¢bes, uma vez que nao é
explorado qualquer conhecimento de regides com bom desempenho. Como as avaliagdes de
fungdes sdo muito dispendiosas, a random search requer um longo periodo de otimizagdo [3].
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2.8.2 Otimizagdo Derivate-Free

Gera de uma forma iterativa novas configuracdes com base em amostras previamente avaliadas.
E geralmente mais eficiente que métodos de pesquisa simples, contudo n3o faz suposicdes
especificas sobre o objetivo.

Pode ser dividido em trés categorias diferentes: pesquisa heuristica, model-based derivate-free
e reinforcement learning.

2.8.2.1 Pesquisa heuristica

Os métodos de pesquisa heuristica sdo frequentemente inspirados em comportamentos e
fenémenos bioldgicos. Sdo amplamente utilizados para resolver problemas de otimizacdo nao
convexos, ndo suaves ou mesmo ndo continuos. A maior parte deles sdo métodos de otimizacao
baseados em popula¢des e as diferengas entre eles residem na forma de gerar e selecionar
populacdes. Alguns métodos populares sao:

o Particle swarn optimization - Otimizacdo por enxame de particulas é
inspirado no comportamento de comunidades bioldgicas que exibem tanto
comportamento individual como social, exemplos dessas comunidades sao
bandos de passaros ou enxames de abelhas;

. Algoritmos evoluciondrios - Sdo inspirados na evolucdo bioldgica. A etapa
de geracdo dos algoritmos evolucionarios contém o cruzamento e a
mutacdo. O crossover envolve dois individuos diferentes da ultima geracao

[4].

2.8.2.2 Model-Based derivate-free
A otimizagdo baseada em modelos constréi um modelo com base nas amostras visitadas. A
utilizacdo dos feedbacks do avaliador ajuda-o a gerar novas amostras mais promissoras. Os
métodos mais populares deste tipo sdo: a otimizacdo Bayesiana, a otimizacdo baseada na
classificagdo e a otimizagdo otimista:

. Otimizagdo Bayesiana — Constréi um modelo probabilistico, modelo
baseado em arvore ou deep network, que estabelece um mapeamento das
configuragdes com a performance com incerteza;

. Otimizag¢do baseada na classificagdo - Com base em amostras anteriores, a
otimizacdo baseada em classificacdo aprende um classificador que divide o
espaco de busca em areas positivas e negativas. Em seguida, novas
amostras sdo geradas aleatoriamente na drea positiva, onde é mais
provavel obter melhores configuragoes;

. Otimizagdo otimista simultanea - é um algoritmo de otimizacao branch-
and-bound. E construida uma estrutura em arvore no espaco de pesquisa
em que cada né folha limita uma subarea [4].
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2.8.2.3 Reinforcement learning

Considerado um optimizador geral e eficaz, com feedback atrasado, ou seja, que ndo é aplicado
na hora e onde o desempenho real no ambiente é medido pelo avaliador do modelo treinado.
Ao contrario dos métodos anteriores, os feedbacks (ou seja, recompensa e estado) ndo
precisam de ser devolvidos imediatamente apds a realizacdo de uma agdo. Por causa deste
comportamento tem um consumo alto de recursos [4].

2.8.3 Meétodo do gradiente

Com base numa funcdo de perda diferenciavel, por exemplo, a perda quadratica e a perda
logistica, os hiper-parametros continuos podem ser otimizados. Ao contrario dos problemas de
otimizacdo tradicionais cujos gradientes podem ser explicitamente derivados do objetivo, nos
problemas AutoML, os gradientes tém de ser calculados numericamente.

O calculo de gradientes exatos depende da convergéncia do treino do modelo. Através de
gradientes inexatos, os hiper-parametros podem ser atualizados antes da convergéncia do
treino do modelo, o que torna o método de gradiente descendente mais eficiente.

2.8.4 Algoritmo guloso

A pesquisa gulosa é uma estratégia natural para resolver problemas de tomada de decisdo em
varias etapas. Segue-se uma heuristica que toma decisdes localmente 6timas em cada etapa,
com o objetivo de encontrar um étimo global. Por exemplo, para um mercador itinerante, a
pesquisa gulosa seleciona a cidade mais préxima em cada etapa da viagem. A pesquisa gulosa
ndo consegue encontrar o 6étimo global, mas pode normalmente encontrar um 6timo local que
se aproxima do global num tempo razoavel [4].

2.9 Deployment

Deployment do modelo consiste na integracdo do modelo treinado na infraestrutura de
software necessaria para o executar. Esta fase também abrange quest&es relacionadas com a
manutencdo e a atualizacdo do modelo. Existe uma disciplina distinta na engenharia, designada
DevOps, que se centra nas técnicas e ferramentas necessarias para manter e apoiar com éxito
os sistemas de producdo existentes. Consequentemente, é necessario aplicar os principios
DevOps aos sistemas de ML. No entanto, embora alguns se apliquem diretamente, ha também
uma série de desafios exclusivos do ML.
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2.9.1 Integra¢do

A etapa de integracdo do modelo consiste em duas atividades principais: construir a
infraestrutura para executar o modelo e implementar o préprio modelo de forma que possa ser
consumido e suportado.

A reutilizacdo de cddigo é um tépico comum na engenharia de software, e o ML pode beneficiar
da adogcdo da mesma mentalidade. A reutilizacdo de dados e modelos pode traduzir-se
diretamente em poupangas em termos de tempo, esfor¢o e/ou infraestrutura.

2.9.2 Monitorizagdo

Embora a monitorizacdo seja crucial para a manutencdo de qualquer servico de software, a
comunidade de ML estd numa fase inicial de compreensao de quais sdo as principais métricas
de dados e modelos a monitorizar e como acionar alarmes do sistema quando se desviam do
comportamento normal. A monitorizacdo da evolucdo dos dados de entrada, da tendéncia de
previsdo e do desempenho geral dos modelos de ML é ainda um problema em aberto.

Outra questdo de manutencdo destacada, que é especifica da tomada de decisGes baseada em
dados, sdo os ciclos de feedback. Os modelos de ML em producdo podem influenciar o seu
préoprio comportamento ao longo do tempo através de uma reciclagem regular. Ao garantir que
o modelo se mantém atualizado, é possivel criar um ciclo de feedback em que a entrada do
modelo é ajustada para influenciar o seu comportamento.

2.9.3 Atuadlizagdo

Depois de concluido o deployment inicial do modelo, é muitas vezes necessario poder atualiza-
lo posteriormente para garantir que reflete sempre as tendéncias mais recentes dos dados e do
ambiente. Existem varias técnicas para adaptar os modelos a novos dados, incluindo a
reciclagem regular programada e a aprendizagem continua. Para além da questdo de quando
voltar a treinar o modelo para o manter atualizado, hd uma questdo infraestrutural sobre como
entregar o artefacto do modelo ao ambiente de produgdo.

O deployment continuo para solu¢des de ML é complicado porque, ao contrario dos produtos
de software normais, em que as alteragdes sé ocorrem no cddigo, as solucGes de ML sofrem
alteragOes em trés eixos: o cddigo, o modelo e os dados.

Embora a atualizacdo seja necessaria para manter um modelo atualizado com as flutuagdes
recentes nos dados, também pode causar danos aos utilizadores ou aos sistemas a jusante
devido as altera¢gbGes no comportamento do modelo, mesmo sem causar erros de software
Obvios.
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2.9.4 Exemplos solugdes

Muitas plataformas no mercado oferecem uma experiéncia completa ao utilizador, tratando de
guestées como o armazenamento de dados, a reciclagem e a implantacdo. Alguns exemplos
incluem o AWS SageMaker, o Microsoft ML, o Uber Michelangelo, o TensorFlow TFX e o MLflow.

Uma plataforma de ML tipica incluiria, entre outras caracteristicas, uma instalacdo de
armazenamento de dados, o alojamento de modelos com API para operag¢des de formacdo e
inferéncia, um conjunto de métricas comuns para monitorizacdao do estado do modelo e uma
interface para aceitar altera¢des personalizadas do utilizador. Ao oferecerem uma
infraestrutura gerida e uma gama de implementagGes prontas a utilizar para tarefas comuns,
essas plataformas reduzem consideravelmente a carga operacional associada a manutencao do
modelo de aprendizagem automatica na producdo. O Data Version Control (DVC) é um projeto
de cddigo aberto que visa criar uma experiéncia de controlo de fontes semelhante a do Git para
conjuntos de dados [14].

2.10 Técnicas para melhorar o desempenho do AutoML

2.10.1 Aproximagoes multi-fidelidade

O principal problema dos procedimentos AutoML e CASH é o tempo de execugdo
extremamente elevado. Dependendo do conjunto de dados utilizado, a adaptagdo de um Unico
modelo pode demorar varias horas e, em casos extremos, até varios dias. Consequentemente,
0 progresso da otimizagdo é muito lento. Uma abordagem comum para contornar esta
limitacdo é a utilizacdo de aproximagdes multi-fidelidade. Os cientistas de dados utilizam
frequentemente apenas um subconjunto dos dados de treino ou um subconjunto das
caracteristicas disponiveis. Ao testar uma configuracdo neste subconjunto de treino, as
configuragdes com mau desempenho podem ser descartadas rapidamente e apenas as
configuragdes com bom desempenho tém de ser testadas no conjunto de treino completo.

2.10.2 Paragem antecipada

Em contraste com a utilizagcdao de apenas um subconjunto dos dados de treino, foram propostos
varios métodos para terminar precocemente a avaliagao de configuragdes pouco promissoras.
Muitas das estruturas AutoML existentes incorporam a validagdo cruzada ou holdout para
limitar os efeitos do sobre ajustamento dos modelos aos dados. Uma aproximagao bastante
simples consiste em abortar o ajuste apds a primeira dobra se o desempenho for
significativamente pior do que o atual incumbente.
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2.10.3 Escalabilidade

Uma estratégia comum para resolver um problema computacionalmente pesado é a
paralelizacdo em multiplos nucleos ou dentro de um cluster. Como o AutoML tem normalmente
de ajustar muitos modelos de ML, distribuir diferentes instancias de ajuste num cluster é uma
ideia dbvia.

O escalonamento das tarefas do AutoML para um cluster também permite a introdugao de
servicos do AutoML. Os utilizadores podem carregar o seu conjunto de dados e espaco de
configuragdo - denominado estudo - para um armazenamento permanente. Os trabalhadores
de um cluster testam diferentes configuracées de um estudo até que o orcamento se esgote.

2.10.4 Ensemble learning

E possivel varios modelos de ML para criar previsdes. Dependendo da diversidade dos modelos
combinados, a exatiddo global das previsGes pode ser aumentada significativamente. O custo
da avaliacdo de varios modelos de ML é frequentemente negligencidvel, tendo em conta as
melhorias de desempenho.

Durante a procura de um pipeline de ML com bom desempenho, as estruturas AutoML criam
um grande numero de pipelines diferentes. Em vez de produzir apenas a configuracdo com
melhor desempenho, o conjunto de configuracées com melhor desempenho pode ser utilizado
para criar um conjunto.

2.10.5 Meta-learning

Perante uma nova tarefa de ML desconhecida, os métodos de AutoML come¢am normalmente
do zero para construir uma pipeline. No entanto, um cientista de dados nem sempre comeca
tudo do zero, ele aprende com tarefas anteriores. A meta-aprendizagem é a ciéncia de aprender
como os algoritmos de ML aprendem. Com base na observacdo de varias configuracGes em
tarefas de ML anteriores, a meta-aprendizagem cria um modelo para construir configuragdes
promissoras para uma nova tarefa de ML desconhecida, conduzindo a uma convergéncia mais
rapida com menos tentativas e erros.

2.10.6 Refinamento do espago de pesquisa

Todos os métodos CASH apresentados requerem uma definicdo do espago de pesquisa
subjacente. Muitas vezes, estes espacos de pesquisa sao escolhidos arbitrariamente, sem
qualquer validacdo, o que leva a espagos muito grandes ou a espacgos onde faltam regiGes com
bom desempenho. Em ambos os casos, o procedimento AutoML é incapaz de encontrar
resultados 6timos. A meta-aprendizagem pode ser utilizada para avaliar a importancia de hiper-
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parametros individuais, permitindo remover hiper-parametros sem importancia do espaco de
configuracdo ou identificar regides promissoras.

2.10.7 Sugestdo de configuragdo candidata

Muitos procedimentos de AutoML geram configuracbes candidatas selecionando a
configuracdo com a melhoria esperada mais elevada. A meta-aprendizagem pode ser utilizada
como um critério adicional para selecionar configuragdes candidatas promissoras com base no
desempenho previsto. Consequentemente, o risco de avaliacdes de configuracdes supérfluas é
minimizado.

2.11 Niveis de automatizacao de frameworks

Para se melhorar a percecdo atual pela comunidade do AutoML foi definido um conjunto de
niveis para representar os varios sistemas automaticos desenvolvidos. Como se pode observar
na figura 6 os niveis sdo designados de maneira que quanto mais baixo o nivel menor é o seu
grau de automatizacdo, significa que é preciso de mais interacdo com o especialista humano
enguanto um nivel mais alto significa um maior grau de automatizacdo. Para além do grau de
automatizacdo o nivel também tem uma certa correlagcdo com a capacidade de um especialista
de dominio interagir com a framework [15].
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Figura 6 - Niveis de automatizagdo para framework [15]

Analisando os varios niveis propostos temos em primeiro lugar o nivel 0. Neste nivel ndo existe
qualquer tipo de automatizac¢do, sendo todas as acdes de implementacgdo executadas a “mao”
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pelos especialistas de ML. Um exemplo sdo os investigadores que estudam e desenvolvem
modelos de ML a partir do zero.

No nivel 1 sdo fornecidas implementagGes bdsicas dos principais algoritmos de ML. Este é o
nivel minimo de automatizacao suportado por um sistema. As ferramentas deste nivel sdo
geralmente desenvolvidas por investigadores e utilizadas por cientistas de dados. Como
exemplo tém-se as bibliotecas de Python que fornecem a implementacao dos varios algoritmos,
como se observa na imagem, arvores de decisao, support vector machine, etc. Contudo todo o
processo da pipeline tem de ser executado de forma manual pelo cientista de dados.

No nivel 2 quando um conjunto de treino e features ja estdao bem definidas, o cientista de dados
pode usar ferramentas deste nivel, contudo ndo oferece suporte suficiente para um especialista
de dominio conseguir executar nada sem assisténcia, pois ainda exigem muito trabalho manual.
Sao alguns exemplos o keras, scikit-learn.

No nivel 3 o nivel de automatizacdo é aumentado sendo dado aos cientistas de dados algumas
ferramentas capazes de retirar algumas etapas manuais do processo, contudo ainda tém a
necessidade de fazer algumas opera¢cdes manualmente. Para além disso o especialista de
dominio ainda ndo tem capacidade de conseguir trabalhar com este nivel de abstracdo. A
principal diferenca do nivel anterior é o processo de sele¢do e otimizacdo do modelo ser feito
de maneira automatica.

No nivel 4 é acrescentada uma automatizacdo da parte de engenharia de features. Permite ao
cientista de dados e ao especialista de dominio trabalharem em conjunto para validarem as
features criadas, poupando assim horas de andlises. Um exemplo de ferramenta que é usada
pelos cientistas de dados é MLBazaar.

No nivel 5 os especialistas de domino comegam a conseguir interagir confortavelmente com os
sistemas sobrando para os cientistas de dados muito poucas tarefas manuais a realizar. Neste
nivel é adicionada a capacidade de processar a automatizacdo da engenharia de previsao,
permitindo aos utilizadores criarem facilmente um bom conjunto de treino assim como um
conjunto de teste e executar essas a¢des. Ha alguns problemas associados a este nivel, como
por exemplo, a dificuldade em processar informacdo em falta e através de meétricas
computacionais preencher esses valores.

No nivel 6 é fornecido o maior grau de automatizagdo. Permitem, por exemplo, a médicos e as
partes interessadas introduzir diretamente os seus objetivos e poder formular problemas de
previsdo de forma praticamente automatica, recomendando aos utilizadores tarefas de
previsdo, juntamente com os resultados correspondentes. O maior diferencial neste nivel é
baseado em duas funcionalidades chave: formulacdo do problema automaticamente e
capacidade de recomendacdo. Neste nivel sdo apresentados diversos desafios, que para serem
resolvidos apresentam a necessidade de um esforgo conjunto de varios especialistas de varios
dominios distintos.
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A maior parte das solucdes que se encontram sao principalmente focadas entre o nivel 3 e 4,

onde é possivel ja se obter um grau relativamente alto de automatizagdo e abstracao,

permitindo que os processos sejam mais rapidos, eficazes e que consumam menos recursos

[15].

2.12 Frameworks de AutoML

2.12.1 Automatizagdo de visualizag¢do e limpeza

Para a automatizacao da visualizacdo e limpeza podem ser encontradas diversas ferramentas:
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Wisteria [15] - permite aos utilizadores especificar planos de limpeza de dados e
permite a revisdo iterativa do plano. Em cada iteracdo, apresenta uma recomendacao
consciente dos custos para melhorar a exatiddo do plano, substituindo-o por um novo
operador de limpeza;

Open Refine - permite aos utilizadores limpar e transformar os seus dados através de
uma interface baseada num navegador. E instalado na maquina do cliente e o sistema
limpa os dados com base na decisdo dos utilizadores;

Trifacta Wrangler - é um servico gratis na cloud que organiza e estrutura os dados de
forma automatica assim que sdo importados para o sistema conseguindo sugerir a
transformacdo e agregacdo. Como a plataforma é gerida na cloud, a equipa pode
partilhar e programar um fluxo de trabalho e ainda ligar mais dados;

TIBCO Clarity - é uma ferramenta de preparagdo de dados a pedido. Deteta tipos de
dados e padrdes que sdo posteriormente utilizados para geragdo automatica de meta
dados. Categoriza os dados utilizando algumas facetas pré-definidas em padroes de
texto. Também fornece distribuigdo numérica para identificagdo de variancia nos dados
e um algoritmo de correspondéncia difusa configuravel para dete¢ao de duplicados;
Winpure - fornece capacidade de limpeza de dados que determina automaticamente
as impurezas nos dados e sugere solugdes para diferentes problemas de qualidade dos
mesmos. Oferece aos utilizadores diferentes transformag¢bes e operagdes de
preparacdo de dados através de varios modelos. Também permite ao utilizador
carregar dados de diferentes tipos de fontes e guardar os dados transformados em
varios tipos;

Data Ladder - fornece uma aplicacdo de limpeza de dados altamente visual que
automaticamente processa a informagao dos ficheiros desde o inicio. Utiliza o
reconhecimento de padrdes e a légica difusa para a redugao de duplicados e a limpeza
de dados nao estruturados. Assegura a qualidade fornecendo uma firewall que impede
a entrada de dados incorretos de terceiros através de APIs;

Cloudingo - permite aos utilizadores criar um conjunto de filtros que sdo utilizados para
remover entradas duplicadas em conjuntos de dados. Os utilizadores podem passar os
dados por um ou varios filtros que definiram previamente e executa-los manual ou
automaticamente. Também permite programar uma tarefa de filtragem que ird curar



os dados em intervalos regulares. Quando vai buscar dados, executa automaticamente
uma tarefa de filtragem de base para remover os duplicados dos dados existentes e dos
novos dados;

e |BM Infosphere Quality Stage - permite aos utilizadores investigar, limpar e gerir dados.
Utiliza regras de qualidade incorporadas e definidas pelo utilizador para tratar os dados
automaticamente. Normaliza os dados provenientes de diferentes fontes num formato
comum, removendo os duplicados e fundindo vdrios sistemas numa Unica visualiza¢do
[15].

2.12.2 Automatizagdo na engenharia de features

Para resolver o problema da automatizagdo da engenharia de features existem também varias
solucGes disponiveis, tanto livres como comerciais:

e ExploreKit - € uma ferramenta de geracdo automatica de features que consiste numa
implementacdo da abordagem baseada na transformacao;

e FeatureTools — é uma ferramenta baseada no método Deep Feature Synthesis e pode
efetuar eficazmente este processo para dados relacionais e temporais;

e Featexp - é uma ferramenta Python para a exploracao de features que mostra graficos
e diagramas para ajudar os utilizadores a compreender melhor o espagco das mesmas.
Divide as features em compartimentos de populagdo iguais e mostra o valor médio da
varidvel dependente (alvo) em cada compartimento, cuja tendéncia pode ajudar os
utilizadores a compreender a relagdo entre o atributo alvo e a feature. Os utilizadores
podem comparar as tendéncias para identificar atributos com ruido, observando o
numero de mudancas de dire¢do da tendéncia e a correlagdo entre a tendéncia de
treino e de teste. Estes graficos também ajudam o utilizador a fazer a depuragdo de
features e a detecdo de fugas;

e MLFeatureSelection - Divide a sele¢do de caracteristicas em trés partes. Primeiro,
seleciona uma sequéncia de dados em bruto que potencialmente contera a melhor
combinacdo de features. Em segundo lugar, cria grupos de features a partir dos dados
brutos e atualiza-os iterativamente, removendo as menos importantes. Este processo
produz um conjunto de features importantes. Em terceiro lugar, é escolhido um limiar
de coeréncia e todas as features com um valor de coeréncia mais elevado sdo
selecionadas como as melhores possiveis;

e FeatureHub - fornece uma framework colaborativa instanciada numa plataforma. Ela
administra a colaboragdo entre cientistas de dados, onde os utilizadores podem registar
features na base de dados, bem como reutilizar features escritas por outros utilizadores.
O FeatureHub pontua automaticamente as funcionalidades para que os utilizadores
possam obter feedback em tempo real sobre as suas funcionalidades.

e Feast-introduz um armazenamento centralizado de features que pode funcionar como
uma base de dados utilizada por diferentes projetos. Permite que os utilizadores
utilizem dados histdricos para produzir um conjunto de features para treinar modelos
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de ML, disponibilizando dados de features para modelos em producao através da API
de servico, garantindo que a consisténcia entre o treino e o servico é preservada [15].

2.12.3 Automatizagdo de hiperparameterizac¢do

Para a procura das melhores configuracdes de parametros num dado algoritmo existem vdrias

ferramentas:
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Hyperparameter Hunter - fornece um wrapper para a implementacao de algoritmos de
ML, simplificando o processo de experiéncia e otimizacao de hiperparametros. Utiliza
automaticamente resultados das experiéncias anteriores para encontrar hiper-
parametros 6timos. Também elimina cédigos "boilerplate” e pode ser facilmente
integrado com outras bibliotecas;

Amazon Sagemaker - utiliza a otimizacdo Bayesiana para descobrir automaticamente
hiper-parametros étimos. Comega com um modelo substituto e otimiza uma fungdo de
aquisicdo especial chamada "Melhoria Esperada". Em suma, tenta definir e explorar um
espaco de hiper-pardmetros utilizando a otimizacdo Bayesiana e encontra hiper-
parametros 6timos que atingem a melhor qualidade de modelo;

Advisor - ferramenta de otimizacdo de hiper-parametros de caixa negra que suporta
varios algoritmos de otimiza¢do. Os utilizadores podem escolher qualquer algoritmo
com base nas suas preferéncias;

Hyperband - utiliza a atribuicdo adaptativa de recursos e a paragem antecipada para
acelerar a pesquisa aleatdria e otimizar automaticamente os hiper-parametros. Os
recursos pré-definidos sdo atribuidos a configuragdes amostradas aleatoriamente e o
problema de otimiza¢do dos hiper-pardametros é modelado como um problema de
exploragdo pura, ndo estocastico, de infinite-armed bandit;

BigML OptiML - utiliza a otimiza¢do Bayesiana para a afinar os hiper-parametros, que
se baseia na técnica de otimizagdo SMAC. Tenta sequencialmente um grupo de
parametros dependendo dos resultados do treino e da avaliagdo de modelos para esse
grupo de parametros. Os utilizadores também podem configurar a métrica de
otimizacdo da pesquisa de modelos e selecionar entre os modelos recomendados com
melhor desempenho;

Hyperboard - facilita otimizagao de hiper-parametros fornecendo uma ferramenta de
visualizacdo. Os utilizadores podem treinar modelos para diferentes conjuntos de
hiper-parametros e tracar os desempenhos para cada configuracdo. Os utilizadores
podem entdo selecionar um conjunto de hiper-parametros, inspecionando gréficos e
selecionando a configuragdo com melhor desempenho;

Sigopt - utiliza um conjunto de algoritmos de otimizacado global e Bayesiana para poder
escolher a melhor técnica de otimizacdo para o problema apresentado. Escolhe um
algoritmo adequado para explorar o espago de parametros sob a restricao orcamental
do utilizador;

Gentun - utiliza algoritmos genéticos para a otimizar hiper-parametros. Treinam um
modelo através do conjunto de hiper-parametros definidos pelos seus genes. Utiliza



uma abordagem cliente-servidor para permitir que varios clientes treinem os seus
modelos, e o processo de validagdo cruzada é gerido também por um servidor, assim
como a geragdo e a mutacdo da descendéncia;

e Test-tube - é uma biblioteca Python agndstica que paraleliza a pesquisa de hiper-
parametros em varias CPUs e GPUs. Utiliza a método do gradiente e a pesquisa
aleatdéria como algoritmo de otimizagdo e onde o utilizador pode escolher qualquer um
deles [15].

2.12.4 Automatizagdo da exploragdo de alternativas para modelos

Para o processo de exploracao de alternativas para modelos, e onde alguns deles apresentam
também otimizacdo por configuracdo de parametros:

e AutoKeras - é um sistema AutoML de cédigo aberto para procurar as melhores
arquiteturas neuronais com orientacdo da técnica de otimizacdo Bayesiana. Para a
otimizagdo, utiliza uma rede neural como kernel e uma estrutura em arvore como
funcdo de aquisicao.

e AdaNet - é uma framework baseada em tensorflow que requer uma intervencao
minima de um perito. Fornece uma estrutura para a meta-aprendizagem de melhores
modelos durante a aprendizagem da arquitetura de uma rede neuronal. Aprende a
estrutura de uma rede neuronal, bem como os seus pesos.

e Cloud AutoML - torna a aprendizagem automatica disponivel para os utilizadores,
mesmo com conhecimentos limitados de aprendizagem automatica. O utilizador pode
utilizar o AutoML para criar modelos de aprendizagem automatica personalizados que
sdo adaptados aos dados do utilizador e integrar esses modelos nas aplicagcGes.

e PocketFlow - fornece uma estrutura que pode comprimir e acelerar modelos de
AutoML. Esta estrutura tem dois componentes: aprendizes e optimizadores de hiper-
parametros. Os aprendizes geram um modelo comprimido a partir do modelo original
com hiper-parametros aleatdrios, e o optimizador avalia a sua precisdo e eficiéncia.
Apds algumas iteracdes, o modelo com melhor resultado é escolhido como modelo final.

e Automl-gs - Pega num ficheiro CSV de entrada, infere o tipo de dados de cada atributo
e tenta uma estratégia ETL (extrair, transformar e carregar) para cada atributo para
criar um modelo estatistico. As fun¢des de ETL e de construgdao de modelos sdo
consideradas como scripts de treino e, uma vez treinado o modelo, os resultados do
treino sdo guardados juntamente com os hiper-parametros. Esta tarefa é repetida até
que a contagem de execug¢les atinja um determinado limiar e o melhor guido seja
guardado apds cada tentativa.

e MLBox é uma biblioteca de AutoML em Python que pode processar, limpar e formatar
dados em linha de forma distribuida. Utiliza métodos robustos para a selecdo de
features e otimiza os hiper-parametros num espaco de elevada dimensdo. Para
problemas cldssicos e de regressdo, fornece modelos preditivos de ultima geragdo com
interpretacao.
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TransmogrifAl - construido em Scala e SparkML para automatizar pipelines de AutoML.
Para a selecao de modelos alternativos executa um torneio de diferentes algoritmos e
escolhe automaticamente o melhor usando o erro médio de validagao. Para lidar com
conjuntos de dados desequilibrados, faz uma amostragem apropriada dos dados e
recalibra a previsao [15].

2.12.5 Automatizagdo na avaliagdo

Com intuito de avaliar a performance e eficdcia dos modelos existem também algumas

ferramentas que podem ajudar na sua automatizacgao:

OpenML100 - fornece uma avaliacdo comparativa aprofundada de experiéncias de ML
em 100 conjuntos de dados publicos e permite aos utilizadores reproduzir os resultados.
Recolhe experiéncias criadas e avaliam-nas com diferentes ferramentas. Durante a
avaliacdo, cada algoritmo é avaliado com um conjunto de hiper-parametros otimizado
e 200 iteragOes de pesquisa aleatdria;

OpenML-CC18 — Avalia algoritmos em 73 diferentes conjuntos de dados. Para cada um
executa 1000 configuragdes aleatdrias do classificador de floresta aleatdria, com um
tempo de treino limitado a um mdaximo de trés horas [15].

2.13 Sistemas de AutoML

Por ultimo vdo ser apresentadas algumas ferramentas que tém capacidade de realizar a

automatizacdo da pipeline do ML:
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DotData - fornece um sistema de automacgao para apoiar pipelines de aprendizagem
automatica. Prepara automaticamente os dados fornecidos para a engenharia de
features, explora o espago e seleciona as mais relevantes. Obtém um modelo de
previsdo preciso explorando automaticamente os algoritmos mais avangados e
ajustando os seus hiper-parametros.

TPOT - é uma ferramenta de otimizacdo baseada em arvores para automatizar pipelines
de AutoML. Otimiza a pipeline utilizando Gaussian Process (GP), maximizando a
precisao da classificagdo para um determinado conjunto de dados de aprendizagem
supervisionada. Utiliza também GP para desenvolver as sequéncias de operadores da
pipeline e os parametros para maximizar a precisdo da classificacdo da mesma.

IBM AutoAl - fornece um sistema automatizado de construgdo e avaliacdo de modelos
de aprendizagem automadtica. Limpa os dados em bruto e categoriza-os com base no
seu tipo. Testa os algoritmos candidatos num pequeno subconjunto de dados para os
classificar. Gradualmente, aumenta o tamanho do subconjunto para os algoritmos mais
promissores. A um nivel elevado, explora o espago de features, maximizando a precisdo
do modelo através da aprendizagem por reforco;



e Auto-Sklearn —juntou a automatizacao da selecdo do algoritmo de aprendizagem e dos
seus hiper-parametros. Fornece ainda um conjunto de ferramentas de automatizacao
chamado Auto-Sklearn. Usa principalmente otimizagao Bayesiana, meta-learning e
ensemble learning;

e Azure Machine Learning — usa otimizacdo Bayesiana e uma filtragem colaborativa para
resolver a tarefa de meta-learning do AutoML. Para descobrir qual o algoritmo vai
explorar a seguir, acrescenta um modelo probabilistico juntando assim o fato incerteza
ao processo de escolha;

e Google Cloud Ai platform — tem a capacidade de testar algoritmos desenvolvidos em
conjuntos de dados fornecidos pelos utilizadores. Se algum desses algoritmos
desenvolvidos tiver boa performance, é selecionado, caso ndo tenha podem criar uma
aplicacdo para treinar um algoritmo. Esta plataforma usa otimizacdo Bayesiana para
exploragdo das configuragGes com hiper-parametros;

e Amazon AWS servisse H20.ai — é a solugdo da Amazon para AutoML. Para além de
suportar automatizacao end-to-end, fornece também funcionalidades para visualizacdo
e para ML;

e ATM — é um servico colaborativo para construir pipelines de classificacdo otimizadas.
Usa uma estrutura fixa com um modulo opcional de PCA, e de normalizacdo, seguido
pela automatizacdo da selecdo dos algoritmos e seus hiper-parametros. Todos os
algoritmos sdo baseados em scikit-learn. Uma particularidade é o uso do ModelHub,
capaz de armazenar informacdes sobre varios conjuntos de dados e basear as suas
escolhas com base nas avaliagGes da performance guardadas, criando assim uma base
gue em teoria ja possui uma melhor performance [15].

2.14 Conclusoes da revisao

Com a revisdo efetuada nesta dissertacao tinha-se como objetivo aprofundar os conhecimentos
sobre os processos do ML no geral, depois disso apresentar algumas técnicas que podem ser
usadas para a sua automatizagdo. O tépico seguinte abordado foi uma proposta de classificagao
em niveis para uma solucdao de AutoML seguida duma apresentagao de diversos sistemas e
frameworks que podem ser usados nas diversas partes da pipeline de ML e também no seu
conjunto geral como sistema.

Finalizada a revisdo percebe-se que maior parte dos problemas em que had mais tipos de
abordagens para a sua resolu¢do sdo problemas de busca dum determinado espago, como se
pode observar na selecdo de hiper-parametros e modelo, ou até na engenharia de features.

Problemas cuja ligacdo seja muito grande ao dominio, tornando-os muito especificos tornam-
se pouco explorados pois é dificil produzir uma solugdo agndstica ao problema nestes casos
havendo menos propostas de solucdo.

Relativamente ao estudo de técnicas para tentar melhorar a performance pode também dizer-
se que estdo espelhados no desenvolvimento das frameworks que propde as soluces o que

29



indica e faz sobressair a sua importancia devido as dificuldades que problemas complexos
podem gerar as solugbes, podendo rapidamente escalar em termos de recursos computacionais,
de tempo consumido e dinheiro perdido.
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3 Definicao dos Requisitos e Arquitetura
da Solucao

Neste capitulo vai ser feita em primeiro lugar a especificacdo da engenharia de requisitos, em
segunda lugar uma anélise das ferramentas/abordagens para a resolucdo do problema, em
terceiro lugar vai ser explicada a arquitetura elaborada para a solugdo e por ultimo vai ser
abordado o fluxo de dados no sistema. Com a andlise deste capitulo pretende-se que todas as
escolhas efetuadas e desenhadas para o sistema sejam mais facilmente entendidas.

3.1 Engenharia de Requisitos

Nesta secdo vai ser feita uma analise dos requisitos levantados para a aplicacdo de modo a
responder da maneira mais completa aos objetivos definidos a priori. Esta andlise vai ser
dividida em trés partes, sendo a primeira a andlise dos requisitos funcionais, uma segunda parte,
os requisitos ndo funcionais e por ultimo a identificacdo do principal ator para o sistema
desenvolvido.

3.1.1 Ator do sistema e os principais beneficios do seu uso

O principal ator do sistema é a entidade (utilizador ou sistema externo) que interage mais
frequentemente com a aplicagdo ou que desempenha o papel mais crucial na mesma. Neste
caso o ator principal pode ser considerado um cientista de dados ou um engenheiro de ML uma
vez que sdo os utilizadores que possam ter mais interesse em usar a aplicacdo. Contudo com o
grau de automatizagdo implementado, que retira qualquer necessidade de programacgao, a
aplicagdo permite que qualquer utilizador, com menos conhecimento da area de ML, possa
usufruir de todas as capacidades da aplicac¢do, identificando como unica diferenca entre quem
tem conhecimento de drea e ndo tem, a maior consciéncia sobre as op¢ées a escolher e sobre
os resultados apresentados.

Como principal propdsito ao utilizar a aplicagdo o ator procura uma maneira de usufruir das
varias configuracbes oferecidas pela framework usada para de maneira automatizada e
otimizada realizar o treino de algoritmos de ML e o posterior deployment dos modelos
desenvolvidos. Para além de procurar obter modelos com a maxima eficiéncia e precisao,
evitando o repetitivo e iterativo processo classico de ML, reduzindo o seu esfor¢co manual
nessas etapas, aproveita todas as capacidades do sistema para reduzir o tempo gasto e os
recursos no processo do ML. Tem também o beneficio de obter automaticamente informacgdes
adicionais sobre o processo de treino e o desempenho avaliado por varias métricas o que ajuda
na obtencdo de insights e posterior escolha do modelo que mais se adequa para ser
disponibilizado para integragdo com outros sistemas através do processo de deployment.
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3.1.2 Regquisitos funcionais

Os requisitos funcionais consistem nas funcionalidades e comportamentos especificos que o

sistema deve possuir de modo a atender os objetivos definidos. No contexto desta dissertagao

foram identificados os seguintes requisitos:
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1. Importagdo de dados:

a. Descricdo: Aplicacdo deve permitir aimportacdo de dados, em formato CSV, de
uma forma direta e simplificada.

b. Objetivo: Garantir que os dados necessarios para executar o processo de ML
sejam facilmente carregados e disponibilizados para a execugao da aplicagao.

2. Pré-processamento de dados:

a. Descricdo: Sistema deve fornecer funcionalidade de pré-processamento de
dados, tanto limpeza como transformacao, isto inclui por exemplo, tratamento
de valores nulos, normalizacdo de dados ou até codificacdo de varidveis
categoricas.

b. Obijetivo: Preparar os dados para serem utilizados nos processos subsequentes
da pipeline de ML com a premissa que tendo dados melhores, os resultados
produzidos serdo melhores.

3. Sele¢do de modelos e hiper-parametrizacao:

a. Descricdo: Aplicacdo deve efetuar automaticamente a sele¢do de algoritmos de
ML adequados e os respetivos hiper-parametros que resultem nos melhores
resultados de desempenho para um determinado conjunto, medido através
das métricas mais adequadas.

b. Objetivo: Automatizar e adequar o processo de escolha, de modo a maximizar
a eficiéncia e precisao.

4. Treino e validacdo de modelos:

a. Descricdo: Sistema deve permitir efetuar o treino dos modelos, aplicando
alguma estratégia de validagdo, como por exemplo, validagdo cruzada (cross-
validation), ou holdout, para evitar overfiting.

b. Objetivo: Garantir que o modelo treinado seja generalizavel e robusto.

5. Avaliacdo de modelos e andlise de resultados:

a. Descricdao: Aplicagdo deve permitir avaliar o desempenho dos modelos
utilizando as métricas mais apropriadas, como por exemplo, accuracy, precision,
recall. Para além disso deve também fornecer outras informacgdes extra, como
por exemplo, informagdes sobre o processo de treino ou importancia das
features.

b. Obijetivo: Fornecer feedback sobre a qualidade do modelo e apoiar o processo
de tomada de decisdo.

6. Implementagdao automatizada da pipeline:

a. Descricao: Sistema deve permitir a criacdo e execugao da pipeline completa de
ML, integrando todas as etapas desde a importacdo de dados até a validagao
dos modelos e permitindo algumas configuracdes.



b. Objetivo: Tornar o processo de ML configuravel, contudo mantendo o nivel de
automatizagao.

7. Geracdo de relatério de treino:

a. Descricao: Aplicagao deve fornecer capacidade de documentar detalhes e
informacgbes sobre o treino e o préprio modelo, por exemplo, informagdes
sobre o treino ou métricas de avaliagdo associadas.

b. Objetivo: Assegurar que os modelos gerados contenham informacao de forma
gue o processo de partilha e revisdo do mesmo seja mais facil e eficaz.

8. Deployment do Modelo:

a. Descricao: Sistema deve suportar o deployment do modelo treinado.

b. Objetivo: Facilitar a disponibilizacdo dos modelos de ML treinados para uso em
producdo, permitindo que possam ser usados para previsdes em tempo real.

3.1.3 Regquisitos ndo-funcionais

Os requisitos ndo funcionais descrevem as qualidades e restri¢cGes do sistema. Nesta dissertacao
foram identificados os seguintes requisitos:

1. Escalabilidade:
a. Descricdo: Aplicagdo deve ser capaz de lidar com grandes volumes de dados e
aumentar sua capacidade de processamento conforme necessario
b. Objetivo: Garantir que o sistema possa crescer e se adaptar as necessidades do
utilizador ou ao crescente volume de dados
2. Desempenho:
a. Descricdo: Sistema deve ser capaz de efetuar o processo de execugdo da
pipeline de forma eficiente, minimizando o tempo de execucao.
b. Objetivo: Reduzir o tempo necessdrio para obter os resultados, especialmente
com o aumento da complexidade ou tamanho dos dados.
3. Usabilidade:
a. Descricdo: Aplicagdo deve ser intuitiva e facil de usar, principalmente para
utilizadores com conhecimento limitado sobre ML
b. Objetivo: Facilitar o uso da aplicacdo, permitindo que utilizadores com menos
capacidades técnicas possam também tirar todo o proveito das funcionalidades
oferecidas.
4. Manutenibilidade
a. Descricdo: Aplicacdo desenvolvida de forma modular e com boa documentacao,
de modo a facilitar futuras atualizagdes ou manutenc¢ao
b. Objetivo: Assegura que o sistema pode ser facilmente modificado e atualizado
conforme novas necessidades ou tecnologias aparecem
5. Compatibilidade:
a. Descricdo: Sistema deve ser compativel com diferentes sistemas operacionais
e deve suportar integragdo com bibliotecas de ML e frameworks de AutoML
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b. Objetivo: Maximizar a flexibilidade e interoperabilidade da aplicacao
6. Suportabilidade:
a. Descricdao: Aplicacdo deve apresentar um alto grau de configurabilidade,
mantendo a simplicidade de uso da mesma e a seu grau de automatizacao.
b. Objetivo: Assegurar que tanto pessoas com capacidade técnicas como com
capacidade menos técnicas tirem todo o proveito fornecido pelas frameworks
usadas no desenvolvimento.

3.2 Andlise de ferramentas/abordagens para resolu¢cdao do
problema

Nesta secdo vai ser feita uma andlise de algumas das solucdes que foram apresentadas na secao
da revisdo literdria. Em primeiro lugar vao ser apresentados critérios para ajudar a efetuar a
analise da melhor abordagem para a resolucdo do problema proposto para esta dissertagao.
Depois vai ser feita uma pequena analise de algumas das ferramentas em vista aos critérios
apresentados e por fim uma vai ser aplicado um método de analise multicritério para ajudar e
justificar da melhor maneira a ferramenta mais adequada para utilizar para a resolucdo do
problema.

3.2.1 (Critérios de avaliagdo a usar

Aqui vao ser apresentados critérios para ajudar a efetuar a analise da melhor abordagem para
a resolucdo do problema proposto para esta dissertagdo que é determinar qual a melhor
framework de AutoML é mais adequada para responder aos requisitos definidos. Vao ser
usados os seguintes critérios de inclusdo ou exclusdo:

o Cobertura da Pipeline de Machine Learning: Consiste na capacidade da framework de
cobrir todas as fases da pipeline, desde o pré-processamento dos dados até ao
deployment do modelo;

e Flexibilidade e Customizagcdo: Capacidade da framework oferecer diferentes
parametros para configuragGes, escolha de algoritmos, ou integrar métodos
personalizados;

e Escalabilidade: Habilidade da framework lidar com grande volume de dados e a sua
eficiéncia em ambiente de produgao

e Facilidade de Uso e Documentagdo: Curva de aprendizagem associada a framework,
qualidade da documentagao e a comunidade de suporte;

e Integragdo com outras ferramentas: Como a framework se integra com outras
ferramentas ou tecnologias existentes dentro do ecossistema de ML;

e Manutencdo e suporte: Frequéncia de atualizacdo, a atividade e suporte da
comunidade

e Desempenho: Resultados produzidos em termos de métricas de avaliacdo dos
algoritmos treinados e o tempo e recursos usados para 0 mesmo;
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e Custo: Caso haja algum tipo de recurso financeiro associado ao uso da mesma, por

exemplo pagamento de subscricao.

3.2.2 Andlise das ferramentas

Para conseguir responder a cada um destes critérios foram feitos alguns testes e experiéncias

usando cada uma das opg¢des disponiveis, tendo a maior parte das solucdes apresentadas na

revisdo da literatura sido excluidas pois eram solucdes pagas e esse foi um dos critérios

definidos para efetuar uma primeira triagem. De entre as solu¢des open-source restantes foram

escolhidas como possiveis solu¢des as frameworks: Auto-sklearn, TPOT, AutoKeras, e ATM.

O passo seguinte consistiu em analisar as quatro solugGes selecionadas:

e Auto-sklearn

@)

e TPOT

Cobertura da Pipeline: Cobre a maior parte da pipeline, automatizando as
etapas desde o pré-processamento até selecdo de modelos e a sua hiper-
parametrizagao;

Flexibilidade e Customizacdo: Apresenta um grau de flexibilidade e
customizacao relativamente alto, contudo seguindo uma abordagem mais fiel
as praticas de ML mais tradicionais;

Escalabilidade: Produz bons resultados para conjuntos de dados de tamanho
moderado, mas pode apresentar algumas limitacdes em conjuntos de dados
muito grandes;

Facilidade de Uso e Documentacdo: Boa documentacdo e curva de
aprendizagem acentuada para quem tem experiéncia com scikit-learn;
Integragdo com outras Ferramentas: Muito facil de integrar com as ferramentas
de scikit-learn, mas também com bom grau de adaptagdo para outras
ferramentas Python;

Manutencgdo e Suporte: Comunidade bastante ativa e com atualiza¢do regular
de versoes;

Desempenho: Desempenho sélido em benchmarks, que depende da qualidade
dos algoritmos disponiveis no scikit-learn.

Cobertura da Pipeline: Boa cobertura da pipeline uma vez que trata o processo
como um todo, desde o pré-processamento até a sele¢cao de modelos e os seus
hiper-parametros;

Flexibilidade e Customizag¢do: Bom grau de customizacdo uma vez que é
possivel ajustar os operadores genéticos e pipelines gerados;

Escalabilidade: Apresenta bom desempenho em conjuntos relativamente
grandes, mas devido a sua natureza evolutiva de otimizacdo pode ser
computacionalmente caro;

Facilidade de Uso e Documentagdo: Documentagdo sélida, com curva de
aprendizagem razoavelmente simples para quem esta habituado ao scikit-learn;
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Integragdo com outras Ferramentas: Boa integragdo com scikit-learn, mas
limitado fora do ecossistema;

Manutencado e Suporte: Comunidade ativa que trata tanto do suporte como da
manuten¢ao;

Desempenho: Muito bom a gerar pipelines otimizadas, mas com tempo de
execucdo que tende a ser longo.

e AutoKeras

O

Cobertura da Pipeline: Focado principalmente em deep learning, oferece
cobertura para modelacdo e otimizacdo de redes neuronais, mas com um
suporte limitado para métodos de pré-processamento tradicional;
Flexibilidade e Customizacdo: Grande grau de flexibilidade em termos de
arquitetura de redes neuronais, permitindo ajustes detalhados;
Escalabilidade: Apresenta um grau de escalabilidade muito grande
principalmente em ambientes com recursos computacionais robustos;
Facilidade de Uso e Documentacdo: Aprendizagem facil para quem tem
conhecimento de keras, mas relativamente complicado para iniciantes;
Integracdo com outras Ferramentas: Facil integracdo com ecossistema de deep
learning do keras e TensorFlow;

Manutencdo e Suporte: Comunidade bastante ativa que fornece tanto
manuten¢do como suporte;

Desempenho: Excelente opcao para tarefas de deep learning, mas ndo a melhor
solucdo no que toca a algoritmos mais tradicionais.

Cobertura da Pipeline: Oferece uma plataforma para auto-tuning de modelos,
mas com relativamente nenhuma opgdo para o resto da pipeline;

Flexibilidade e Customizacdo: Permite customizacdo dos parametros de
otimiza¢do, mas é menos flexivel com o suporte de diferentes algoritmos;
Escalabilidade: Focado em execug¢Bes em paralelo, o que vai depender
profundamente da infraestrutura disponivel;

Facilidade de uso e Documentagdo: Documentagao é mais escassa quando
comparada as outras opgOes apresentadas;

Integragdo com outras Ferramentas: Integracdo é possivel com outras
ferramentas de ML, mas os processos para isso ndo sdo tao robustos;
Manutengdo e Suporte: Tanto a comunidade como a manutengao apresentam
ser menos ativas;

Desempenho: Bom desempenho para a escolha de hiper-parametros, mas com
algum atraso relativamente as outras op¢des nos outros aspetos da pipeline.

Desta pequena andlise comparativa é possivel excluir duas das solugGes a priori da aplicagdo do

método de andlise multicritério. Tanto o AutoKeras como o ATM apresentam algumas

caracteristicas interessantes, mas quando postas em comparagao com as outras duas solugdes

parecem ter alguns pontos negativos. Relativamente ao AutoKeras, como identificado é uma
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ferramenta muito forte e consolidada para a exploracao da area de automatizacdo de processos
para problemas onde se pretenda aplicar deep learning como solucdo, pelo que decidiu-se
excluir essa ferramenta. Relativamente ao ATM, provou-se como uma solu¢do muito eficaz para
problemas de automatizacdo da hiper-parametrizacao, dos algoritmos que tém disponiveis na
sua gama de op¢des, mas ndo oferece um suporte para toda a extensdo da pipeline o que a
deixa relativamente afastada dos critérios definidos.

3.2.3 Escolha da ferramenta

Com esta pequena anadlise, a segunda fase de sele¢do foi aplicada e restaram duas solugdes:
Auto-sklearn e TPOT. Para ajudar a tomar a decisdo sobre qual a solucdo é a mais apropriada
para o problema foi entdo aplicado um método de analise multicritério, neste caso TOPSIS
(Technique for Order of Preference by Similarity to Ideal Solution) [16]:

1. Definicdo de critérios e atribuicdo de pesos
a. Como referido anteriormente os critérios sdo:

i. Cobertura da Pipeline (C1)
ii. Flexibilidade e Customizagdo (C2)

iii. Escalabilidade (C3)

iv. Facilidade de Uso e Documentacdo (C4)
v. Integragdo com outras Ferramentas (C5)

vi. Desempenho (C6)

vii. Custo (C7)

b. Os pesos atribuidos a cada critério sdo:
i. C1=0,2

ii.
iii.
iv.

V.
vi.

vii.

C2=0,15
C3=0,1
C4 =0,15
C5=0,15
C6=0,2
C7=0,05

2. Com esta informacdo é possivel construir a matriz de decisdo, onde para cada uma das
solugBes possiveis vai ser dada uma avaliagdo entre 1 e 10, sendo 10 o mais altoe 1 0
mais baixo, a cada um dos critérios.
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Tabela 1 - Matriz de decisdo para TOPSIS

Critério Peso Auto-sklearn TPOT
Cc1 0,2 8 9

C2 0,15 9 7

C3 0,1 8 7

ca 0,15 9 8

C5 0,15 7 7

Ccé6 0,2 8 8

Cc7 0,05 10 10

3. Depois de ter a matriz de decisdo completa é efetuada a sua normalizagdo através da
aplicacdo da equacdo 1:

Equagado 1:

Onde x;; € o valor original e P;; é o valor normalizado.

4. Passo seguinte é a construcdo da matriz ponderada, aplicando a equagéao 2:

Equacdo 2:

Ui] = W]*Ri]

Onde sao multiplicados os valores normalizados pelos pesos dos critérios.

5. O quinto passo consiste na determinagdo das solugdes ideal e anti-ideal que consiste
em ver qual o menor e o maior valor ponderado para cada critério.

6. O sexto passo é o calculo das distancias das solugdes ideal e anti-ideal, através da
distancia euclidiana da solugdo ideal e da anti-ideal para cada uma das alternativas, ou
seja, aplicacdo das equacgdes 3 e 4:

Equagdo 3:

38




Equacgao 4:

7. 0O sétimo passo consiste no calculo do encore de preferéncia, através da equacao 5:

Equacgao 5:

C;, = Di
‘" Df +Di-

8. Por ultimo com base neste ultimo valor, é classificada como melhor escolha a
alternativa que tenha o C; mais alto que neste caso é o Auto-sklearn.

De modo a aplicar a lista de passos descritos, foi implementado o cddigo presente na figura 7.

Figura 7 - Calculos para aplicagdo TOPSIS

Para os calculos efetuados através do cddigo presente na figura 7, vao ser mostrados os valores
gue vao sendo obtidos a cada uma das operagdes efetuada. Em primeiro lugar na figura 8, vai
ser observada a matriz normalizada:
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Matriz normalizada:

e 1 P 3 1 5 6
Auto-sklearn ©.6667 ©.7809 ©0.7593 ©.7428 0.7071 0.7071 0.7071
TPOT B.7500 ©.6065 0.6644 ©.6614 0.70671 0.70671 0.76871

Figura 8 - Matriz normalizada

Em segundo lugar na figura 9 vai ser observada a matriz ponderada, obtida a partir da matriz
normalizada:

Matriz ponderada:

(%] 1 2 3 4 5 6
Auto-sklearn ©.1333 ©.1171 ©.0759 ©.1114 ©.1861 ©.1414 ©.0354
TPOT ©.15600 ©0.9910 0©.0664 0.0992 ©.1861 ©6.1414 ©.8354

Figura 9 - Matriz ponderada

Em terceiro lugar vai ser calculado a solucdo ideal para D;r e para D; através das figuras 10 e
11 respetivamente:

Solucao ideal (A+):
%

Figura 10 - Solugdo ideal D;f
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Solucao anti-ideal (A-):

e

Figura 11 - Solugdo ideal para D;”

Com base nestes valores vai ser calculada a distancia euclidiana como se pode observar na
figura 12:

Distancias Euclidianas (Ideal e Anti-Ideal):
D+ (Ideal) D- (Anti-Ideal)

Auto-sklearn 0.0167 8.0262

TPOT 0.0262 ©.0167

Figura 12 - Distancias euclidianas

Por ultimo é calculado o encore com base nestas distancias. Para os dados presentes na matriz
os valores de encore consistiram nos seguintes:

e Encore de preferéncia para Auto-sklearn = 0,6481
e Encore de preferéncia para TPOT =0,3519

Por isso a solugdo escolhida foi o Auto-sklearn. Para além de ser a solucdo recomendada como
mais perto da solugdo ideal pelos critérios definidos e os seus pesos associados, com base em
algumas experiencias elaboradas para tentar perceber de uma maneira simples o
funcionamento base de cada uma destas ferramentas, percebeu-se que para este caso a
solucdo mais indicada se mostrou mesmo ser o Auto-sklearn uma vez que ele da uma maior
grau de liberdade para se alterar e manipular cada uma das etapas da pipeline em separado,
sendo que o TPOT é mais fechado para esse tipo de solugdes.

3.3 Andlise da arquitetura da solugao

Em primeiro lugar vai ser apresentada uma visao geral do design planeado para responder ao
problema. Na segunda parte vai ser analisado cada um dos componentes apresentados
individualmente, para explicar o principal objetivo de cada um deles. Na terceira se¢ao faz-se
anadlise do fluxo de dados para ajudar a perceber o funcionamento planeado para a aplicacao.
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Por ultimo, algumas consideracdes mais gerais sobre como se planeia responder a alguns dos
requisitos ndo-funcionais.

3.3.1 Visdo geral

De modo a responder aos requisitos apresentados anteriormente, procurou-se criar um design
para a solugdo o mais simples e modular possivel para fornecer ao utilizador a mais otimizada,
intuitiva e simples interagdo com a aplicacdo, de modo a permitir que o mesmo tenha todo o
proveito das capacidades da Framework usada como nucleo da aplicacdo para treino dos
modelos, mantendo-se longe da necessidade de escrever qualquer cédigo ou analisar conceitos
especificos relacionados a Framework usada. Esta interacao facilitada surge através do uso de
uma interface grafica que torna todo o processo mais user-friendly, e que para além disso
permite que pessoas com menos conhecimento especifico da drea possam também usufruir
das funcionalidades da mesma, por ser bastante intuitiva, fazendo com que através de
pouquissimos cliques o utilizador seja capaz de passar da escolha do ficheiro que quer usar
como fonte de dados para ter um modelo treinado e pronto para efetuar previsdes em dados
enviados por outras aplicacGes, ou servicos. Em seguida para dar um melhor entendimento
deste design proposto vai ser apresentado um diagrama de arquitetura de alto nivel.

Sistema

[ Dado: |

InterfaceGrafica

GuardarinformagaoTreino
EstratégiaTreinoModelo
EstratégiaExplicagdoTreino

[ EstratégiaDeployment |

Figura 13 - Visdo geral arquitetura do sistema

Como ser pode observar estd presente na figura 13 uma representagdao da arquitetura
projetada para o sistema onde se podem identificar sete componentes com fungdes diversas,
gue vao ser analisadas individualmente na préxima se¢do, mas que ao interagirem formam o
sistema. Por alto, todo o fluxo da aplicagdo é controlado pela interface grafica, pois como se
pode observar esse componente esta praticamente ligado a todos os outros componentes, pois
para além de servir como ponte de ligacdo para o utilizador passar de uma fase para outra,
também serve para coleta de dados relevantes como por exemplo, as configuragGes a usar nas
diversas etapas. A partir da interface grafica o primeiro componente a ser invocado é a
RecolhaDados. Uma vez efetuado todas as a¢des definidas nesse componente é dada a opgao
de ser apresentado ao utilizador um componente que é a
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EstratégiaPréProcessamentoCustomizado. Caso o utilizador ndo queria efetuar qualquer tipo
de pré-processamento customizado, ele pode simplesmente através da interface escolher que
nao quer fazer e segue diretamente para a EstratégiaTreinoModelo, que neste caso segue com
a informagado que o utilizador ndo quis efetuar nenhum tipo de pré-processamento entao deixa-
se ativo o modulo de pré-processamento do AutoML. Caso utilizador pretenda trabalhar com
algum tipo de pré-processamento mais customizado, ou simplesmente pretenda querer saber
guais os métodos que foram usados para o mesmo, pode estabelecer as suas configuracdes
para diversas formas de pré-processamento e ele vai ser automaticamente feito, passando em
seguida também para a EstratégiaTreinoModelo. Neste componente como o nome indica é
aplicada a estratégia para realizar o treino do modelo, sendo interno a este componente outros
dois que sdo GuardarinformacdoTreino e EstratégiaExplicacdo de treino. A primeira serve para
guardar as informacdes relativas ao modelo quando acaba o processo de treino e o segundo
para apresentar ao utilizador algumas explicacGes sobre o processo de treino que terminou,
como por exemplo, as métricas de avaliagdo entre outros detalhes. Por Ultimo, o componente
EstratégiaDeployment, permite realizar o deployment de um modelo.

3.3.2 Componentes principais da Arquitetura

Para se ter uma melhor percec¢do de qual a utilidade individual de cada um dos componentes
apresentados da figura 13, vai ser feita uma analise mais detalhada das suas fungées e principais
objetivos.

3.3.2.1 Interface utilizador

Desenvolvida com recurso a um moddulo de Python chamado tkinter, permite a criacdo de
interfaces graficas simples, mas que para esta situacdo se torna bastante util, uma vez que
permite controlar todo o fluxo de operagdes, estados e etapas do sistema, fazendo com que a
transicdo de componente para componente e a passagem de dados entre os mesmos seja feita
de maneira simples e eficaz. A razdo pela qual foi considerado benéfico para o sistema a
implementag¢do de uma interface grafica foi para conseguir aumentar o alcance da mesma, pois
como um dos objetivos é permitir a pessoas com menos conhecimento técnico possam também
usufruir das tecnologias, aumentando assim o grau de automatizagdo, pois com esta retira-se a
necessidade do utilizador ter de implementar qualquer linha de cddigo, ou até ter de realizar
qualguer agdo sem o apoio do sistema desenvolvido.

No seguimento da mesma ideia a interface grafica também ajuda a dar a conhecer as diversas
alternativas de configuragbes disponiveis e a efetuar a sua recolha, tanto no mddulo de
EstratégiaTreinoModelo como no EstratégiaProcessamentoCustomizado. Tornando assim o
modo de customizacdo através das configuracGes mais simples e intuitivo. Neste tipo de
interacdo a interface apresenta de uma forma simples ou em forma de campo para preencher
valores inteiro, ou em campos, com uma lista de op¢des, através de um dropdown menu, as
opcodes de configuragdo disponiveis em cada caso, para que utilizador faca as escolhas que
quiser da forma mais simples, rdpida e apoiada possivel.
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3.3.2.2 Importar dados

Componente projetado com dois principais objetivos. O primeiro, ler e guardar o conjunto de
dados indicado pelo utilizador através da interface grafica. Em segundo lugar, fazer uma anélise
desse conjunto de dados, e aplicar um filtro sobre os campos, ou seja, atributos, que estao
presentes neste conjunto de dados, para que so os atributos que sejam apropriados para
problemas de classificagdo sejam escolhidos como atributo alvo e sejam apresentados ao
utilizador. Desta forma tira-se a responsabilidade ao utilizador de ter de fazer essa distingao,
permitindo assim a utilizadores com menor conhecimento na drea passar por esta fase sem
dificuldades. A regra para definir se o atributo é considerado adequado ou nao, consiste em
analisar em primeiro lugar se o valor € um ndmero ou ndo, caso seja um valor numérico, é
necessdrio verificar se tem uma gama de valores inferior a 20. Caso respeite esta regra
considera-se esse atributo qualificado.

3.3.2.3 Pré-processamento customizado

Componente de pré-processamento customizado, que é apresentado ao utilizador como
opcional. Caso o utilizador queira utilizd-lo possui uma interface gréfica dedicada a recolher os
valores que o utilizador pretende usar nas varias estratégias de pré-processamento escolhidas
e que sdo aplicadas. Com a criacdo desta automatizagao pretende-se por um lado, facilitar esta
etapa retirando a necessidade de fazer todo o trabalho manual de processar os dados, e por
outro lado, dar a utilizadores com um conhecimento menos técnico a possibilidade de também
efetuar esse processo de uma maneira simples e intuitiva. Contudo, dando a op¢ao do utilizador
usar ou ndo este mddulo da também ainda um maior conforto a esses utilizadores em usar a
solugdo.

Para ter um melhor entendimento geral sobre a estratégia desenvolvida pode observar-se
todas as suas etapas na figura 14.

Remover Duplicados Remover Colunas
VSN Com %Nulos>20%
Inicio da estratégia de pré-prc J N ——)
o aplicagdo do passo seguinte pode
ser selecionada ou nao pelo utilizdor
(T (T
Remover Colunas
Processar Nulos 2 s
Com Baixa Variancia
Remover outliers Nc dados
|
Codificagao de

variaveis

N~/ Conjunto de dados com pré-procesamento

Figura 14 - Arquitetura da pipeline de pré-processamento customizada
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Em primeiro lugar decidiu-se retirar os dados duplicados. Em segundo lugar aplica-se um filtro
para as colunas que apresentem uma percentagem de valores nulos superior a um determinado
valor em percentagem que neste caso foi definido como 20%, ou seja este valor é
parametrizavel pelo utilizador. O terceiro passo como pode ser observado na figura 10 é
opcional, podendo ser ativo ou desativo através da interface grafica e consiste na remocgao de
colunas numéricas com baixa variancia de valores. O quarto passo consiste em processar os
dados nulos, onde é definida uma estratégia para dados numéricos e outra para dados
categoricos. Para dados numéricos é possivel aplicar mediana ou média para substituir os
valores. Para dados categdricos pode usar-se a moda, ou a substituicdo pela palavra ‘Unknown’.
O quinto passo consiste em remover os outlier e dd a possibilidade de escolher entre trés
estratégias para isso: Interquartile Range (IQR), ou seja, distancia interquartil, Z-score, ou
Isolation Forest. O sexto passo consiste na normalizacdo dos varidveis numéricas, onde se dd a
possibilidade de aplicar a estratégia de StandardScaling ou MinMaxScaling. E por ultimo a
codificacdo de varaveis categoricas através das estratégias OneHotEncoding ou LabelEncoding.

3.3.2.4 Treino do modelo

Componente de automatizacdo principal da aplicacdo onde a maior parte do processo de ML
acontece de forma automadtica e otimizada usando as capacidades da Framework escolhida
como eixo principal desta aplicagdo. Em primeiro lugar, uma vez que o Auto-sklearn permite
fornecer um conjunto de configuracdes, é dada a possibilidade do utilizador escolher os valores
para essas configuracOes através da interface grafica. Para além disso caso o utilizador tenha
escolhido ou ndo usar o componente de pré-processamento, uma dessas configuracGes é
alterada para usar ou ndo o componente interno do Auto-sklearn que lida com as etapas de
pré-processamento. Caso o utilizador ndo queira usar nenhuma das configuragdes opcionais,
pode escolher deixar todas elas em branco, que a aplicagdo estd desenhada para processar
esses valores e passa-los ao Auto-sklearn como se ndo se tivesse passado esse parametro, uma
vez que todos eles sdo opcionais, possuindo um valor por defeito.

Depois de serem recolhidas as configuragdes, o Auto-sklearn vai usar meta-learning para tentar
comparar os dados fornecidos com dados da internet ou da literatura previamente estudados
e usados por quem desenvolveu a Framework, tentando com que caso exista alguma
semelhanca, procurar se tém alguma lista de técnicas, classificadores , ou conjuntos de
configuragdes para esses mesmos classificadores e técnicas que tenham tido um bom
desempenho, para depois serem usados como prioritarios no processo iterativo de pesquisa
pela melhor pipeline. Depois desta etapa de meta-learning concluida, é selecionada
aleatoriamente uma estratégia para processamento de features e um classificador e com esse
conjunto é usado um optimizador de hiper-parametros Bayesiano para realizar uma otimizagao
na pipeline até ao tempo definido como treshold. Esta estratégia é repetida para todos os
classificadores até o tempo definido esgotar e dai todas as sub-pipelines construidas sdo
combinadas e é lhes atribuida uma classificacdo de acordo com a métrica de avaliacdo definida
inicialmente.

Uma caracteristica de manipulacdo interessante do Auto-sklearn é que permite escolher que
componentes se querem utilizar e foi a partir desta caracteristica que através das configuracdes
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fornecidas é possivel usar o componente de pré-processamento interno do Auto-sklearn, ou o

fornecido pela aplicagdo, sem conflitos ou sobreposi¢des.

As configuracgoes disponibilizadas ao utilizador consistem:

time_left_for_this_task — tempo total disponibilizado para a tarefa de treino ser
realizada, tem como valor pré-definido e por defeito 3600 segundos, e pode ser
definido como ndo tendo limite;

per_run_time_limit —tempo mdximo que uma iteracdo dentro da tarefa geral de treino
tem para treinar um modelo, por default, o valor é 1/10 do indicado na configuragdo
anterior, mas também pode ser definido como nao tendo limite;
initial_configurations_via_metalearning — ndmero inicial de configuracdes a testar
como prioritarias, por defeito é dado o valor de 25 configuragcbes, mas o mesmo
processo pode ser desativado através do uso do valor zero para o campo;
memory_limit — limite de memdria em megabytes associado ao algoritmo treinado.
caso o modelo passe do limite estabelecido o Auto-sklearn vai falhar a run associada e
passar para a tentativa seguinte. O limite pode ndo ser estabelecido associando a
variavel um valor nulo;

ensemble_class — define se usa estratégia de ensemble ou ndo, ou ainda se aplica a
estratégia SingleBest para obter o modelo final associado a tarefa de treino
resampling_strategy — define a solucdo a usar de modo a lidar com o overfiting. Como
possibilidades tem-se por exemplo, holdout ou cross-validation;

metric - caso um valor seja atribuido usa a métrica escolhida para efetuar a avaliacdo
dos modelos de classificagdo produzidos em cada uma das runs, para depois saber quais
ou qual usar para formar o modelo final que é produzido pela tarefa. No caso de
nenhuma opcdo ser selecionada o Auto-sklearn tenta de acordo com o tipo de dados
presente no conjunto de dados escolher a métrica mais apropriada;

scoring_functions — lista de métricas de avaliacdo que vao ser calculadas para cada uma
das execugdes efetuadas;

exclude — configuracdo que permite excluir etapas do processo de treino do Auto-
sklearn, como por exemplo, excluir usar o pré-processador interno pois ja tinha usado
o disponibilizado pelo sistema anteriormente.

Relativamente ao processo de treino de sub-pipelines, ou seja, as varias runs efetuadas, dentro

de cada tarefa, para cada umas das partes podem encontrar-se algumas das seguintes

configuragoes:
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Pré-processamento:

o Codificagdo One Hot de features categdricas;

o Tratar nulos através de médio, moda ou mediana;

o Normalizagao de dados;

o Balanceamento do conjunto de dados através de class weights;
Processamento de features:



Decomposicdo de matriz com PCA, truncated SCV, kernel PCA ou ICA;
Selecdo de features com maior corelagdo com o atributo objetivo;
Selecdo baseada em classificacdo da feature;

Clustering de features;

Expansdo polinomial de features;

O O O O O O

Kernel approximations;
o Feature embeddings.
e Selecdo classificador: Tem acesso a todos os classificadores definidos no sklearn.
e Configuracao classificador: Tem também acesso a todas as configuracdes disponiveis
para cada um dos classificadores no sklearn.

Destas etapas, no processo de treino de sub-pipeline, pode ser aleatoriamente selecionado um
item das duas ultimas sec¢Ges apresentadas anteriormente. Relativamente ao pré-
processamento, podem ser usadas todas as funcionalidades definidas e em relacdo ao
processamento de features, pode ser usado uma ou mais algoritmos de features em simultaneo.

Dentro da estratégia de treino sdo incorporados outros dois componentes como foi explicado
na visdo geral que sdo a exploracdo de dados e o guardar informacdo do treino que sdo
executados quando o processo de treino do modelo do Auto-sklearn termina e que quando
ambos sdo finalizados dao por terminado o componente de treino do modelo.

3.3.2.5 Informacgdo de treino

Componente incorporado no fim da estratégia de treino projetado para ajudar a informar o
utilizador com dados sobre a tarefa de treino. Projetado com recurso a uma interface grafica
simples, fornece ao utilizador um conjunto de informagdes tanto sobre o modelo como sobre a
tarefa executada:

e Visualizacdo da otimizacdo dos hiper-parametros: Procura quais os hiper-parametros
presentes em todas a configuraces de sub-pipelines geradas e através de um heatmap
mostra a influencia de cada um deles no desempenho do modelo, neste caso através
de uma métrica que faz a média dos valores de todas as métricas de avalia¢do usadas.

e Visualizagdo da importancia de features: Tem como objetivo mostrar quais a features
que tém maior impacto na performance do modelo gerado. Esta importancia é
calculada através de uma técnica chamada Importancia por Permutacdo, que mede
qguanto o desempenho do modelo piora quando os valores de uma feature sao trocados
aleatoriamente. Para além de serem apresentadas por ordem de importancia, no fim
sdo apresentadas as features que possuem mais do que 10% de percentagem de
importancia.

e Visualizagdo do relatério de classificagdo (classification report): Fornece uma visdo
detalhada de algumas das métricas de desempenho do modelo final gerado, entre elas,
Precisdo, Sensibilidade, F1-Score e Suporte. Importante, pois, da ao utilizador uma
visdo geral da avaliagao sobre as capacidades do mesmo
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e Visualizacdo da matriz de confusdo: Tabela que descreve o desempenho do modelo
comparando as previsdes efetuadas pelo mesmo com os valores reais, valores de teste.
Permite identificar mais facilmente quais os tipos de erro que o modelo esta a cometer.

e Visualizacdo dos modelos ordenados pela avaliagdo média: Permite observar
ordenadamente pela média das métricas de avaliagdo os modelos gerados pelas sub-
pipelines.

e Visualizacdo da tabela de classificagdo dos modelos de sub-pipelines treinados: Mostra
uma tabela com informacgao detalhada sobre o modelo, como por exemplo métricas de
desempenho e tempo de treino no modelo

e Visualizacdo de modelos e pesos associados: Mostra uma lista de todos os modelos que
foram utilizados para o ensemble final e a importancia relativa de cada um desses
modelos para o modelo final gerado.

e Visualizacdo das estatisticas de treino: Mostra um resumo das estatisticas da tarefa
executada, incluidas informacgGes sobre o nome do conjunto de dados usado, a métrica
usada para avaliacdo e a melhor nota de validacdo obtida, para além disso diz quantas
sub-pipelines correram com sucesso e falharam devido ao tempo estabelecido como
maximo para uma run.

e Visualizacdo do desempenho ao longo tempo: Gera um grafico que mostra como
aumenta a performance dos modelos gerados com o passar do tempo da tarefa, o que
permite por exemplo identificar se um determinado tempo pode ser adequado ou ndo
para um treino, ao observar se a performance vai oscilando, ou vai convergindo para
um valor étimo a medida que o tempo passa.

3.3.2.6 Guardar informagdo do treino

Componente criado para guardar e registar o modelo e algumas informagGes sobre o mesmo
no MLFlow, que consiste numa plataforma de gestdo e monitorizagdo de experiéncias de ML,
gue sdo basicamente treinos de varios modelos, para procurar o melhor modelo para usar numa
determinada solugdo. Com isto o utilizador vai poder aceder as estatisticas dos varios modelos
guardados, comparando-os para ajudar a escolher qual o mais apropriado para ser usado como
solucgdo final para produgao, ou seja, ser deployed. Para além das estatisticas ajuda também a
dar conhecimento ao utilizador qual a estrutura de dados que o modelo vai necessitar receber
para realizar previsdes quando ja estiver pronto e qual o output que vai gerar através do registo
da assinatura do modelo. Uma vez registado o modelo fica guardado e pode ser recuperado e
usado em qualquer altura. Quando este registo é efetuado é criada uma tag personalizada que
identifica o modelo pelo nome para que seja mais facil de distinguir e identificar depois.

3.3.2.7 Realizar deployment

Componente criado para realizar o deployment do modelo escolhido. Uma vez que o utilizador
esteja satisfeito com a qualidade do modelo gerado, sé necessita de procurar esse modelo pelo
nome através duma interface grafica que mostra todos os modelos gerados, ou seja, o resultado
da tarefa de treino para este problema. Depois de escolher o modelo, é feita uma busca no
MLFLow pelo modelo sendo este carregado, ou seja, colocado dentro de um servidor web
criado a partir da tecnologia Flask, que vai permitir facilmente ao modelo receber pedidos para
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realizar previsdes como se se tratasse de uma mera web API. Esta web API com recurso a
estratégia de definir uma rota para a fungao que contem o modelo, fica a escuta por pedidos
podendo ser facilmente acedida por qualquer aplicagdo ou servigo que tenha ligacdo a internet,
através de um pedido http.

3.3.3 Fluxo de Dados

Com andlise individual de cada um dos componentes foi possivel perceber qual o principal
objetivo e funcdo de cada um deles. Nesta secdo vai ser feita uma analise do fluxo de dados
para perceber como a informacgao chega ao sistema e o produto final retornado por ele. Para
isto foi elaborada a figura 15 que tem como funcdo ajudar a perceber os fluxos da mesma.

RecolhaDados fluxo apcional

Inicio do pracesso através da interface grafica

|

Estratégia

quando se seleciona a opgao iniciar deployment

reino

™ “eda
‘pede” modelo que se pretende fazer D

EstratégiaDeployment MLFlow

reforna informagao para deployment

Madelo pronta para receber pedidos de previsio

Figura 15 - Fluxo de dados do sistema

Como se pode observar na figura 15 através da interface grafica o processo de recolha de dados
acontece, onde o utilizador escolhe o ficheiro que pretende usar como dataset a explorar e
depois disso escolhe qual o atributo objetivo que pretende. Depois deste passo o sistema
através da interface grafica permite ao utilizador realizar a estratégia de pré-processamento
customizada ou passar diretamente para a estratégia de treino do modelo. Caso escolha realizar
pré-processamento, através da interface grafica o utilizador é apoiado a realizar escolhas para
os parametros que pretende aplicar para pré-processamento. Uma vez terminada esta agdo
opcional é encaminhada para a estratégia de treino. Nesta componente o utilizador vai definir
quais os parametros de configuracdes adicionais que quer utilizar, ou se ndo quer aplicar
quaisquer configuragdes auxiliado pela interface grafica disponivel e seleciona que pretende
comecgar o treino do modelo. Quando o processo de treino é executado uma vez que esteja
terminado vai invocar o componente de explora¢do de dados, onde vai ser apresentado através
de uma interface algumas informagdes da tarefa que terminou. Uma vez que o utilizador tenha
terminado de observar essas informacoes fecha a janela da interface dessa se¢do. Em seguida
é invocado o componente que guarda informacdo de treino, que vai interagir com uma instancia
do MLFlow, de forma a guardar |3 todas as informagGes previamente indicadas na parte da
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analise individual deste modelo. Este processo de treino pode ser repetido quantas vezes o
utilizador quiser uma vez que quando o componente de treino acaba a sua execucdo, através
da interface gréfica, volta automaticamente ao estado em que estad pronto para recolher as
configuragdes para executar uma nova tarefa. Quando o utilizador obtém um modelo que
responda as suas necessidades, pode facilmente fazer o seu deploy. Para isto sé tem de ativar
a opgao realizar deployment através da interface grafica. Quando invocado o componente da
estratégia de deployment, ele vai permitir ao utilizador escolher qual o modelo que pretende
colocar em producdo dentro de uma lista de modelos treinados para o problema que esta a
resolver, ou seja, modelos que vém das mesmas selecbes efetuadas no componente da recolha
de dados. Depois de escolher o modelo, o sistema vai buscd-lo a mesma instancia de MLFlow
ativa onde foi registado e dai segue o processo explicado na parte individual deste componente,
ficando o modelo pronto a receber requests com as informacdes adequadas para efetuar
previsoes.

3.3.4 Regquisitos ndo funcionais na arquitetura da solugdo

A arquitetura da aplicacdo foi desenhada para atender aos diversos requisitos ndo funcionais
previamente definidos, garantindo que o sistema seja robusto e flexivel o suficiente para evoluir
conforme as necessidades.

A escalabilidade é um aspeto central, permitindo que a aplicacdo lide com grandes volumes de
dados e aumente a sua capacidade de processamento conforme necessario, devido as
capacidades nativas do Auto-sklearn e das configuragdes que permite usar, assegurando que o
sistema possa responder bem ao aumento do volume de dados a processar. O desempenho,
através das mesmas capacidades é otimizado para que o processo de treino seja o mais rapido
e eficiente, minimizando o tempo necessario para gerar resultados bons, mesmo a partir de
conjuntos de dados complexos ou volumosos. Além disso, a usabilidade foi priorizada,
aplicando um design intuitivo através da interface grafica que facilita o uso da aplicacao,
especialmente para utilizadores com conhecimento técnico mais limitado, permitindo que
todos possam tirar proveito das funcionalidades oferecidas. A modularidade da aplicagao,
aliada a documentagdo, assegura sua manutenibilidade, facilitando futuras atualizagdes e
manuteng¢des a medida que novas necessidades ou tecnologias surgem. A compatibilidade com
diferentes sistemas operacionais e a capacidade de integracdo com varias bibliotecas de ML e
frameworks de AutoML foram também consideradas, maximizando a flexibilidade e a
interoperabilidade do sistema. Por fim, a suportabilidade foi cuidadosamente trabalhada,
garantindo que a aplicagdo ofereca um alto grau de configurabilidade sem sacrificar a
simplicidade de uso e a automacdo, permitindo que tanto usuarios técnicos quanto menos
técnicos possam explorar plenamente as funcionalidades proporcionadas pelo sistema.
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4 Implementacao da solucao

Nesta se¢do vao ser abordados os detalhes sobre a implementagao da solu¢do desenhada no
capitulo anterior. Vai ser possivel perceber quais as tecnologias, linguagens e frameworks que
foram utilizados e como estdo interligados para permitir obter o bom funcionamento do
sistema. Para além disso vai poder-se observar a estrutura do cddigo, onde se vai conseguir ter
uma melhor ideia da organizacdo dos mddulos e classes que foram utilizadas. No subcapitulo
seguinte vai ser possivel perceber como foram implementadas algumas das partes mais
importantes dos componentes principais da aplicacdo. Por ultimo, vai ser apresentado através
de um exemplo pratico a aplicagdo em funcionamento.

4.1 Ambiente de Desenvolvimento

Como nucleo desta aplicacdo foi escolhido o Auto-sklearn que é uma Framework de AutoML,
desenvolvida em Python que estd preparada para correr em ambientes Linux, tendo sido
testada a compatibilidade direta em ambiente Windows e ndo se tendo tido sucesso nas
tentativas. Uma vez que se esta a desenvolver a aplicacgdo num computador que usa Windows
e para também ndo ser um fator limitante para os utilizadores foi testada uma maneira para
conseguir usar a mesma. A solucdo encontrada consistiu em instalar e ativar uma maquina
virtual que usasse Linux através das funcionalidades nativas oferecidas pelo Windows Hyper-V.
Com isto instalou-se uma maquina com Ubuntu e trabalhou-se com o projeto hospedado e
configurado nesse ambiente. Para tratar das configuragdes do ambiente, uma vez que se estava
a usar Python, decidiu-se usar o Anaconda que tem como objetivo simplificar o processo de
gestdo de maddulos. O processo utilizado consistiu em criar um ambiente virtual conda
especifico para o projeto que tivesse todos os mddulos instalados e nas versdes certas para que
todas as ferramentas funcionassem sem conflitos. Cada vez que se quisesse ativar esse
ambiente virtual so era necessario usar a funcdo “conda activate exemplo” onde exemplo é o
nome do ambiente que se deseja ativar e tém-se acesso a todos os mddulos instalados no
mesmo. Para instalar mddulos a ferramenta mais usada foi o pip que é um instalador de pacotes
ou médulos para Python. Uma vez que todas as configuracdes foram tratadas criou-se o projeto
usando um ambiente de desenvolvimento integrado para programar em Python que se chama
PyCharm, desenvolvido pela empresa JetBrains. Com ele foi possivel criar o projeto usando o
ambiente virtual previamente criado e podendo assim comecar o processo de desenvolvimento
do sistema. Para o controlo de versdes foi usado o Git.
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4.2 Estrutura do cadigo

Uma vez com o ambiente todo configurado o desenvolvimento da aplicacdo foi feito de maneira
iterativa e modular permitindo ir facilmente identificando os erros que iam decorrendo ao
longo do percurso de implementagao, tendo sido numa primeira parte desenvolvido todo o
core da aplicacdo relativo aos componentes mais importantes associados ao dominio do ML e
s6 depois desenvolvida a interface gréfica que une todos os processos e facilita a interagao do
utilizador com a mesma. Em seguida vai analisar-se o aspeto geral da estrutura da pasta onde
aplicacdo esta guardada.

Project Files ~

Figura 16 - Estrutura da pasta da aplicacdo

Como se pode observar a medida que o desenvolvimento foi efetuado foram sendo
acrescentados passos de complexidade e dai surgiram alguns ficheiros que tém o nome de teste
e se podem observar na figura 16. Esses ficheiros foram uteis para testar os processos que
estavam a ser desenvolvidos para garantir que tudo corria como era esperado. A partir do
momento em que se implementou a interface grafica, todos os componentes foram
convertidos em ficheiros individuais cada um com a sua tarefa como lhe é designado pelo nome
do mesmo. O ficheiro que trabalha como o init da aplicacdo é o ficheiro que se chama
PipelineGeral que o que faz é simplesmente invocar ficheiro FuncionalidadesGraficas. Depois
esse ficheiro tem a capacidade de saber quando tem de invocar cada um dos outros
componentes, que como se pode observar, cada um deles tem o seu prdprio ficheiro, o que
facilita tanto a manuten¢do como adigdo de novos componentes sem interferir com os ja
existentes. Para além disso pode observar-se que foram criadas para alguns ficheiros mais
extensos classes com métodos auxiliares para as tarefas que tém de cumprir, de modo a manter
a organizacdo da aplicagdo. Para além dos ficheiros, podem observar-se algumas pastas que
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foram criadas pela aplicacao de modo a guardar os modelos treinados. Como se pode observar
por exemplo na pasta leasing_creditstatus que guarda todos os modelos treinados a partir do
ficheiro csv leasing e onde o atributo objetivo é a varidvel creditstatus. As pastas mlartifacts e
mlruns sdo pastas geradas com as informacdes dos modelos quando sdo guardados os modelos
no MLFlow, que usa essas pastas para fazer a persisténcia dos modelos e as suas informacdes.

4.3 Overview da implementa¢ao dos componentes principais

Nesta secdo vai poder observar-se detalhes sobre a implementacao de alguns dos métodos que
sdo considerados mais importantes em cada um dos componentes desenvolvidos.

4.3.1 Interface Grdfica

Para se ter uma melhor ideia da implementacao efetuada nesta secdo vai-se fazer a analise do

método que lida com a Recolha de Dados.

Figura 17 - Exemplo de implementacao de interface com recolha de dados

Como se pode observar a interface foi implementada com recurso ao médulo de Python tkinter
como idealizado previamente no design. A estratégia que foi aplicada e se pode observar neste
excerto reflete também a estratégia que foi aplicada para todas as vistas que a aplicagdo possui.
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Na figura 17 observa-se que as acdes sao tomadas a partir da opcao “command”, que define a
acao que acontece quando se clica no botdo onde é definida. Pode observar-se por exemplo na
linha 29 onde é invocada a fungdo selecionar_arquivo, que define a légica para o utilizador
escolher o arquivo que pretende selecionar como conjunto de dados para o treino. Entre a linha
38 e 40 é estruturado o aspeto grafico que suporta a exibicdo dos campos do ficheiro escolhido
que sdo filtrados como qualificados para serem varidveis objetivo e permitir selecionar um deles.
A linha 45 é um botdo que ajuda a confirmar as escolhas efetuadas e que invoca através da
op¢do “command” uma funcdo que permite ao utilizador efetuar o pré-processamento
customizado ou passa diretamente para o painel do treino do modelo.

4.3.2 Recolha de Dados

Um pormenor importante nesta parte é a légica explicada anteriormente que permite

identificar se uma coluna é ou ndo qualificada para ser atributo alvo.

Figura 18 - Implementagdo da regra definida para qualificar colunas para atributo objetivo

Como se pode observar na figura 18, o método classifica como verdadeira ou falsa a coluna que
recebe como parametro pois é invocado para todas as colunas do dataset escolhido, fazendo
assim a filtragem segundo a regra explicada no capitulo do design.

4.3.3 Estratégia de Pré-Processamento Customizada

Na figura 19 vai observar-se toda a ldgica da pipeline de pré-processamento implementada e
usada pela aplicacdo caso o utilizador queira usar a mesma.

54



Figura 19 - Implementacdao do método que estrutura a pipeline de pré-processamento

Como se pode observar a fungdo recebe as escolhas do utilizador para cada um dos passos que
implementa e vai para cada um deles, passando o modelo processado pelo passo anterior e a
estratégia a aplicar nesse passo. Por exemplo, linha 24, tratamento de dados nulos, quando a
funcdo processar_dados_nulos é invocada é |he passado o ultimo conjunto de dados, e as
estratégias escolhidas, para este caso, e retorna o conjunto de dados com as estratégias ja
aplicadas. Na linha 20 pode observar-se um operador condicional uma vez que é dada através
da interface grafica a possibilidade de o utilizador aplicar esse campo ou ndo no pré-
processamento que esta a efetuar.

4.3.4 Estratégia de Treino do Modelo

Esta é a secdo que implementa diretamente a Framework core de AutoML, o Auto-sklearn,
daqui é importante destacar algumas partes. Em primeiro lugar como se observa na figura 20,
a divisdao em conjunto de teste e conjunto de treino:

_test, y_train, y_test = train_test_split(

Figura 20 - Implementacdo da estratégia de divisdo de dados para treino e teste

Como se pode observar consiste na invocacdo da funcdo train_test spit do moddulo
sklearn.model_selection, que recebe como argumento a proporg¢do que o utilizador quis dar a
variavel test_size através da interface grafica.

Outro pormenor importante é a criagdao do conjunto de métricas adicionais que se informa o
Auto-sklearn que sdo importantes para serem guardadas junto com os resultados do modelo,
caso essa atribuicdo ndo seja feita, essas métricas ndo sao calculadas. Pode observar-se essa
criagdo na figura 21 e depois pode ver-se a atribui¢do na figura 23.
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Figura 21 - Implementacdo das métricas adicionais a guardar nos resultados

Um passo importante é o representado na figura 22 que é o que permite ter a opgao desativar
exclude” que depois é

|ll

o modulo interno do Auto-sklearn através do valor dentro da variave

passada com atributo na figura 19.

irn. pipeline.components.

Figura 22 - Implementacdo da adicdo de um componente para uma secdo especifica do Auto-
sklearn

Na figura 23 é feita a criacdo da instancia do AutoML e o seu fit, como se pode observar.

Figura 23 - Implementacdo instancia automl com configuragGes e respetivo fit

Quando se cria a instancia automl| através da funcao do
autoskelarn.classification.AutoSklearnClassifier sdao passados por parametro todas as
configuracgdes escolhidas pelo utilizador e processadas pelo sistema que permitem ter toda a
configurabilidade do processo de treino que é executado quando se faz o automl.fit com os
conjuntos de teste.

Dois pormenores importantes que também sdo implementados dentro deste componente sdo
a invocacdo da estratégia de explicagdo através do método presente na figura 24 e também a
invoca¢do do método que guarda o modelo no MLFlow na figura 25.

Figura 25 - Implementacdo da invocagdo do componente com a estratégia de guardar

informagdo sobre o modelo
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4.3.5 Estrategia Deployment

Para as etapas da estratégia de deployment implementada tem-se as etapas identificadas na
fungdo que esta na figura 26.

_Nname , no

L_name)

Figura 26 - Implementacdo da estratégia de deployment

Como se constata o primeiro passo consiste em ir buscar o identificador da run associado ao
modelo que se pretende fazer deployment através da fungdo que é invocada na linha 78. Na
linha 83 invoca-se a funcdo que trata dos restantes processos, que sdo carregar o modelo
diretamente do MLFLow e depois de ter esse modelo carregado criar a aplica¢do Flask e a rota
gue permite fazer as previsdes usando o modelo carregado.

4.4 Exemplo de uso da aplicagao

Nesta secdo vai ser mostrado através de um exemplo a aplicacdo em funcionamento. Em
primeiro lugar é necessdrio ativar a instancia do mliflow, e neste caso optou-se por fazer isso
dentro do ambiente virtual Linux onde a aplicagdo esta guardada. Para além disso também se
vai ativar o ambiente conda criado para o desenvolvimento da aplicagdo.

| server --host 127.8.0.1 --port 8082
9] [INFO] Starting gunicorn 2 C
[INFO] Listening at: http://127.0.0.1:8082 (789)

SYNC

~ with

r with
) g with
[INFO] Booting worker with

Figura 27 - Exemplo de ativacdo de ambiente virtual e inicio de uma instancia do MLFow

Como se pode observar na figura 27, o ambiente virtual é ativo através do primeiro comando
executado e com o segundo comando pretende-se iniciar a instancia do MLFlow definindo o
seu endereco e a porta para ficar a escuta.

Uma vez definido o ambiente inicia-se a aplicagdo sendo a vista da figura 28 a primeira janela
apresentada ao utilizador.
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™ selegédo do Ficheiro €SV e colu... | — |[ O] x|

Selecionar arquivo CSY Henhum arquivo zelecionado

Prosseguir

Figura 28 - Visdo inicial da aplicacdo

Como se pode reparar tem um botdo que permite escolher um arquivo csv e um botdo que
serve para prosseguir para a préxima secao, como o primeiro objetivo é selecionar um arquivo
vai clicar-se nesse botdo e vai surgir a seguinte vista:

™ Open S=1F3

Directory: Shome nunosAutomateddachinelearningTest AAutomateddachinelearningTest  — | @ ‘

B .idea [ mlruns
[E5 __pucache__ [E5 Mane

|r:'| leazing creditstatus D leasing,csy

|r:'| leazing,cav
|r:'| leasing_creditstatus

|r:'|m1ar‘tiFacts

[ET [¥]
File name: | Open

Files of tupe: LSV files (*,cawv) 4| Cancel |

Figura 29 - Vista auxiliar para escolher ficheiro csv

Depois de selecionado a vista inicial vai automaticamente alterar-se para a seguinte:
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™ selegéo do Ficheiro CSV e coluna al...[ — |[O][ x|

Selecionar arquivo CSY Arquivo selecionado: leasing,csw

Selecione a coluna alwo: —'|

tittlecli
maritalst
cohtract
payment

) ob,jfunded
Prozzeguir
children

mortgage
duration
creditstatus

Figura 30 - Vista atualizada depois da selecdo do ficheiro de dados

Como se pode observar na imagem o sistema processou o conjunto de dados escolhido e das
13 colunas que o ficheiro possuia filtrou através da regra explicada anteriormente quais dessas
colunas estavam aptas para ser aplicada um algoritmo de classificacdo e essa lista pode
observar-se no campo que permite a escolha da coluna alvo. Neste caso vai ser escolhida a
variavel creditstatus e vai ser selecionado o botdo Prosseguir. Quando se efetua esta decisdo o
sistema vai verificar se existe uma pasta para modelos para esse problema especifico, ou seja,
para o mesmo conjunto de dados, ou pelo menos, para conjunto de dados com o mesmo nome
e que depois seja para a mesma coluna alvo. Caso essa pasta exista ndo faz nada, no caso de a
pasta ndo existir cria a pasta onde o modelo vai ser guardado localmente. Este passo é
importante pois ajuda a organizar os modelos treinados por problema caso queiram ser
reutilizados.

A segunda vista que aparece é a que estd na figura 31.

™ Preprocessamento| _ |[O][ x|

@ Pretende efetuar preproceszamento?

Yes | Mo |

Figura 31 - Vista para escolha entre realizar pré-processamento customizado ou ndo

Nesta etapa o utilizador pode escolher entre aplicar o pré-processamento customizado
disponibilizado pela aplicagdo, ou usar o modulo interno no Auto-sklearn. Neste caso vai usar-
se o moédulo de pré-processamento customizado desenvolvido. Caso o utilizador selecione “No”,
vai ser automaticamente usado o pré-processador interno do Auto-sklearn e vai prosseguir para
a vista do treino do modelo.

Quando se seleciona o “Yes”, é apresentada a informacdo que esta presente na figura 32.
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Campos para Preprocessamento

Eztratégia para dados numéricos: i
Eztratégia para dadoz categoricos: —
Eztratégia para remover outliers: —

Eztratégia para codificapio de dadoz categiricos: —
Eztratégia para normalizacio de dados numéricos: —
Remover colunas com baixa varidnciag [

Threshold para baixa varidncia (0 para padrso): |

Prozzequir para Treino |

Figura 32 - Interface pré-processamento customizado

Como se pode observar, através desta interface é possivel selecionar todas as configuracdes

necessarias para realizar o pré-processamento customizado, desenvolvido para esta aplicacdo.
Para o primeiro campo sdo aceites as op¢des que estdo na figura 33.

Eztratégia para dados numéricos: —
=T
Estratégia para dadoz categdricos: nedian

Figura 33 - Opg¢Oes para primeiro campo

Relativamente a segunda opg¢ao, as op¢des também se podem observar na figura 34

mode  — |

mode

Zstratégia para dados categiricosi

Eztratégia para remover outliers: unknaun

Figura 34 - Op¢Oes para segundo campo

Para o terceiro parametro as opg¢des sdo as indicadas na figura 35.

Eztratégia para remover outliers: igr = |
iqr
gia para codificacio de dados categdricos: Zaoore

izolation_forest

Figura 35 - Opc¢Oes para terceiro campo

Para o quinto e sexto parametro as op¢des sdo encontradas respetivamente na figura 36 e 37.
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Eztratégia para codificagao de dadoz categoricos: onehot = |

onehot
Estratégia para normalizacdo de dados numéricos: label

Figura 36 - Opgdes para quarto campo
cstratégia para normal izacdo de dadoz numéricosi gtandard — |

) o standard
Remowver colunas com baixa waridnciad 5
minmax

Figura 37 - Opg¢Oes para quinto campo

Quanto a ultima opc¢do de pré-processamento, ela pode ser escolhida de ser aplicada ou ndo
pelo utilizador através da checkbox que aparece a frente da sua descricdo como se observa na
figura X. Uma vez selecionado esse campo, desbloqueia o campo de baixo para recolher qual o
valor pretendido para o utilizador para o campo desbloqueado.

Uma vez que o utilizador esteja satisfeito com as configuracGes desejadas para o pré-
processamento, clica no botdo “Prosseguir para treino” onde é encaminhado para a interface
de treino do modelo e o seu deployment que se pode observar na figura 38.

™ selegéo do Ficheiro ¢s... [ _ |[O][ x|

Opgées de Treino do Modelo

Tempo para executar tarefa (segqundos):
3600
Tempo por corrida {segundos)s
360
Mimera inicial de configuracdes wia metalearnings
25
Limite de memiria (MB):

Enzemble classi
Ugar —
Resampling strategy:
holdout  —
Métrica para avaliary

accuracy - |

Proporcio para conjunto de treimofteste (0,1-0,3):
0,25

Iniciar Treino

Iniciar deployment

Figura 38 - Vista do painel de treino de modelo
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Como se pode observar nesta interface é fornecido ao utilizador uma maneira simples de editar
as configuracdes que pretende usar para treinar o modelo. Tendo campos para a leitura de
valores numéricos como é o exemplo do tempo para executar tarefa, e também lista com as
opcdes que outras configuracdes suportam como é o caso do campo métrica para avaliar. Com
esta maneira de apresentacdo e selecdo das configuracées qualquer utilizador mesmo que
tenha grande conhecimento técnico é capaz de usar sem qualquer dificuldade as varias op¢Ges
oferecidas pela Framework. Para este caso as configuracdes fornecidas vao ser, para o campo
tempo de execucdo da tarefa, que é o tempo total que tarefa pode demorar, em segundos, vai
ser 600 seg.. O tempo por corrida, que é o tempo maximo que uma run pode demorar dentro
da tarefa vai ser 45 seg.. O numero inicial de configura¢des vai ser 25. O limite de meméria nao

|”

vai se aplicado, logo vai sem valor. Na variavel “ensemble class” vai ser escolhida a op¢do “Usar”,

sendo que as op¢des disponiveis podem ser observadas na lista na figura 29.

Ensemble class:

Uzar  — |

zal Lzar
Mio uzar

7 Uszar o melhor
Figura 39 - Opc¢Ges para varidvel “Ensemble class”

Onde “Usar” significa que no fim de correr as varias runs dentro da tarefa se vai aplicar uma
estratégia de ensemble para formar o modelo final para a tarefa. A opcdo nao usar ndo aplica
qualquer forma de ensamble e a op¢do Usar o Melhor usa o modelo que tenha maior
classificagdo de avaliagdo.

Para a configuragdo “resamplig strategy” estdo disponiveis as opgdes representadas na figura
40.

Rezampling strategy:

holdout.  — |

Hett holdout
oy
holdout-iterative-fit
: cy-iterative—fit
** partial-cy

Figura 40 - Op¢Oes para varidvel “Resampling strategy”

Neste caso vai ser selecionada a estratégia “cv”. Relativamente a configuracdo da métrica para
avaliar, estdo disponiveis as opgles representadas na figura 41.
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Hétrica para avaliar:

accuracy - |

a col accuracy =
0, f1
roc_auc
_ precizion
recall
Illng_lnss

—— Ajustado ao caso

Figura 41 - OpgOes para varidvel “Métrica para avaliar”

A escolha da métrica impacta diretamente nos resultados uma vez que o Auto-sklearn vai
ordenar as solucdes pela avaliacao da respetiva métrica para a tabela de lideranca dos modelos,
o que tem implica¢des depois nos modelos escolhidos para construir o ensamble. Nota-se que
a opgdo “Ajustado ao caso” é a confirmacgdo por defeito da Framework que tenha de encontrar
a métrica de avaliacdo mais apropriada para a solucdo através da andlise do conjunto de dados

usados. Neste caso vai ser usado accuracy.

Por ultimo a configuragdo serve para o utilizador definir a propor¢do da divisdo de dados para
treino e teste usado na funcgdo train_test_split previamente apresentada, onde neste caso foi
escolhido usar o valor 0.25.

Em qualquer um dos campos que suporta valores em branco, essa é a estratégia a utilizar caso
utilizador ndo queria usar um determinado campo. Caso queira usar os valores por defeito o
utilizador ndo precisa de definir qualquer uma das configuraces que Ihe sdo mostradas.

Quando o utilizador tiver todas as configuracdes escolhidas pode efetuar o treino do modelo
com essas configuragdes simplesmente clicando no bot3o Iniciar Treino.

Caso o utilizador ja esteja na etapa em que quer fazer o deploy de um dos modelos que treinou
para o problema, sé necessita de clicar no botdo Iniciar deployment.

Para ja, neste caso vai ser treinado um modelo por isso vai ser selecionado o botdo IniciarTreino
e vai se apresentada a janela que se pode observar na figura 42.

O Treino [_ |[O][ x|
(_j Iniciando o treino do modelo...
vy

0K

Figura 42 - Confirmacdo do inicio do processo de treino

O treino do modelo vai comecar quando o botdo Ok for pressionado.
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Passado o tempo definido no primeiro parametro configurdvel usado na visdao de treino de
modelo a janela anterior desaparece e aparece a janela relativa a estratégia de explicacdo que
se pode observar na figura 43.

™ Estrategia Explicacao IZIIEIIZI
-]

Eztrategiabxplicacan
Hyperparameter Tuning Yisualization:

Permutation Importances:
Feature 53 3,052
Feature 23 10,71%
Feature 33 4,878
Feature 10: -0,16%
Feature B: 0,12%

Hyperparameter

IIIIIIIIIIIIII =]

Fechar e Continuar

Figura 43 - Visdo geral da estratégia de explicacdo

Nesta janela podem ser encontradas todas as informac¢des detalhadas na parte do design da
explicacdo, mas como a janela é grande vai ser mostrado individualmente cada passo. Repara-
se que na parte inferior da janela estd o botdo que permite fechar a janela e que vai permitir a
continuacdo da execucdo do cddigo, neste caso, vai permitir passar para o componente que
guarda o modelo no MLFlow.

Em primeiro lugar nesta janela de explicacdo é mostrado um heatmap relativo aos hiper-
parametros como se pode observar na figura 44.
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Hyperparameter Tuning Heatmap

nOme

balancing:strategy

=

L% ] 031

weighting
o

- 0.0
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ernoulli_nb
extra_trees -
EITETART G
i_boasting
_neighhors
da -
alinear_svc -
libswm_swe -
mip
AOQressive |
do_forest
sqd -

Figura 44 - Heatmap sobre hiper-parametros

Em seguida é mostrada informacdo sobre importancia de features, como se pode observar na
figura 45, que mostra as features com mais de 10% de importancia, e também um grafico de
bigodes que também tenta refletir a importancia s6 que de uma maneira mais geral, como se

pode observar na figura 46.

Features com maiz de 10% de importancia:
objfunded: 15,86% +/- 0,77
maritalzt: 10,558 +/- 1,12%

Figura 45 - Informacdo sobre importancia de features
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Figura 46 - Informacdo geral sobre importancia de features

E também mostrado ao utilizador a matriz de confus3o e o relatério de classificacdo, como se
pode observar respetivamente nas figuras 47 e 48.

Confusion Matrix:
[[126 8]
[ 6 F18]]

Figura 47 - Matriz confusdo

Claszification Report:

precizion recall fl-score  support

bad 0,95 0,34 0,95 134

qood (2,99 0,499 0,99 B24
accuracy 0,93 hia
MAcro avg 0,97 0,97 0,97 hi
weighted avg N 0,98 0,98 708

Figura 48 - Relatério de classificagdo

Outras informag¢des mostradas ao utilizador sdo dados relativos aos modelos treinados dentro

da tarefa geral, como se pode observar na figura 49, onde aparecem os modelos ordenados
pela avaliagdo média.
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“ezultados ordenados

mean_test_score

b+

pela avaliacdo média
param_feature_preprocessorizelect_rates_claszificationimode

23 0,981962 .. Mah
3 0381522 .. NaN
44 0,98622 ., Mah
3 0,38622 .. Mah
43 0381082 .. Mal
32 0979762 ... Mah
47 0,3738383 ... NaN
26 0,973003 ... Mald

Figura 49 - Lista modelos ordenados por classificagdo média

E também uma tabela de classificacdo dos mesmos modelos treinados na tarefa, como se

observa na figura 50.

laDela daF Classlf ICag0es doF MOdelof Lrelnados
rank ensemble_weight

++s balancing_strategy

mode] _id res

Zh 1 0,22 .. none
11 2 o.04 ... =
45 3 0,08 ... nohe
3 4 016 .. none
b1 b 000 L, =
24 G 010 .. nohe
43 7 006 .. none

config_origin

Local Search
Initial design
Random Search
Initial design
Random Search
Local Search
Local Search

Figura 50 - Tabela classificagdo dos modelos da tarefa

Para além disso sdo também mostradas as estatisticas gerais da tarefa executada, como se pode

observar na figura 51.

Eztatizticas do sprint de treino
auto—zklearn results:
Datazet name: 77ebblca-Bab0-11ef-8171-00155dc893abf
Hetric: accuracy
Best walidation score: 0,931962
Mumber of target algorithm runzi 51
Humber of successful target algorithm runs: 20
Mumber of crashed target algorithm runs: 20
Mumber of target algorithms that exceeded the time limit: 6
Humber of target algorithms that exceeded the memory limit:

Figura 51 - Estatisticas da tarefa

0

E por fim um grafico que pretende dar o utilizador uma melhor perce¢do da performance,

medida através da accuracy ao longo do tempo, como se observa na figura 52.

67



Auto-sklearn accuracy over time

1.000 + ﬁ

0.995

0.990

0.985

0.980 —
—— ensemble_optimization_score

single_best_optimization_score
£ —— single_best_train_score

T T T T T T T T T

57 o o ok Ve ok o o0 ot

oo oY oY oY oY oY oY oY oY
ok ok ok ok ok ok ok ok ok

Timestamp

Figura 52 - Performance ao longo do tempo

Depois de analisar toda a informagao disponibilizada o utilizador pode fechar a janela através
do botdo “Fechar e Continuar” que se encontra na figura X. Uma vez selecionado o sistema vai
tentar guardar o modelo e as suas informagdes no MLFlow e em caso de sucesso retorna uma
mensagem de sucesso como se pode observar na figura 53.

Figura 53 - Confirmacdo sobre processo que guarda as informac¢des do modelo no MLFow

Quando este processo termina, o utilizador volta para a interface de treino de modelo onde
pode escolher realizar um novo treino, ou iniciar o processo de deployment.

Contudo o utilizador também pode aceder a instancia do MLFlow para analisar os modelos
guardados e as suas informacgdes. Na figura 54 pode observar-se o aspeto da interface inicial do
MLFLow.
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+r Expenmental

Figura 54 - Interface inicial MLFlow

Ao analisar a imagem percebe-se que um modelo foi adicionado ha 1 minuto, que foi
exatamente o modelo que foi treinado previamente para esta demonstracdo. Através desta
interface podem analisar-se os diferentes modelos que foram treinados e compara-los entre si
de uma maneira mais simples e intuitiva.

Se o utilizador quiser observar mais informacdes especificas relativas a algum dos modelos
guardados so necessita de selecionar o respetivo modelo e a interface da figura 55 vai ser
mostrada.

awesome-fox-518
Overview

Description

Mo

Details

Run ID 7 747 f4a9d%eas

D

Training Info: leasing 8.pkl /7

PipelineGeral py

Figura 55 - Informagao geral sobre um modelo selecionado

Através da figura pode observar-se que alguns detalhes gerais sobre o modelo criado sdo
guardados para ajudar o utilizador a distinguir cada um dos modelos criados. Para além de
detalhes gerais sdo também guardados os parametros de treino e algumas métricas de
avaliagdo, como se pode observar nas figuras 56 e 57.
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Metsics (1)

Figura 56 - Parametros e métrica de avaliagdo guardada no MLFow

delete_tmp_folder_after terminate True

dask_client Mone

scoring_functions [accuracgy, f1, roc_auc, precision, recall, log_loss]
ensemble_kwargs MNone

ensemble_nbest 50

time_left_for_this < 600

per_run_time_limit 45

exclude Mone

get_smac_object_callback Mone

ensemble_class < ‘autosklearn.ensembles.ensemble_selection.EnsembleSelection'>

Figura 57 - Continuacdo da lista de parametros guardados no MLFow

Como se pode confirmar todos os parametros que foram selecionados como configuracées pelo
utilizador na interface do modelo de treino estdo guardados nesta se¢dao o que pode ser util
caso queira repetir configuracGes de treino, ou até ajustar alguns parametros de acordo com as
observagoes dos resultados dos modelos.

Para além da se¢do da Overview que estd a ser mostrada na figura 55, podem também ver-se
se¢Oes, como por exemplo, sobre as métricas de avaliagao guardadas e os artefactos do modelo.
Relativamente aos artefactos podem ser bastante Uteis uma vez que, como se pode verificar na
figura 58, se pode obter informacdo sobre o esquema dos inputs e outputs esperados pelo
modelo treinado.
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awesome-fox-518

leasing_creditstatus/leasing_8.pkl

MLflow Model

Bl outputs

Figura 58 - Visualizacdo da sec¢do sobre artefactos do modelo guardados

Voltando para a aplicagdo o utilizador ja tem a ideia de qual o modelo que acha mais adequado
para ser implantado e disponibilizado para realizar previsdes e entdo clica no botdo “Iniciar
deployment” que esta na interface de treinar modelo. Ao clicar neste botdo é mostrada uma
lista de todos os modelos treinados que servem para fazer previsdes para o conjunto de dados
selecionado na recolha de dados, mais especificamente, na pasta cuja explicacdo foi feita no
inicio desta secdo, e que combina o nome do conjunto de dados com o atributo objetivo do
mesmo. O aspeto da lista para este exemplo pode visualizar-se na figura 59.

O...[- 3]

leazing_4.pkl
leazing_2.pkl
leazing_B.pkl
leazing_3.pkl
leazing_b,pkl
leazing_7.pkl
leazing_1.pkl
leazing_E,pkl

Selecionar

Figura 59 - Lista com op¢des de modelos adequadas para problema

Da lista exibida é entdo selecionado o modelo que foi criado em ultimo, que neste caso é o
“leasing_8", como também se observou no MLFlow através da tag do modelo criada. Depois de
selecionar o modelo aparece uma interface para confirmar a selegdo como na figura 60.
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™ Modelo Selecion...[ - |[O][ x|

g‘, VMocé zelecionou: leasing_8,pkl

Figura 60 - Interface de confirmagdo do modelo escolhido
Uma vez confirmada através do botao “OK”, os dados mostrados na figura 51 aparecem.

Run ID: 571ccc2a599747b0892dT4a9d%eabds3

Starting local web server...
# Serving Flask app 'EstrategiaDeployment'

* Debug mode: off

Figura 61 - Processo de download dos artefactos e deploy do modelo

Como se pode observar na figura 61 o modelo foi carregado a partir da instancia de MLFlow, e
partir dai foi ativo o servidor para efetuar previsGes com o modelo treinado.

Para simular a interagdo com uma aplicacdo foi usado o Postman como se pode analisar na
figura 62.

v http://127.0.0.1:5000/predict
ETETES Authorization H Body Scripts ests Settings

none form-data x-www-form-urlencoded @ raw binary GraphQL

Figura 62 - Simulagdo de uma interagao com sistema através do Postman
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Como se observa definido o url para a aplicacdo Flask criada, para a rota associada a
funcionalidade de executar previsdes, definindo o pedido como um POST e colocando a
informagdo com o esquema de input que o modelo necessita, o pedido é enviado e como se
pode observar na resposta é obtido um status 200, o que significa que conseguiu contactar sem
problema com o sistema Flask e para além disso recebeu a previsdo que recebeu para os dados
submetidos foi “good”, ou seja o “creditstatus” para esta instancia é previsto como sendo bom.
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5 Experiéncias efetuadas e avaliacao da
solucao

Nesta secdo vao ser explicados os testes que vao ser realizados de modo a avaliar o sistema
desenvolvido. Para isso vao ser descritos os cenarios de avaliacdo, depois os resultados dos
testes, uma avaliagcdo de um prisma ético e por ultimo uma discussao dos testes apresentados.

5.1 Metodologia

Em primeiro lugar, vao ser definidos alguns cendrios para as experiéncias de forma avaliar
diferentes situacdes e parametros, podendo assim avaliar melhor o impacto e o valor da solucao
desenvolvida.

Para realizar os testes foram escolhidos 2 conjuntos de dados com caracteristicas diferentes:

e (D1 - Titanic Dataset (https://www.kaggle.com/datasets/yasserh/titanic-dataset):
representa um conjunto de dados simples e mais pequeno (891 entradas e 12 variaveis
diferentes);

e (CD2 - Adult Census Income (https://www.kaggle.com/datasets/uciml/adult-census-
income): representa um conjunto de dados mais complexo e maior (32600 entradas e
15 variaveis diferentes).

Em seguida vao ser explicados os varios cendrios onde os conjuntos de dados vao ser usados de
modo a avaliar a aplica¢do desenvolvida:

e Teste 1: Aplicacdo vs métodos tradicionais
o Cenario 1: Neste cendrio vai ser usado CD1
= (Critérios de avaliagdo: Tempo execugcdo, métricas de avaliacdo de
modelos, neste caso accuracy e precision, comparacdo de curva de
aprendizagem, interagdes a executar e tempo de desenvolvimento.
o Cenario 2: Neste cendrio vai ser usado CD2
= (Critérios de avaliacdo: Tempo execucdo, métricas de avaliacdo de
modelos, neste caso accuracy e precision, compara¢dao de curva de
aprendizagem, interacOes a executar e tempo de desenvolvimento.

e Teste 2: Aplicacdo vs Auto-sklearn
o Cenario 1: Neste cendrio vai ser usado CD1
= (Critérios de avaliacdo: Tempo execucdo, métricas de avaliacdo de
modelos, neste caso accuracy e precision, compara¢dao de curva de
aprendizagem, interagGes a executar e tempo de desenvolvimento.
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o Cendrio 2: Neste cenario vai ser usado CD2
= (Critérios de avaliacdo: Tempo execugdo, métricas de avaliacdo de
modelos, neste caso accuracy e precision, comparacdao de curva de
aprendizagem, interacdes a executar e tempo de desenvolvimento.

o Teste 3: Aplicagdao com pipeline customizada vs Aplicagao sem pipeline customizada
o Cendrio 1: Neste cenario vai ser usado CD1
= Critérios de avaliagdo: Métricas de avaliagao de modelos, neste caso
accuracy e precision.
o Cendrio 2: Neste cenario vai ser usado CD2
= Critérios de avaliagdao: Métricas de avaliagao de modelos, neste caso
accuracy e precision.

O principal objetivo com o primeiro teste é perceber qual o impacto e a diferenca entre usar a
aplicacdo e usar os métodos tradicionais de ML tanto em termos de performance, ou seja,
métricas de avaliacdo de desempenho dos modelos, e também pela acessibilidade a utilizadores
com menos capacidades técnicas na area através da analise da curva de aprendizagem. Para
além disso também vai ser comparado o tempo de desenvolvimento de cada uma delas, ou seja,
o tempo de execuc¢do desde o inicio do processo de treino até ter o modelo pronto a efetuar
previsdes e também comparar o numero de interacdes que o utilizador necessita de executar.

Com o segundo teste o objetivo é perceber o que a aplicacdo acrescentou ao Auto-sklearn. Para
isto vdo ser avaliados tempo de execucdo do processo, métricas de avaliacdo, curva de
aprendizagem e tempo de desenvolvimento e nimero de interacées.

Com o terceiro teste o objetivo é perceber quais os impactos da pipeline customizada na
performance dos modelos e para isso vao ser testados tempo de execugdo e métricas de
avaliacdo.

Nos trés testes vai ser possivel comparar os resultados para os dois conjuntos de dados
propostos de maneira a testar a escalabilidade da solugdo uma vez que o segundo conjunto de
dados é 10 vezes maior em termos de entradas do que o primeiro conjunto de dados.

5.2 Resultados dos testes efetuados

A tabela 2 apresenta os testes relativos ao primeiro cenario.
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Tabela 2: Testes cenario 1

Solugcdo | Conju | Tempo | Accur | Precision Curva Interacdes | Tempo de
para nto de | de acy Aprendiza | até obter desenvolvim
treino dados | execug gem resultado ento
ao
(segund
0s)
Aplicag | CD1 600 0,82 Negativo: | Rapida Interface Imediato
ao 0,82;
Positivo:
0,82
Aplicag | CD2 600 0,87 <=50k:0,8 | Rapida Interface Imediato
ao 9;
>50k:0,79
Tradicio | CD1 115.56 | 0,81 Negativo: | Lenta Implement | Médio/Alto
nal 0,84; acdo de
Positivo: codigo
0,74
Tradicio | CD2 10232. | 0,85 <=50k:0,8 | Lenta Implement | Médio/Alto
nal 77 8; acdo de
>50k:0,74 codigo

Como se pode observar na tabela, foram postas em comparacdo para as duas solugdes
diferentes, a aplicagdo desenvolvida e uma solugdo mais tradicional, tempo de execugao,
métricas de avaliagdo, mais precisamente accuracy e precision e para além disso trés
parametros, curva de aprendizagem, interacGes até obter resultado e tempo de
desenvolvimento. A curva de aprendizagem que neste contexto significa principalmente a
facilidade de usufruir das funcionalidades oferecidas pelas solugdes, para estas duas solugdes é
praticamente oposta. Para a aplicacdo é rapida devido a interface que torna todo o processo
intuitivo e simples para qualquer utilizador. Enquanto para o processo tradicional o utilizador
tem de possuir um grande conhecimento da area cientifica e da drea do conjunto de dados com
que esta a trabalhar. Em relagdo as interagdes, todas as acdes que o utilizador necessita realizar
sdo automatizadas através da interface, por outro lado no processo mais tradicional é
necessario escrever codigo para alem de ter um conhecimento grande da area uma vez que
todos os processos da pipeline tém de ser implementados individualmente pelo utilizador. O
terceiro parametro, o tempo de desenvolvimento, vem diretamente do Ultimo parametro
analisado. Para a aplicacdo o processo de desenvolvimento é imediato uma vez que o utilizador
sO necessita de interagir com a interface para fazer as suas escolhas e efetuar o treino do
modelo e o do seu respetivo deploy. Para além de imediato o processo ainda acrescenta
automaticamente etapas de explicacdo dos processos e dos resultados. Nas solugdes
tradicionais, o tempo de desenvolvimento é grande, pois mesmo que o utilizador possua um
conhecimento extensivo na drea necessita de realizar a implementagdo de todas as etapas o
que acaba sempre por consumir tempo. Relativamente ao tempo de treino e as métricas de

avaliagdo. Para o CD1 a diferenca da accuracy foi de 1% vinda de uma diferenca entre 0.82 e
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0.81, com uma ligeira vantagem para o método tradicional para além de o tempo que o método
tradicional demorou a efetuar este processo foi um quinto do tempo que a aplicagdo demorou.
Em termos de precision a variagdo para o valor “Negativo” vem da diferenca entre 0.84 e 0.82,
que é 0.02 e do valor “Positivo”, vem da diferenca entre 0.82 e 0.74 que é 0.08. Para o CD2 o
tempo de execugao do método tradicional foi mais de dez vezes maior do que o tempo definido
para a aplicacdo. Em termos de resultados, a accuracy tem uma variacdao de 2% a favor da
aplicacdo. Relativamente a precision para “<=50k” a variacao foi de 0.01 a favorecer a aplicacao
e para “>50k” foi 0.05. Ou seja, analisando estes valores pode-se concluir que com o aumento
da complexidade e volume de dados, a aplicacdao, com base nestes testes, tem pelo menos um
desempenho tao bom quanto os métodos tradicionais testados, possuindo a aplicagdo alguma
vantagem relativamente a facilidade do processo e ao tempo do processamento.

Em seguida vao ser apresentados na tabela 3 os resultados do segundo teste.
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Tabela 3: Testes cenario 2

Solu¢a | Conju | Tempo | Accur | Precision Curva Interacbes | Tempo de
opara | ntode | de acy Aprendiza | até obter desenvolvim
treino | dados | execuca gem resultado ento
o
(segund
0s)
Aplicag | CD1 600 0,82 Negativo:0 | Rapida Imediato
ao ,82;
Positivo: Interface
0,82
Aplica¢ | CD2 600 0,87 <=50k:0,8 | Réapida Interface Imediato
ao 9;
>50k:0,79
Auto- CD1 600 0,81 Negativo:0 | Normal Implement | Médio/Baix
sklear ,81; acdo de o]
n Positivo: codigo
0,80
Auto- CD2 600 0,87 <=50k:0,8 | Normal Implement | Médio/Baix
sklear 4; acdo de o]
n >50k:0,77 cadigo

Observando os dados da tabela pretende-se perceber quais sdo as grandes diferencgas entre o
uso da aplicagdo e o uso do Auto-sklearn diretamente. De notar que para efetuar este teste fez-
se 0 uso da pipeline de pré-processamento da aplicagdo de modo a ter uma distancia ainda
maior entre os processos usados pela aplicagdo e os processos usados diretamente pelo Auto-
skelarn. Em primeiro lugar, comparando as métricas de avaliagdo definidas. Para os dois
conjuntos de dados o valor da accuracy parece ser praticamente constante nas duas
abordagens uma vez que para o CD2 ndo apresenta qualquer variacdo e para o CD1 apresenta
uma variagao de 1%, residual. Relativamente a precision do CD1, para “Negativo” apresenta
uma variacdo de X, diferenca entre o valor maximo 0.82 e o valor minimo 0,.81. Para o “Positivo”,
apresenta uma variagdo de 2%, devido também a diferenga entre 0.82 e 0.80. Para o CD2, a
precision para “<=50k” tem uma varia¢do de 0.5, devido a diferenga entre 0.89 e 0.84 e para
“>50k” tem variacdo de 0.02, da diferenca entre 0.79 e 0.77. Ou seja, em termos de métricas
podemos dizer que as solugbes sdo muito parecidas, o que faz sentido, uma vez que o core
principal da aplicagdo desenvolvida é a solugdo com a qual estd a ser comparada. A diferenca
chave das duas solugGes vem principalmente da analise das varidveis seguintes. Em primeiro
lugar curva de aprendizagem e que tem o mesmo significado que na tabela anteriormente
analisada. Enquanto para a aplicacdo a curva é praticamente constante e pode ser considerada
rapida devido ao uso de uma interface grafica que aumenta em muito a usabilidade da solugéo,
para a outra solugdo é necessario ter conhecimento da area para se analisar a documentacdo
oficial e conseguir depois de algum estudo usar as funcionalidades bdsicas da mesma,
requerendo que para utilizar toda a sua capacidade seja feito um estudo ainda mais elaborado
da mesma. O segundo ponto de comparacgao e distingdo é o critério das interacGes até obter
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resultado. Enquanto na aplicacdo o utilizador interage com uma interface que lhe permite
tomar todas as decisGes através de botGes, o que da grandes oportunidades a utilizadores que
ndo tenham conhecimento da area, a outra solu¢do necessita que seja implementado cédigo
para usufruir do seu funcionamento. Como Uultimo critério, o tempo despendido para
desenvolvimento. Uma vez que a aplicagdo é uma solugdo no-code, o seu tempo de
desenvolvimento para o utilizador conseguir treinar um modelo esta associado ao tempo que
o utilizador vai demorar a escolher o modelo e as configuracdes que pretende aplicar. Por outro
lado, exclusivamente usando o Auto-sklearn, apesar de muitas das etapas serem automatizadas,
o que diminui em muito o tempo em comparacdao com o método mais tradicional, uma vez que
mantém a necessidade de se escrever cddigo continua a ter um tempo de desenvolvimento
associado. Comparando o tempo atribuido a tarefa com as métricas de avaliagdo para os dois
conjuntos e para as duas solucdes pode-se afirmar que em termos de escalabilidade as duas
solugdes respondem da mesma maneira, com o aumento do tamanho dos conjuntos de dados
uma vez que o seu core na implementagdo é o mesmo.

Por ultimo vao ser apresentados na tabela 4 os resultados do terceiro teste.
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Tabela 4: Teste cenario 3

Solugdo | Conjunt | Uso da Tempo Accura | Precision Ensembl | Tempo
para ode pipeline de cy e maximo
treino dados customiza | execucdo de run
da (segundo (segundo
s) s)
Aplica¢ | CD1 Nao 600 0,81 Negativo:0, | Sim 60
ao 83; Positivo:
0,78
Aplica¢ | CD1 Nao 600 0,82 Positivo:0,8 | SingleBe | 60
ao 2; Negativo: | st
0,83
Aplicac | CD1 Sim 600 0,82 Negativo:0, | Sim 60
ao 82; Positivo:
0,82
Aplicag | CD2 Ndo 600 0,86 <=50k:0,89; | SingleBe | 60
do >50k:0,76 st
Aplicag | CD2 Ndo 300 0,87 <=50k:0,88; | Sim 60
do >50k:0,79
Aplicag | CD2 Ndo 600 0,87 <=50k:0,88; | Sim 60
do >50k:0,81
Aplicag | CD2 Ndo 600 0,87 <=50k:0,89; | Sim 120
do >50k:0,79
Aplicag | CD2 Nao 1200 0,87 <=50k:0,89; | Sim 120
do >50k:0,78
Aplicag | CD2 Sim 300 0,87 <=50k:0,88; | Sim 60
do >50k:0,79
Aplicag | CD2 Sim 600 0,87 <=50k:0,89; | Sim 60
do >50k:0,79
Aplicag | CD2 Sim 600 0,87 <=50k:0,89; | Sim 120
do >50k:0,76
Aplicag | CD2 Sim 1200 0,87 <=50k:0,88; | Sim 120
do >50k:0,79
Aplicag | CD2 Sim 600 0,87 <=50k:0,89; | Nio 60
ao >50k:0,77

Com a analise dos resultados presentes na tabela observa-se que em termos de accuracy e
precision dos modelos treinados, para o intervalo de tempo definido para as tarefas que foi
entre 300, 600 ou 1200 segundos, que é respetivamente, 5, 10 ou 20 minutos, observou-se que
a performance obtida é praticamente constante, mantendo-se praticamente igual em termos
de accuracy, e tendo uma variagdo pequena em termos de precision. Para o CD1 a variagao
entre o valor maximo e o valor minimo obtidos para a precision de “Positivo” foi 0.01, vindo da
diferenca entre o valor 0.83 e o valor 0.82, ja para “Negativo”, a variacdo foi de 0.05, diferenca
entre os valores 0.83 e 0.78. Para o CD2, a varia¢do para a precision de “<=50k” foi de 0.01,
diferenca entre o valor 0.89 e 0.88, ja para “>50k” foi de 0.05, da diferenca entre o valor 0.81 e
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o valor 0.76. A partir destes dados pode concluir-se que para o intervalo de tempo estudado as
manipulagées das diversas configuragcGes disponiveis como tempo méaximo definido para uma
run, tempo para execugao da tarefa e uso de ensemble, tém pouco impacto nas métricas de
avalia¢do, pois a variagdo maxima ndo é maior do que 5%. O mesmo se pode concluir com o uso
da pipeline de pré-processamento customizada ou ndo para os dois conjuntos de dados
explorados, pois nas situacbes em que se aplicou ndo houve praticamente diferenga nas
métricas de avaliacdo para as mesmas configuracdes de tempo. Pode ainda concluir-se que o
aumento do parametro de configuracdo tempo maximo definido para uma run, ndo acrescenta
valor nas métricas de avaliacdo, pois devido a analise das estatisticas das tarefas podia-se
constatar que o nimero de modelos que falhavam porque excediam esse tempo ndao diminuia
drasticamente com o aumento dessa variavel. Por Gltimo, ao analisar e comparar os resultados
dos dois conjuntos, que com o aumento do tamanho e complexidade dos dados ndo houve uma
perda de performance significativa, ou seja, o CD1 é 10x mais pequeno que o CD2, contudo para
o mesmo tempo definido por tarefa foi possivel obter resultados até melhores do que para o
CD1 se analisarmos exclusivamente a proporc¢do tamanho do conjunto com a avaliacdo obtida
para as métricas comparadas na tabela.

Apds a andlise dos 3 cenarios propostos, onde para além de se analisar algumas métricas de
avaliacdo e tempo de execucdo, foram também analisados fatores de usabilidade das varias
estratégias usadas. Depois desta primeira analise, as solu¢des vao ser novamente testadas com
o recurso a mais 11 conjuntos de dados com diversas caracteristicas distintas de modo a ajudar
a fundamentar melhor as primeiras conclusdes retiradas ou até mesmo retirar novas. Nestes
conjuntos de dados vao so ser exploradas as solugdes usando a aplicagdo com pipeline de pré-
processamento customizado, a aplicagdo sem o pré-processamento customizado e o Auto-
sklearn, uma vez que nos dois conjuntos de dados anteriores ndo se obtiveram grandes
variag0es nas métricas avaliadas. Por outro lado, os resultados com o uso da solug¢do tradicional
tiveram uma diferenga muito expressiva quando comparado as solu¢des automatizadas e para
além disso alguns destes novos conjuntos de dados sdo muito grandes tanto em numero de
entradas quanto em numero de varidveis o que vai tornar este processo de teste muito
demorado e ndo vai adicionar ou mostrar diferencas nas observacbes previamente
apresentadas.

Em seguida vao ser apresentados os diversos conjuntos de dados usados e uma tabela com as
experiéncias efetuadas para cada um deles.

CD3 -Default of Credit Card Clients Dataset (https://www.kaggle.com/datasets/uciml/default-
of-credit-card-clients-dataset): 30000 entradas e 25 varidveis diferentes. Como principais
desafios este conjunto apresenta um grande desbalanceamento da variavel objetivo usada
“default.payment.next.month”, para além de algumas varidveis apresentarem uma grande
correlacdo. Relativamente a este conjunto de dados foram efetuadas as experiéncias registadas
na tabela 5.
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Tabela 5: Testes CD3

Solucgdo para Tempo de Tempo maximo | Accuracy Precision
treino execucao de run
(segundos) (segundos)
Aplicagao com 600 60 0.82 0:0.84; 1:0.66
pipeline
customizada de
pré-
processamento
Aplicagao sem 600 60 0.82 0:0.84; 1:0.66
pipeline
customizada de
pré-
processamento
Auto-sklearn 600 60 0.82 0:0.84; 1:0.68

Como se pode observar para as trés solucées analisadas, as métricas ndo apresentam uma
variacdo significativa, sendo essa maior variacdo de 2% na precisao para o valor ‘1’.

CD4 - Bank Marketing Dataset (https://www.kaggle.com/datasets/janiobachmann/bank-
marketing-dataset):11200 entradas; 17 varidveis diferentes. Como principais desafios para este
conjunto identificam-se o desbalanceamento da variavel alvo “deposit”, a presenga de algumas
varidveis temporais criticas e a falta de valores em alguns campos. Relativamente a este
conjunto de dados foram efetuadas as experiéncias registadas na tabela 6.

Tabela 6: Testes CD4

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execugao de run

(segundos) (segundos)
Aplicacdo com 600 60 0.84 no:0.86;
pipeline yes:0.83
customizada de
pré-
processamento
Aplicagdo sem 600 60 0.85 no:0.87;
pipeline yes:0.83
customizada de
pré-
processamento
Auto-sklearn 600 60 0.83 no:0.86;

yes:0.81

Como se pode observar para as solugbes apresentadas as métricas ndo apresentam uma
variagdo considerdvel, sendo esta ndo superior a no maximo 2%.
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CD5 - Heart Disease Dataset (uci Cleveland)
(https://www.kaggle.com/datasets/ritwikb3/heart-disease-cleveland): 303 entradas; 14
variaveis diferentes. O principal desafio é a escassez de dados, devido ao tamanho reduzido do
conjunto de dados. Relativamente a este conjunto de dados foram efetuadas as experiéncias
registadas na tabela 8.

Tabela 7 - Testes CD5

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execucao de run
(segundos) (segundos)
Aplicacdo com 600 60 0.84 0:0.83; 1:0.86
pipeline
customizada de
pré-
processamento
Aplicagdao sem 600 60 0.88 0:0.89; 1:0.87
pipeline
customizada de
pré-
processamento
Auto-sklearn 600 60 0.90 0:0.87; 1:0.93

Como se pode observar houve uma diferenca de 4% entre a accuracy de solugdo usando a
aplicagdo com pipeline de pré-processamento customizada e sem e de 6% entre a primeira
referida e o Auto-sklearn. Para além disso analisando a precision também se analisa uma
diferenga maxima de 7% entre a aplicagdao com pipeline de pré-processamento e o Auto-sklearn.
Como é um conjunto pequeno de dados o uso das ferramentas de pré-processamento
presentes na pipeline pode ter eliminado alguns dados o que deixou a amostra que é fornecida
para o treino do modelo ainda menor, o que pode ter resultado numa pior performance.

CD6 — Telco Customer Churn (https://www.kaggle.com/datasets/blastchar/telco-customer-
churn/data): 7043 entradas; 21 varidveis diferentes. Os principais desafios sdo o
desbalanceamento da variavel alvo “Churn” e a correlagao entre varidveis. Relativamente a este
conjunto de dados foram efetuadas as experiéncias registadas na tabela 9.
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Tabela 8: Testes CD6

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execucao de run
(segundos) (segundos)

Aplicagao com 600 60 0.80 no:0.83;

pipeline yes:0.67

customizada de

pré-

processamento

Aplicagdo sem 600 60 0.79 no:0.83;

pipeline yes:0.66

customizada de

pré-

processamento

Auto-sklearn 600 60 0.81 no:0.83;
yes:0.71

Como se pode observar ndo ha grande variacdo das métricas de avaliagdo para as diferentes

solugdes. Sendo a variagdo maxima para a accuracy de 2% e para a precision em ‘yes’ 4%. De

notar a diferenca considerdvel entre a precision para os dois valores possiveis de classificagdao

0 que aponta neste caso para alguma dificuldade em lidar com o desbalanceamento de dados.

CD7 — Heart Failure Prediction Dataset (https://www.kaggle.com/datasets/fedesoriano/heart-

failure-prediction/data): 918 entradas; 12 variaveis diferentes. Principais caracteristicas, sdo a

o tamanho pequeno do conjunto de dados e a presenga exclusiva de varidveis numéricas.

Relativamente a este conjunto de dados foram efetuadas as experiéncias registadas na tabela

10.
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Tabela 9: Testes CD7

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execugao de run
(segundos) (segundos)
Aplicagdo com 600 60 0.88 0:0.84;1:0.91
pipeline
customizada de
pré-
processamento
Aplicagdao sem 600 60 0.88 0:0.84;1:0.91
pipeline
customizada de
pré-
processamento
Auto-sklearn 600 60 0.88 0:0.85;1:0.90

Como se pode observar ndo ha praticamente variacdo das métricas para as trés solugdes

apresentadas.

CD8 — Haberman's Survival Data Set (https://www.kaggle.com/datasets/gilsousa/habermans-
survival-data-set): 306 entradas; 4 variaveis diferentes. Os principais desafios sdo o numero
limitado de varaveis e o desbalanceamento do atributo alvo “surv_status”. Relativamente a

este conjunto de dados foram efetuadas as experiéncias registadas na tabela 11.

Tabela 10: Testes CD8

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execucao de run
(segundos) (segundos)
Aplicagdocom | 600 60 0.70 1:0.76;2:0.47
pipeline
customizada de
pré-
processamento
Aplicagdao sem 600 60 0.69 1:0.75;2:0.43
pipeline
customizada de
pré-
processamento
Auto-sklearn 600 60 0.65 1:0.72;2:0.33
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Como se pode observar para a accuracy e precision da solucdo com Auto-sklearn sofre uma
ligeira diferenca da solucdo que usa a aplicagdo com a pipeline de pré-processamento
customizada, sendo 5% para o primeiro e 4% para possibilidade ‘1’ e 14% para possibilidade ‘2’.
Um aspeto que se pode observar é a diferenca da precision para as duas possibilidades, tendo
uma variacdo maxima de 43% entre o melhor e o pior valor dos 3 e de 39% para a maior
diferencga entre os dois valores dentro da mesma solucdo.

CD9 — Thyroid Disease Data Set (https://www.kaggle.com/datasets/yasserhessein/thyroid-
disease-data-set): 3772 entradas; 30 varidveis diferentes. Apresenta uma dimensionalidade
média/alta como um dos desafios principais. Relativamente a este conjunto de dados foram
efetuadas as experiéncias registadas na tabela 12.

Tabela 11: Testes CD9

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execu¢ao de run
(segundos) (segundos)
Aplicagdao com 600 60 0.98 N:0.96; P:0.98
pipeline
customizada de
pré-
processamento
Aplicagdo sem 600 60 0.98 N:0.98; P:0.98
pipeline
customizada de
pré-
processamento
Auto-sklearn 600 60 0.92 N:0.00; P:0.92

Como se pode observar em relacdo a accuracy das solugbes que usam a aplicacdo a uma
diferenga de 6% em relagdo a que usa Auto-sklearn. Relativamente a precision, para as solugdes
gue usam a aplicagao tem uma variagdo maxima de 2%. Para a precision também se notou uma
variagdo quando comparando aplicagdo e o Auto-skelearn variando para ‘N’ 96% e para ‘P’ 6%.

CD10 - Indian Liver Patient Records (https://www.kaggle.com/datasets/uciml/indian-liver-
patient-records): 583 entradas; 11 variaveis diferentes. Os principais desafios sdo o tamanho
moderado do conjunto de dados e desbalanceamento da varidvel alvo “Dataset”.
Relativamente a este conjunto de dados foram efetuadas as experiéncias registadas na tabela
13.
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Tabela 12: Testes CD10

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execucao de run
(segundos) (segundos)
Aplicagdao com 600 60 0.71 1:0.75;2:0.25
pipeline
customizada de
pré-
processamento
Aplicagdo sem 600 60 0,68 1:0.74;2:0.15
pipeline
customizada de
pré-
processamento
Auto-sklearn 600 60 0.72 1:0.74;2:0.20

Como se pode observar em termos de accrucay ndo ha praticamente variacao dos valores para
as 3 solucbes. Relativamente a precision pode-se notar que a solucdo com a pipeline
customizada de pré-processamento apresenta uma diferen¢a de 10% da segunda solugdo e de
5% da terceira, que usam o mesmo mddulo interno de pré-processamento. De notar também
a diferenca de precision entre o valor ‘1’ e ‘2’, sendo associada ao desbalanceamento do
atributo objetivo, apresentando no seu melhor caso, a primeiro solugdo, identificado uma
diferenga de 50%.

CDh11 - Breast Cancer Wisconsin (Diagnostic) Data Set
(https://www.kaggle.com/datasets/uciml/breast-cancer-wisconsin-data): 569 entradas; 32
variaveis diferentes. Como principal desafio é identificado a correlacdo e redundancia de
variaveis. Relativamente a este conjunto de dados foram efetuadas as experiéncias registadas
na tabela 14.
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Tabela 13: Testes CD11

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execu¢ao de run
(segundos) (segundos)
Aplicagdo com 600 60 0.97 B:0.98; M:0.96
pipeline
customizada de
pré-
processamento
Aplicagdo sem 600 60 0.97 B:0.97; M:0.96
pipeline
customizada de
pré-
processamento
Auto-sklearn 600 60 0.98 B:0.97; M:1.0

Como se pode observar ndo ha praticamente variacdo das métricas de avaliacdo para as 3
solucdes apresentadas.

CD12 - Santander Customer Transaction Prediction
(https://www.kaggle.com/competitions/santander-customer-transaction-
prediction/overview): 200000 entradas; 202 variaveis diferentes. Os principais desafios sdo a
alta dimensionalidade e o grande volume de dados. Relativamente a este conjunto de dados
foram efetuadas as experiéncias registadas na tabela 15.
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Tabela 14: Testes CD12

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execucao de run
(segundos) (segundos)
Aplicacdo com 600 60 0.90 0:0.90; 1:0.68
pipeline
customizada de
pré-
processamento
Aplicagdo sem 600 60 0.90 0:0.90; 1:0.68
pipeline
customizada de
pré-
processamento
Auto-sklearn 600 60 0.90 0:0.90; 1:0.00

Como se pode observar ndo ha praticamente variacdo das métricas de avaliacdo para as 3
solugGes apresentadas.

CD13 - Credit Card Fraud Detection (https://www.kaggle.com/datasets/mlg-
ulb/creditcardfraud): 284807 entradas; 31 varidveis diferentes. Os principais desafios sdo o
desbalanceamento da variavel objetivo “Class” e o grande volume de dados. Relativamente a
este conjunto de dados foram efetuadas as experiéncias registadas na tabela 16.
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Tabela 15: Testes CD13

Solugdo para Tempo de Tempo maximo | Accuracy Precision
treino execugao de run
(segundos) (segundos)
Aplicagdo com 600 60 0.99 0:1.0; 1:0.86
pipeline
customizada de
pré-
processamento
Aplicagdo sem 600 60 0.99 0:1.0; 1:0.86
pipeline
customizada de
pré-
processamento
Auto-sklearn 600 60 0.99 0:1.0; 1:0.85

Como se pode observar ndo ha praticamente variacdo das métricas de avaliagdo para as 3
solucdes apresentadas. Para a diferenca entre os dois valores da precision pode-se identificar o
desbalanceamento da varidvel objetivo o que pode ser um dos motivos que provoque essa
diferenca.

5.3 Discussao de resultados

Com estes trés testes foi possivel comparar desde solugdes tradicionais, solugdes de
automatizagao e a aplicagao desenvolvida. Em termos de performance pode se dizer que para
conjuntos de dados pequenos e pouco complexos qualquer uma das solugcbGes consegue
responder com métricas de avaliagdo boas e tempos de execugdo reduzidos. A medida que a
complexidade e o volume dos conjuntos de dados aumentam tende a ter-se uma melhor
resposta da solucdo automatizada e da aplicagdo uma vez que na sua implementacdo abordam
estratégias para lidar com a escalabilidade como por exemplo o uso de meta-learning para
encontrar hiper-parametros que gerem bons resultados mais rapidamente. Relativamente a
facilidade de uso e acesso a utilizadores com menos conhecimento técnico, a aplicacdo
desenvolvida destaca-se quando comparada com as outras abordagens principalmente por tirar
a necessidade de implementagdao de cédigo ao utilizador, tornando o processo simples e
intuitivo. Para além de permitir esse perfil de utilizadores de se beneficiar com as
funcionalidades das solugdes automatizadas sem o esforgo de implementar nenhuma linha de
codigo, também auxilia guem tem conhecimento técnico.

Por outro lado, analisando a performance da pipeline de pré-processamento implementada na
aplicagdo, pode concluir-se que em termos de influéncia nas métricas de avaliacdo possui tanta
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gquando o mddulo de pré-processamento interno do Auto-sklearn uma vez que ndo ha uma
variacdo de valores acentuada. Para além disso foi testada a manipula¢do de configuracdes de
treino para intervalos relativamente curtos de tempo, no maximo até 20 minutos, sendo os
outros valores testados 5 e 10. Para essa gama de valores de tempo conclui-se que a
performance nao sofre um aumento significativo uma vez que as métricas se mantém com uma
variacdo praticamente nula. Para além dessa configuracdo foi também testada altera¢do do
tempo maximo para uma run e conclui-se que o nimero de runs que falham por causa do tempo
sem mantém praticamente constante o que indica que para este intervalo de tarefas e
mantendo o tempo de run pelo menos em um décimo do que é o valor de tempo da tarefa nao
se vai ter alteracGes negativas na performance devido a um escasso nimero de modelos
treinados.

Por ultimo, para os intervalos de tempo testado ndo houve diferencas significativas entre usar
o ensemble e ndo usar, contudo por observacdo do grafico de performance over time
apresentado na secdo de explicacdo, é possivel criar uma hipdtese que diga que para intervalos
de tempo maiores, o ensemble venha a melhorar os seus resultados e até a passar o melhor
modelo treinado individualmente, uma vez que a sua linha ao longo do tempo, nos casos em
que foi efetuado o teste, foi sempre observada a subir.

5.4 Avaliacao de um ponto de vista ético

De um ponto de vista ético, o sistema desenvolvido pode ser avaliado tendo em conta seis
parametros diferentes: Impacto social, viés e justica do algoritmo, transparéncia e
interpretabilidade dos dados, privacidade e protecao de dados, responsabilidade e
sustentabilidade e impacto ambiental.

Do ponto de vista do impacto social, através da automatizacdo de processos podem ser
afetadas questdes relacionadas com emprego e deslocamento de profissionais, pois ela pode
reduzir a procura de especialistas humanos. Por um lado, a necessidade de intervencdo humana
em algumas tarefas é reduzida, e ndo eliminada, uma vez que a solugdo pode se vista como
uma ferramenta para auxiliar o especialista a melhorar a sua produtividade e resultados. Por
outro lado, do ponto de vista de um utilizador que ndo é especialista, permite com que ele
tenha acesso a uma tecnologia sem ter um conhecimento de especialista da area.
Relativamente ao viés e justica dos algoritmos, para tentar mitigar o seu efeito a solugdo possui
capacidade de efetuar o balanceamento de classes.

Para a transparéncia e interpretabilidade foi desenvolvido o componente explicado no design
e implementacao, explicacdo do modelo.

Para a privacidade e protecdo dos dados, ndo sdao implementados quaisquer mecanismos de
encriptacao de dados ou outras estratégias com o mesmo intuito. Contudo durante todo o
processo de execugdo do sistema o utilizador também ndo tem acesso direto ao contetdo dos
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conjuntos de dados que usa, servindo eles exclusivamente para treinar os algoritmos que
depois dao origem ao modelo final.

Para a responsabilidade, o sistema ajuda o utilizador a tomar as suas alternativas de uma
maneira mais guiada possivel, contudo as escolhas finais sdo da autoria do utilizador, uma vez
gue o sistema ndo tem autonomia para tomar as decisdes pelo mesmo, nem implementa
qualquer estratégia de recomendacao.

Por ultimo, para sustentabilidade e impacto ambiental, o processo de treino de algoritmos de
ML pode consumir uma grande quantidade de recursos computacionais, o que pode levar a um
aumento do consumo de energia. Para combater esse aumento a aplicacdo através do Auto-
sklearn implementa algumas técnicas que permitem reduzir os recursos computacionais usados
durante o processo, principalmente na diminuicdo do tempo necessdrio para o processamento.
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6 Conclusao

O principal objetivo desta dissertacdo foi analisar as diferentes fases do processo de ML assim
como frameworks de AutoML e desenvolver uma aplicacdo que automatizasse o processo
completo de uma pipeline de ML, desde a preparacao de dados até ao deployment do modelo.
A implementacdo proposta mostrou-se eficaz, conseguindo reduzir significativamente o tempo
necessario para o treino de algoritmos de ML, tornando ainda o processo acessivel para
utilizadores com conhecimento limitado em ciéncia de dados.

Ao longo deste trabalho, foi possivel verificar que a utilizacdo de frameworks de AutoML, como
as estudadas, facilita a criagdo de modelos preditivos de forma eficiente e rapida, sem sacrificar
o desempenho dos algoritmos. A solucdo implementada foi capaz de escalar conforme o
volume de dados aumentava, provando-se adequada para lidar com conjuntos de dados de
diferentes dimensdes, sem comprometer a qualidade dos resultados. Além disso, a aplicacao
demonstrou ser intuitiva e facil de usar, permitindo que utilizadores menos experientes
pudessem tirar proveito da automatizacdo das tarefas de ML, o que cumpre um dos principais
objetivos da dissertagdo.

Com o decorrer do trabalho algumas limitagdes foram identificadas. Em primeiro lugar, é
relevante salientar a dependéncia dos algoritmos e métodos pré-definidos nas frameworks de
AutoML selecionadas. Apesar de fornecerem um alto grau de automatizagdo e otimizagdo,
essas frameworks restringem a personalizagdo avangada de certos algoritmos e ndo permitem
ajustes finos que poderiam ser necessarios em cenarios mais especificos. Isso pode limitar a
capacidade dos utilizadores mais avangados de ajustar determinados parametros ou testar
abordagens customizadas, que podem ser essenciais em alguns contextos. Adicionalmente, a
execucdo local da aplicagdo em maquinas com recursos limitados impOs restricdes ao
processamento de grandes volumes de dados, limitando a escalabilidade da solucdo em
ambientes com conjuntos de dados mais extensos. Outra limita¢do foi a compatibilidade da
biblioteca de AutoML implementada na solugdo, com algumas ferramentas, como por exemplo
Lime, ou SHAP que exigem os dados com um determinado formato o que se mostra dificil de
uniformizar para todos os conjuntos de dados.

Com base nos resultados obtidos e nas limita¢des identificadas, ha varias oportunidades para
expandir este trabalho no futuro. Uma proposta é migrar a aplicagdo para um ambiente de
cloud, o que permitiria melhorar a escalabilidade e superar as limitacdes computacionais
enfrentadas em um ambiente local. Também seria interessante explorar a integracdo de
frameworks adicionais de AutoML, especialmente aqueles que oferecam maior flexibilidade na
customizacao das pipelines de ML, permitindo que o utilizador tenha maior controle sobre o
processo de desenvolvimento dos modelos. Outra oportunidade identificada é o
desenvolvimento de uma pipeline de engenharia de features para ser usada em oposi¢do as
estratégias dos modulos internos do Auto-sklearn, de modo a dar ao utilizador mais
capacidades de personalizacdo. Para além disso, é também importante desenvolver o médulo
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de explicacdo dos modelos, para suportar o uso de alguma framework que ajuda na explicacao
do modelo, de modo a garantir que as decisdes tomadas possam ser facilmente explicadas e
auditadas, especialmente em contextos sensiveis. Por fim, propGe-se a continuacao de estudos
sobre a ética na automacdo de ML, abordando questdes como viés algoritmico e
responsabilidade nas decisdes automatizadas, a medida que a regulamentagdo em torno da
inteligéncia artificial avanca.

Em suma, este trabalho demonstrou com sucesso os beneficios do uso de AutoML para a
simplificacdo do desenvolvimento de pipelines de ML, alcancando os objetivos propostos e
evidenciando como a automatizacdo pode tornar esse processo mais acessivel. As limitacdes
encontradas abrem caminho para futuras investigacdes e melhorias, visando expandir ainda
mais a aplicabilidade e o impacto das solucdes automatizadas no campo da ciéncia de dados.
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