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Resumo

Ao longo dos tltimos anos, as regras de associacao tém assumido um papel relevante
na extracgéo de informacao e de conhecimento em base de dados e vém com isso auxiliar

o processo de tomada de decisao.

A maloria dos trabalhos de investigacao desenvolvidos sobre regras de associacao
tém por base o modelo de suporte e confianca. Este modelo permite obter regras de

associacao que envolvem particularmente conjuntos de itens frequentes.

Contudo, nos dltimos anos, tem-se explorado conjuntos de itens que surgem com
menor frequéncia, designados de regras de associacao raras ou infrequentes. Muitas das
regras com base nestes itens tém particular interesse para o utilizador. Actualmente a
investigagao sobre regras de associacao procuram incidir na geragao do maior nimero

possivel de regras com interesse aglomerando itens raros e frequentes.

Assim, este estudo foca, inicialmente, uma pesquisa sobre os principais algoritmos

de data mining que abordam as regras de associagao.

A finalidade deste trabalho é examinar as técnicas e algoritmos de extraccao de
regras de associacdo ja existentes, verificar as principais vantagens e desvantagens dos
algoritmos na extracc¢do de regras de associag@o e, por fim, desenvolver um algoritmo

cujo objectivo é gerar regras de associagao que envolvem itens raros e frequentes.

Palavras-chave: Regras de Associacao, itens frequentes, itens raros



Abstract

Over the past few years, association rules have taken an important paper in extracting

information and knowledge from database, which helps the decision-making process.

The most of the investigation works of in association rules is essentially based on
the model of support and confidence. This model enables to extract association rules

particularly related to frequent items.

However, in recent years, the need to explore less frequent itemsets, called rare or
unusual association rules, has increased. Many of these rules that involve infrequent

items are considered to have particular interest for the user.

Recently, efforts on the research of association rules have tried to generate the largest

possible number of interest rules agglomerating rare and frequent items.

This way, this study initially seals a research on the main algorithms of date mining

that approach the association rules.

An association rule is considered to be rare when it is formed by frequent and unusual

items or unusual items only.

The purpose of this study is to examine not only the techniques and algorithms
for the extraction of association rules that already exist, but also the main advantages
and disadvantages of the algorithms in the mining of association rules, and finally to
develop an algorithm whose objective is to generate association rules that involve rare

and frequent items.

Key Words: Association Rules, frequent itemsets, rare itemsets
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Capitulo 1

Introducao

1.1 Contextualizacao

Os sistemas de gestao de base de dados fazem parte do quotidiano da maioria das em-
presas como suporte a aplicacoes de gestao, mas na verdade, sao poucas as organizacoes
que conseguem verdadeiramente extrair conhecimento das suas bases de dados. Tecno-
logias como ERP, CRM, sistemas de help-desk, internet, intranet e Data Warehouse,
sao alguns dos sistemas com os quais as empresas gerem dados e informacao. Muitos
destes sistemas, bastante ricos em dados, sdo uma excelente fonte para a obtencao de

informacao e conhecimento.

Perante a necessidade de extrair informacao e conhecimento das bases de dados emer-
giu o conceito de Business Intelligence, trata-se de um conjunto de métodos e tecnologias
destinados a auxiliar a tomada de decisoes. Estes sistemas, normalmente estdo articula-

dos com tecnologias de Data Warehouse e Data Mining (DM).

Os sistemas de Business Intelligence e o processo de Descoberta de Conhecimento
em Bases de Dados (DCBD), tém assistido a uma notével evolugao, para a qual muito

tem contribuido o desenvolvimento dos algoritmos de DM.

O termo DM ¢ usado principalmente pelos analistas de dados, e pela comunidade
de gestores de sistemas de informacao de gestdo. Segundo o Grupo Gartner DM é
o processo de descoberta de novos padroes e tendéncias, em grandes repositorios de
dados, utilizando tecnologias de reconhecimento de padrdes articuladas com técnicas
matematicas, estatisticas e de inteligéncia artificial. Os padrdes descobertos devem ser
significativos na medida em que permitem obter alguma vantagem [Witten and Frank,
2005].



Introducao 2

Deste modo, para a comunidade cientifica, DM é apenas um passo em todo o processo
de DCBD [Frawley et al., 1992].

Inicialmente, as técnicas de DM comegaram por ser aplicadas a areas com grandes
volumes de dados e para as quais a extracgdo de conhecimento implicito nos dados
constitufa claramente uma mais-valia. Nomeadamente, em dominios como a banca (para
auxiliar a aprovagao de crédito a clientes), os seguros (na detecgao de fraudes) e o retalho

(na descoberta de padroes de consumo dos consumidores).

Actualmente, a aplicabilidade do processo de DCBD estendeu-se a praticamente to-
das as areas de negbcio, ou seja, areas para as quais existam objectivos de descoberta,
e dados significativos que permitam aplicar com sucesso as técnicas envolvidas em todo
o processo de DCBD. Sao exemplos disso algumas areas da medicina (que se dedicam
a descobrir padroes associados a determinado tipo de doencas), o comércio electronico

(para se obter um conhecimento mais rigoroso dos clientes), de entre outras.

E, neste ambito, da exploracio dos dados que algumas &reas de investigacdo tém
evoluido através da aplicacao de técnicas e algoritmos de DM que permitem a criagao de

informagao e conhecimento.

1.2 Processo de descoberta do conhecimento em base de
dados

A DCBD foi definida por Fayyad, Piatetsky-Shapiro e Smith como o processo de
identificacao de padroes validos, novos, tteis e compreensiveis nos dados [Fayyad et al.,
1996]. Este método envolve vérias fases e nao é automatizavel, ou seja, ndo é possivel
aplicar um sistema de DCBD a uma base de dados e automaticamente obter as relagoes

e padroes implicitos nessa mesma base de dados.

A DCBD é um processo centrado na interacgao entre diferentes utilizadores:

e especialista de dominio que deve possuir um amplo conhecimento da drea em es-

tudo;

e analista (especialista no processo de DCBD e responsavel pela sua execugao) que
deve conhecer profundamente todo o processo de descoberta de conhecimento e as

técnicas mais adequadas a cada uma das suas fases;

e utilizador final, usa o conhecimento extraido a partir do processo DCBD em apli-
cagoes que o auxiliam na tomada de decisoes. Nao é necessério que este utilizador

tenha um conhecimento profundo da area em questao.

2
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O sucesso da DCBD depende, em parte, da interacgao entre estes trés tipos de
utilizadores. A participacao do especialista de dominio e/ou do utilizador final tem
grande importancia na definicdo dos objectivos iniciais do processo de DCBD, bem como

na avaliacao final do conhecimento extraido.

A DCBD é um processo complexo que envolve vérias fases. Cada fase inclui muitas
operacdes, que requerem a participacdo do analista. E, entdo, um processo interactivo e,
também, dependendo dos resultados obtidos no final de cada uma das suas fases, pode
ser necessario voltar a repetir fases anteriores. A figura 1.1 apresenta as fases do processo
de DCBD.

Mineragao de Dados Pés-Processamento

(Inlerpretar;éo ! :
Pré-Processamento Avaliagio
Mineragdo de

Dados

Processamento

Seleccio
Conhecimento

NP ™

x\\
Sy Padrbes
e
e
Dados Dados
Dados Processados Tranformados
Alvo

FicUrA 1.1: Uma visao geral dos passos que compoem o processo de KDD.

O processo de DCBD pode ser dividido em trés fases principais: pré-processamento,
extraccao de padroes e pos-processamento, sendo de acrescentar que este, além destas
etapas, deve, considerar uma etapa anterior, referente a identificagdo do problema, e
outra posterior, referente & utilizagdo do conhecimento extraido. A seguir sdo descritas

detalhadamente todas as fases do processo de DCBD.

e Seleccao dos dados — Consiste na seriacao de dados a partir de diferentes repo-
sitorios. A seleccao de dados, em determinadas base de dados, nao possivel efectuar
na totalidade devido & sua dimensao, sendo necessario seleccionar amostras de base
de dados o mais adequadas em funcao dos objectivos da descoberta. A amostra

deve, por um lado, ser suficientemente grande de modo a justificar a validade do

3
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conhecimento extraido mas, também, nao deve ser demasiado grande, pois pode
inibir a finalizagao dos algoritmos de Data Mining. Por outro lado, se a amostra
for demasiado pequena o novo conhecimento descoberto pode ser inconsistente com
o conhecimento que ja se detém, ou demasiado especifico ou muito genérico, e por

isso, nao ser de grande utilidade.

e Limpeza dos dados — Consiste na eliminacdao de problemas essencialmente sin-
tacticos nos dados, ou seja, substituicdo ou eliminagao de valores em falta ou valores
isolados e correccao de valores errados. Deste modo, o objectivo é essencialmente

reduzir o ruido nos dados.

e Transformacao dos dados — Esta fase é muito importante pois é aqui que os
dados vao tomar a forma final para serem processados pelos algoritmos de DM.
Tenta-se incorporar algum conhecimento que se tem da area em estudo e simulta-
neamente reduzir a dimensionalidade da amostra. Isto pode ser conseguido através
da reducgado em linhas, conseguida com a generalizacdo de Atributos Categoricos,
ou através da Discretizagao de Valores Continuos, e da redugao em colunas que é
conseguida por remocao dos atributos que nao sao essenciais, ou importantes, para
determinado objectivo de descoberta e/ou combinagdo de uma ou mais variaveis

independentes.

e Data mining — Consiste na escolha dos algoritmos mais adequados de acordo
com o objectivo da descoberta e com os dados que se dispoe, e na aplicagao dos

algoritmos aos dados limpos e pré-processados.

e Interpretagao dos resultados — Consiste na interpretagdo e avaliacao dos pa-
droes descobertos pelos algoritmos de DM. Nesta fase sao avaliados os resultados

em funcao da utilidade e do grau de surpresa que os resultados proporcionam.

Finalmente, o novo conhecimento descoberto devera ser incorporado numa base de
conhecimento da organizacdo, o que podera envolver a resolugdao de conflitos com

o conhecimento ja detido.

Em qualquer fase pode ser necessario efectuar o retorno as fases anteriores e refinar

os dados, logo poder-se-a acrescentar que este processo é ciclico.

1.3 Operacgoes de Data Mining

Na pratica, os principais objectivos, de alto nivel, do processo de DCBD sao prog-

nosticar e descrever:
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e Prognosticar envolve o uso de algumas variaveis ou campos da base de dados e
prever valores desconhecidos ou valores futuros de outras varidveis de interesse,
por exemplo, o salario, a idade, a resposta a uma campanha, etc. em funcao de
outros. O prognoéstico é um método orientado, ou seja, é dirigido por um objectivo,
que se pode focar na explicacao do valor de um campo particular, atribuir instancias

das entidades a um conjunto fixo de classes.

e Descrever baseia-se na procura de relagoes que descrevam os dados através de
modelos. A descricdo é o método nao-orientado de descoberta de conhecimento a
partir de dados. Neste ndo existe um objectivo bem definido, pretende-se apenas
que os algoritmos de DM automaticamente identifiquem relagoes significativas nos
dados.

No contexto de descoberta de conhecimento a partir de dados, a descricao é portadora
de maior novidade, mas por si s6 nao é suficiente, tem de ser complementada com o

processo dirigido de DCBD para explicar as relagoes descobertas.

As principais operagoes de DM sao classificacao, segmentacao ou clustering, analise

de associagoes, analise sequencial e analise de desvios.

1.3.1 Classificagao

A classificagdo ¢ uma fungao que divide (ou classifica) os dados de acordo com um
nimero especifico de caracteristicas. A classifica¢ao é uma aprendizagem direccionada, ou
seja, os algoritmos sdo previamente treinados com um conjunto de classes pré-definidas.
O objectivo desta operagao é usar dados historicos para gerar um modelo através do qual
seja possivel classificar comportamentos futuros do negbcio em estudo. Por exemplo, um
modelo de classificacao de clientes num banco poderéd ser usado para classificar novos

clientes de acordo com o seu risco de crédito.

1.3.2 Clustering

A segmentacgao ou clustering é uma operagao nao supervisionada. Nesta operacao os
algoritmos criam eles proprios as classes (subconjuntos de registos que apresentam valores
mais proximos em certos atributos) dividindo a BD em subconjuntos mais pequenos. Os

resultados da segmentacao podem ser usados de duas formas:

e para sumariar o contetdo de cada segmento originado a partir dos dados, conside-

rando apenas as caracteristicas mais relevantes;

5
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e como preparacao de dados para outros métodos de Data Mining, por exemplo,

producao de regras de classificacao de cada um dos clusters descobertos.

1.3.3 Analise de associacoes

A anélise de associagOes é uma operacao nao supervisionada, que tem por objectivo
estabelecer relagoes entre alguns atributos seleccionados, ou seja, procura relagoes entre

itens dentro de uma mesma transacgao.

1.3.4 Analise sequencial

A anélise sequencial procura relagoes temporais num conjunto de dados com varias

transacgoes separadas no tempo.

1.3.5 Analise de desvios

A analise de desvios foca-se na descoberta de mudancas mais significativas nos dados
a partir de valores previamente medidos ou valores normativos. A anélise de desvios é
uma técnica poderosa porque é uma forma simples de representar relagdes interessantes
nos dados, isto porque, uma vez que diferem do esperado, sao por defini¢ao interessantes.
Exemplos destas aplicagoes sao a deteccao de desvios em stocks, e analises de desvios de

custos aplicados a tratamentos hospitalares.

1.4 Metodologias

Com base no processo de DCBD foram definidas vérias metodologias das quais as
mais usadas sao a metodologia CRISP-DM (CRoss Industry Standard Process for Data
Mining) e a SEMMA (Sample, Explore, Modify, Model, Assessment).

A CRISP-DM surgiu em 1996 através do consércio formado pelas empresas NCR,
DaimlerChrysler AG e SPSS (CRISP-DM-Consortium). O seu desenvolvimento foi mo-
tivado pelo interesse crescente e generalizado, por um lado pelo mercado de DM, e, por
outro, pelo consenso de que a industria necessitava de um processo padronizado [Wirth,
2000.

A CRISP-DM é descrita em termos de uma hierarquia, com um ciclo de vida que
se desenvolve em seis fases interactivas: compreensao do negobcio, estudo dos dados,

preparacao dos dados, modelagdo, avaliacdo e implementagao. As fases nao tém uma

6
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sequéncia fixa dependem do resultado e do desempenho das outras fases ou das tarefas

particulares de determinada fase [Chapman et al., 1999].

A SEMMA foi desenvolvida pelo instituto SAS que se dedica ao desenvolvimento de
solugbes na area do Suporte & Decisao e Business Intelligence. Neste método o processo
DM é dividido em cinco etapas, que compdéem o acrénimo SEMMA: Sample, Explore,
Modify, Model, Assessment (Amostragem, Exploragao, Modificacao, Modelagao, Avalia-
¢ao).

As metodologias CRISP-DM e SEMMA sao independentes das ferramentas, métodos
ou técnicas de DM adoptadas, podendo ser usadas por qualquer uma. No entanto,
devido as suas origens, tendem a ser usadas nas ferramentas desenvolvidas por estes. A
metodologia CRISP-DM ¢ utilizada em conjunto com a ferramenta Clementine da SPSS

e a metodologia SEMMA surge associada & ferramenta Enterprise Minner da SAS.

Estas duas metodologias foram desenvolvidas com a finalidade de ajudar no processo
DM e de resolver os problemas do negécio de uma forma rapida, exequivel e vidvel. A
metodologia CRISP-DM é mais completa que a SEMMA, uma vez que, para além das
fases que a SEMMA incorpora, acrescem as fases do Estudo do Negocio, Estudo dos

Dados e Implementacao, para além de que esta metodologia é mais documentada.

Compreensio
do negocio

Compreensdo
dos dados

Preparagéo
dos Dados

Desenvalvimento Dados < >

Modelagio

Avaliagao

FIGURA 1.2: A Metodologia CRISP-DM.
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1.5 Consideracoes finais

Pode-se dizer que o objectivo do processo de DCBD é encontrar conhecimento a
partir de um conjunto de dados para ser usado em processos de tomada de decisao.
Portanto, é relevante que esse conhecimento descoberto seja compreensivel e interessante.
Entretanto do ponto de vista do utilizador final, o conhecimento por vezes é de dificil
compreensao dada a complexidade dos modelos extraidos. Por esta razao, a fim de
facilitar a compreensao dos modelos é usual a utilizacao de regras como linguagem para

representacao do conhecimento.

Uma lacuna identificada prende-se com o facto dos algoritmos de DM gerarem um
niamero muito elevado de padroes, sendo que poucos sao realmente interessantes. Este
problema é, ainda, mais acentuado na operacao de Data Mining relativa & extracgao de

regras de associacao.

Os algoritmos de extracgao de regras de associagao visam descobrir o quanto um
conjunto de itens presente num registo de uma base de dados implica a presenga de um
outro conjunto distinto de itens no mesmo registo [Agrawal and Srikant, 1994]. Assim,
com a extraccao de regras de associacao é possivel descobrir todas as associagoes exis-
tentes nas transaccoes de uma base de dados, o que pode levar & geracao de um grande

ntmero de regras, dificultando a identificagao de conhecimento interessante.

Com o intuito de transpor esta dificuldade tém sido propostas diversas medidas para
a avaliacao das regras extraidas. Estas medidas sao geralmente divididas em medidas
objectivas (data driven) ou subjectivas (user driven). As medidas objectivas dependem
exclusivamente da estrutura dos padroes e dos dados utilizados no processo de extraccao
de conhecimento. Quanto as medidas subjectivas, estas dependem fundamentalmente do
interesse e/ou necessidade dos utilizadores que irao utilizar o conhecimento [Silberschatz
and Tuzhilin, 1995]. Assim, as medidas objectivas sdo mais gerais e independentes do

dominio e dos especialistas envolvidos.

Outro problema associado com a extracgdo de regras de associagao esta relacionado
com os itens que sao envolvidos nas regras. Os tradicionais algoritmos apenas extraem
regras com itens frequentes, a geracao de regras com itens nao frequentes leva & geragao de

um grande nimero de regras, dificultando a identificacao de conhecimento interessante.
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1.6 Objectivos

As regras de associagao sao o objecto de estudo desta trabalho, mais concretamente
a extracgao de regras de associacao interessantes que envolvam simultaneamente itens
frequentes e raros. Nas ultimas duas décadas, a maior parte do trabalho de investigacao
sobre regras de associagao que tem sido desenvolvido tem por base o estudo de relacoes
entre itens que ocorrem com elevada frequéncia, bem como a optimizacao do desempenho

desses mesmos algoritmos.

Deste modo, a finalidade desta investigacao, é examinar as técnicas e algoritmos de
extracgao de regras de associagdo ja existentes, as principais vantagens e desvantagens
dos algoritmos na extracgao de regras de associacao, as principais medidas de avaliacao de
regras de associacao e por fim desenvolver um sistema computacional com os algoritmos
mais importantes. E também objectivo, propor um algoritmo que permite extrair regras
que envolvam simultaneamente itens raros e frequentes, controlando o niimero de regras

geradas através da aplicacao de varias medidas de avaliacdo combinadas.

1.7 Organizagao

Esta dissertacao esta dividida em oito capitulos. Neste primeiro capitulo foi apresen-
tado o contexto em que se insere este trabalho, bem como o processo de DCBD, principais

operagoes de DM, as metodologias CRISP-DM e SEMMA e os objectivos propostos.

No capitulo dois é introduzido o conceito de regras de associagao, sendo apresentado
de forma detalhada o Modelo Formal das regras de associacao, e expostas as principais
medidas o Suporte e a Confianca. No capitulo consequente sdo apresentadas algumas
das medidas que ao longo dos tltimos anos, tém sido propostas como forma de avaliar a

qualidade e importancia das regras geradas pelos diversos algoritmos.

Nos capitulos quatro e cinco é efectuada uma revisao bibliografica dos principais

algoritmos para a extraccao de regras de associagao.

No capitulo seis é apresentada uma proposta de um algoritmo que permite extrair
regras que envolvam simultaneamente itens raros e frequentes, sendo efectuada uma

avaliacao da solugao apresentada no capitulo oito.

No ultimo capitulo, desta dissertagao, sao apresentadas as conclusoes do estudo efec-

tuado e algumas propostas para trabalho futuro.



Capitulo 2

Regras de Associacao

2.1 Introducao

As regras de associagao sao uma operagao de mineragao de dados que tem despertado
grande interesse tanto na éarea académica como em aplicagdes praticas [Laudon and
Laudon, 2003].

Pesquisas tém sido desenvolvidas procurando explorar todo o potencial dos algoritmos
de regras de associagdo na procura de novas informacoes em areas tao diversas como

marketing, finangas, produgao, telecomunicacoes, medicina, vendas, entre outras.

Um exemplo da utilizagao de regras de associagao, na area comercial, pode ser obser-
vado em sites da internet que apresentam sugestoes do tipo "... quem comprou o produto

que procura, também comprou os seguintes produtos ...".

Esta técnica de DM foi apresentada pelos investigadores da IBM Agrawal, Imielinski e
Swami, quando apresentaram um estudo que procurava encontrar relacionamentos entre

os itens nas compras dos clientes numa visita ao supermercado [Agrawal et al., 1993].

Com este estudo foi introduzido o conceito de regras de associagdo, esta técnica
permite descobrir se a presenca de um conjunto de itens nos registos de uma base de
dados implica a presenga de um outro conjunto distinto de itens nos mesmos registos
[Agrawal and Srikant, 1994]. Como os primeiros estudos incidiram na anélise sobre
dados relativos a cestos de compras num supermercado, para identificar produtos que
costumam ser adquiridos em conjunto, este tipo de sistema ficou denominado como
market basket analysis. Entretanto, as regras de associagao nao estao restritas a analises
de dependéncia no contexto de aplicagoes de retalho uma vez que tém sido aplicadas,

com sucesso, s mais variadas areas.
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2.2 Modelo formal das regras de associagao

2.2.1 Regras de associagao

A representacdo do problema de descoberta de regras de associacido foi proposto,

inicialmente, por Agrawal, Imielinski e Swami|Agrawal et al., 1993].

Uma regra de associagao é representada como uma implicagao na forma LHS = RHS,
em que LHS e RHS sao respectivamente, o antecedente (left hand side) e o consequente

(right hand side) da regra, e é definida da seguinte maneira [Agrawal and Srikant, 1994]:

Seja D uma base de dados constituida por um conjunto de itens A = {aj, ag,...,am}
e por um conjunto de transac¢oes T = {t1,t2,...,tm}, na qual cada transac¢ao t; € T é

composta por um conjunto de itens tal que t; C A.

A regra de associagao é uma implicagdo na forma LHS = RHS em que LHS C A e
RHS C A e LHS N RHS =@. Tanto o antecedente, quanto o consequente de uma regra

de associacao podem ser formados por conjuntos contendo um ou mais itens.

A quantidade de itens pertencentes a um conjunto de itens é chamada de compri-
mento do conjunto. Um conjunto de itens de comprimento k é referenciado como um

k-itemset.

A regra LHS = RHS ocorre no conjunto de transacgbes T com um suporte sup se

em 100 x sup% das transacgoes em T ocorre LHS U RHS.

A regra LHS = RHS ocorre no conjunto de transac¢ées T com uma confianga conf

se em 100 x conf% das transaccoes de T em que ocorre LHS também ocorre RHS.

Nas regras de associagao, as medidas mais usadas sdo o suporte e a confianga, tanto
na etapa de poés-processamento, na avaliacao do conhecimento, como na seleccao de

itemsets durante o processo de geragao de regras. Tais medidas sdo a seguir definidas.

2.2.2 Suporte

O suporte (Sup) é a probabilidade de uma transac¢ao D abranger X UY . Demonstra

a frequéncia com que os itens ocorrem em relagdo ao total de dados analisados.

O Sup (X UY) e dado por:

contar(XUY)
tamanho(D)

sup =

={lteD|X Ct,Y Ct}/|D|
11
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2.2.3 Confianga

A confianga da regra X — Y isto ¢ Conf (X —Y) ¢ a relagao [(X UY)(t)|/| X (¢)],
ou sup(X UY)/sup(X) [Zhang and Zhang, 2002].

w%xﬁm:%%%%L

2.2.4 Conjunto de itens

O conjunto de Itens corresponde ao conjunto de atributos contidos na base de dados.
Normalmente nas regras de associagao o conjunto de items é representado da seguinte

forma:

]I:{hJ%me}\

2.2.5 Base de dados

Trata-se de um conjunto de informacao relacionada, organizada de tal forma que o

seu armazenamento e manipulacao, se realizam de um modo eficiente e eficaz.

Para alguns algoritmos de regras de associagdo, uma base de dados D, é transfor-
mada por questoes de simplicidade, numa tabela relacional booleana, onde cada linha
corresponde a um registo, e cada coluna corresponde a um atributo. Cada entrada na

linha contém 1 ou 0 dependendo se o atributo i esta presente no registo ou nao.

== === T
= OO~ &
Ol ||| ==

a
1
0
1
1
1
0

c
0
1
0
1
1
1

| O | W N~

TABELA 2.1: Formato matriz binaria.
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Os principais formatos de bases de dados utilizados nos algoritmos de regras de

associagao:

A organizacao da base de dados num formato horizontal ou geralmente designado
como Market Basket é o formato mais usado pelos algoritmos de extraccao de regras de
associagdo. Neste formato, em cada registo da base de dados, estao inscritos os itens

presentes na transaccao.

TID | Conjunto Itens
abde

bce

abde

abce
abcde

bed

| O | W N~

TABELA 2.2: Organizacao horizontal formato Market Basket.

A organizagao no formato relacional é outro dos formatos utilizados pelos algoritmos
de regras de associag¢do. Este modelo é usado pela maioria dos SGBD. As tabelas, neste
formato, sdo constituidas por linhas e colunas onde cada linha da tabela representa um

relacionamento entre conjunto de valores contendo informagao sobre as colunas.

TID | Conjunto Itens
a

DO DN | = = =
o|lTo|alT

TABELA 2.3: Tabela relacional.

Outro formato, também, utilizado por algoritmos de regras de associagao consiste
numa tabela de itens-transacgoes, como apresentado na tabela 2.4. Esta tabela é uma
simplificacdo da tabela booleana de itens-transaccées na qual itens com valor 1 sao

mantidos e itens com valor 0 sao removidos da tabela.

llal|b d|e
2 b|c e
3lalb d|e
41al|b e
5 b dle

TABELA 2.4: Formato itens-transaccao.
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2.2.6 Espago de pesquisa nos dados

Os algoritmos de extrac¢ao de regras de associagdo efectuam geralmente as suas
pesquisas em grandes quantidades de dados, o que os torna computacionalmente exigen-
tes. Uma das principais razoes que faz com que os algoritmos sejam particularmente

intensivos é o elevado ntimero de associagoes que é possivel obter com os dados.

(/r;li.l\l‘liyj

\
AN

(ABC) (ABD) (ABE) (ACD) (ACE) (ADE) (BCD) (BCE) (BDE) (CODE)

o TN o N s — T ™~ /// ™
(ABCD)  (ABCE)  (ABDE)  (ACDE)  (BCDE)

N

,,,/// T N
(ABCDE)

FiGura 2.1: Espago de pesquisa.

Para estimar as possibilidades de conjuntos de itens, calcula-se o ntimero total de

itens existentes na base de dados e aplica-se a seguinte formula matematica.

Total do Conjunto de Itens = gTotalltens _ 1

Numa base de dados D com apenas 5 itens, o nimero total de conjunto de itens que

é possivel obter é de 31, como mostra a figura 2.1 e a formula que se segue:

olabedet 1 =95 _1 =31

14
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Para reduzir o niimero de candidatos e tornar a pesquisa do conjunto de itens com-
putacionalmente menos exigente os investigadores Agrawal e Srikant apresentaram a

propriedade anti-monoétona do suporte [Agrawal and Srikant, 1994]:

e se um conjunto de itens é frequente, entdo todos os seus subconjuntos também

devem ser frequentes

e o suporte de um conjunto de itens nunca excede o suporte dos seus subconjuntos

VXY (X CY) = s(X) > s(Y) |

Esta propriedade, como ilustra a figura 2.2, permite reduzir o espago de pesquisa.

Por exemplo, como o conjunto de itens {AB} nao satisfaz o suporte minimo, entao,

é possivel ignorar todos os seus super-conjuntos.

{AB}<Sup, .

ACDE)  (BCDE )

w A
%
~
~
~ f

o

Ficura 2.2: Redugao do espaco de pesquisa.
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2.2.7 Descoberta de regras de associagao

O modelo tipico para mineragao de regras de associacdo em bases de dados con-
siste em encontrar todas as regras que possuam suporte e confianga maiores ou iguais,
respectivamente, a um suporte minimo (Supmin) € uma confianga minima (Con fin),
previamente especificados. Por este motivo, o modelo costuma ser referenciado na li-
teratura como modelo Suporte/Confianca. Nesta abordagem o problema de obten¢ao
das regras de associagao é geralmente decomposto em dois subproblemas [Agrawal et al.,
1993]:

1. encontrar todos os grupos de itens (k-itemsets) que tém suporte de transacgao
acima do suporte minimo (Supm:,) definido. Os itemsets com suporte igual ou
superior ao (Supmin) sado designados de conjunto de itens frequentes, os restantes

sao denominados de itens raros;

2. utilizar os k-itemsets frequentes (com K > 2) para gerar as regras de associagao

com confianga maior ou igual a confianga minima (Con fy,,) definida.

2.2.7.1 Descobrir os itens frequentes

Considere-se a base de dados ilustrada na tabela 2.5 com um Sup;in— 50% e uma
Confmin=T75%

TID | Conjunto Itens
abde

bce

abde

abce

abcde

bed

Y| O = | W[ N =

TABELA 2.5: Base de dados D.

Os algoritmos para descobrirem os itens frequentes fazem multiplas passagens pelos
dados, na primeira passagem é contabilizado o suporte individual de cada item e de-
terminados quais os que sao frequentes (Large Itemsets), ou seja, os que satisfazem o

suporte minimo .

Exemplo: sup(a) = %:%:67% . Como sup(a)> Supmin, entdo item {a} é

considerado frequente.
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O conjunto de itens frequentes de tamanho 1 é obtido através dos itens cujo Sup >

Supmin
Item | suporte (s)
{a} 67%
by | 100%
{c} 67%
{d} 67%
{e} 83%

TABELA 2.6: Itens de tamanho 1.

Sao considerados como itens frequentes de tamanho 1: F'1: {a}, {b}, {c}, {d}, {e},

Os conjuntos de tamanho 2 sdo obtidos a partir dos conjuntos frequentes de tamanho

1.
F1:{a}, {0}, {c}, {d}, {e},
C2:{a,b},{a,c}t, {a,d},{a,e}, {b,c{b,d{b,e}, {c,d},{c,e},{d, e}
Conjunto de 2 Itens | Suporte
{a,b} 67%
{a,c} 33,3%
{a,d} 50%
{a,e} 67%
{b,c} 67%
{b,d} 67%
{b, e} 83%
{c,d} 33,3%
{c,e} 50%
{d, e} 50%
TABELA 2.7: Conjuntos com dois itens.
Seguidamente, apresenta-se os conjuntos com dois itens considerados como frequen-
tes:

F2:{a,b},{a,d},{a,e},{b,c}, {b,d},{b, e}, {c,e},{d, e} .

Os conjuntos de tamanho 3 sdo obtidos a partir dos itens frequentes dos conjuntos

tamanho 1 e 2.
F1:{a},{b} {c} {d},{e},
F2:{a,b},{a,d},{a,e},{b,c}, {b,d},{b, e}, {c,e},{d, e}

17
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Na terceira passagem pelos dados, obtém-se os seguintes conjuntos de 3 itens:

Conjunto de 3 Itens | Suporte
{a,b,c} 33,3%
{a,b,d} 50%
{a,b,e} 67%
{a,d, e} 50%
{b,c,d} 33,3%
{b,c,e} 50%
{b,d, e} 50%
{c,d, e} 16,67%

TABELA 2.8: Conjuntos frequentes com trés itens.

Seguidamente, apresenta-se os conjuntos com trés itens considerados como frequentes:
F3:{a,b,d},{a,b,e},{a,d, e}, {b,c, e}, {b,d,e} .

Os conjuntos de tamanho 4 sdo obtidos a partir dos itens frequentes dos conjuntos

tamanho 1 e 3.

F1:{a},{b}, {c}, {d},{e},

F3:{a,b,d},{a,b,e},{a,d, e}, {b,c, e}, {b,d,e} .

Conjunto de 4 Itens | Suporte
{a,b,c,d} 16,67%
{a,b,c,e} 33,3%
{a,b,d, e} 50%
{a,c,d, e} 16,67%
{b,c,d, e} 16,67%

TABELA 2.9: Conjuntos frequentes com quatro itens.

Seguidamente, apresenta-se os conjuntos com quatro itens considerados como fre-
quentes: F4:{a,b,d,e}.

A pesquisa dos itens frequentes é um dos principais problemas apontados aos algo-

ritmos que tém como base a geragao de regras de associacao baseado no suporte minimo.

Ao ser definido um valor para o suporte minimo, relativamente, elevado o niimero de
itens frequentes encontrados e as regras geradas sao, normalmente, em ntimero reduzido.
Pelo contrario, quando se define um suporte minimo relativamente baixo o conjunto de
itens frequentes é normalmente elevado o que leva & geragao de um elevado niimero de

regras de associacao, o que do ponto de vista computacional se torna demasiado exigente.

18
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2.2.7.2 Geragao de regras

Para a geracao das regras de associagao sao utilizados os conjuntos de itens frequentes

com mais de dois itens e aplicada a medida da confianca.

Como o calculo da confianga da regra é feito com base no suporte do antecedente e
do consequente da regra a base de dados nao necessita de ser percorrida. Uma regra é
considerada valida quando a confianga da regra a ser analisada é superior & confianga

minima.

Com os itens de tamanho 2 (F2 : {a,b}, {a,d},{a, e}, {b,c},{b,d},{b,e},{c,e},{d, e})

é possivel obter os seguintes conjuntos de regras:

Regras de Associagao
Conjunto de 2 Itens | Suporte | Regra Confianga
{a,b} 66,67 % | {a} = {b} 100 %
{b} = {a} 66,67 %
{a,d} 50,00 % | {a} = {d} 75,00 %
{d} = {a} 75,00%
{a,e} 66,67 % | {a} = {e} 100 %
{e} = {a} 80,00 %
{b, ¢} 66,67 % | {b} = {c} 66,67 %
{c} = {b} 100 %
{b,d} 66,67 % | {b} = {d} 66,67 %
{d} = {b} 100 %
{b,e} 83,33 % | {b} = {e} 83,33 %
{e} = {b} 100 %
{c,e} 50,00 % | {c} = {e} 75,00 %
{e} = {c} 60,00 %
{d,e} 50,00 % | {d} = {e} 75,00 %
{e} = {d} 60,00 %

TABELA 2.10: Regras de associagao com conjuntos de dois itens.

Para os itens frequentes com dois itens, as regras consideradas validas, ou seja as

regras que satisfazem a confianca minima predefinida de 75% sao:

{a} = {b} | {a} = {d} | {a} = {e} | {b} = {e} | {c} = {e} | {d} = {e}

A medida da confianca indica a validade da regra, apontando a percentagem de vezes

que ocorre {a} e {b} simultanecamente sobre o total de registos que possuem {a}.

Significa que nas transacgdes onde esta presente o item {a}, o valor da percentagem
de transacgoes que também contém o item {b} é de 100%. Pelo contrario, nas transacgoes
onde ocorre o item {b}, a percentagem de transacgdes que possuem também o item {a}

apresenta uma confianca 67,67%.
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Com os itens de tamanho 3 (F'3: {a,b,d},{a,b,e},{a,d, e}, {b,c,e},{b,d,e}) & pos-

sivel obter os seguintes conjuntos de regras:

Regras de Associagao
Conjunto de 3 Itens | Suporte | Regra Confianga
a0, d} 50,00 % | {a,b} = {d} 75.00 %
bl = {dal 50,00 %
{da} = {b) 100 %
{a} = {d,b} 75,00 %
{d,b} = {a} 75,00 %
{d} = {b,a} 75,00 %
{a,b, e} 66,67 % | {a,b} = {e} 100 %
{b} = {e,a} 66,67 %
{e,a} = {b} 100 %
{a} = {e,b} 100 %
{e,b} = {a} 80,00 %
{e} = {b,a} 80,00 %
{a,d,e} 50,00 % | {a,d} = {e} 100 %
{d} = {e,a} 75,00 %
{e,a} = {d} 75,00 %
{a} = {e,d} 75,00 %
{e,d} = {a} 100 %
{e} = {d,a} 60,00 %
b.d, e} 50,00 % | {b,d} = {e} 75,00 %
(Al = {o,b) 75,00 %
{e,b} = {d} 60,00 %
] = {ed) 50,00 %
{e,d} = {b} 100 %
{e} = {d,b) 60,00 %
e ¢ 50,00 % | {be} = {c} 60,00 %
{e} = {c,b} 60,00 %
{c,b} = {e} 75,00 %
{b} = {c.e} 50,00 %
{c,e} = {b} 100 %
{c} = {e,b} 75,00 %

TABELA 2.11: Regras de Associa¢ido com conjuntos de trés itens.

Para os itens frequentes com trés itens, sao consideradas as seguintes regras validas:

{a,b} = {d}

{da} = {b}

{a} = {d,b}

{d,b} = {a}

{d} = {ba}

{a,b} = {e}

{e.d} = {a}

{e.a} = {b}

{a} = {eb}

{eb} = {a}

{e} = {ba}

{a,d} = {e}

{d} = {ea}

{ea} = {d}

{a} = {ed}

{bd} = {e}

{d} = {e,b}

{e.d} = {b}

{c,b} = {e}

{c} = {e,b}

{ce} = {b}
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Com o intuito de aperfeicoar a geracao de regras de associagao os investigadores

Agrawal e Srikant definiram a seguinte propriedade [Agrawal and Srikant, 1994]:

Se a regra X = Y — X nao é valida, ndo é necessario verificar a regra X' =Y — X/,
onde X' corresponde a um subconjunto de X. Como o subconjunto X’ detém um suporte
igual ou superior ao suporte de X, desta forma a confianca da regra X’ = Y — X’ nao
apresenta uma confianca superior que a regra X = Y — X, como tal também nao é

véalida.

No exemplo, a regra {b,e} = {c} apresenta uma confianca de 60%, nao satisfazendo
a conflanga minima predefinida, sendo considerada uma regra invélida. Segundo a pro-
priedade acima definida, as regras {b} = {e,c} e {e} = {b,c} também nao serdo validas.
Verificando a confianga das respectivas regras, {b} = {e,c} apresenta uma confianga de
50,00% e {e} = {b,c} apresenta uma confianga de 60,00% confirmando-se, que detém

uma confianga inferior 4 confianca minima.

Para os itens de tamanho 4 (F4 : {a,b,d,e}) é possivel obter os seguintes conjuntos

de regras:
Regras de Associacao
Conjunto de 4 Itens | Suporte | Regra Confianca
{a,b,d, e} 50,00 % | {a,b,d} = {e} 100,00 %
{b,d} = {a,e} 75,00 %
{d} = {a,b,e} 75,00 %
{a,d} = {b,e} 100,00 %
{a,b} = {d,e} 75,00 %
{b} = {a,d,e} 50,00 %
{b} = {a,d,e} 50,00 %
{a} = {b,d,e} 75,00 %
{e,ba} = {d} 75,00 %
{a,b} = {d,e} 75,00 %
{e;a,d} = {b} 100,00 %
{e,b,d} = {a} 100,00 %
{e,b} = {d,a} 60,00 %
{e,a} = {d,b} 75,00 %
{e,d} = {b,a} 100,00 %
{e} = {d,a,b} 60,00 %

TABELA 2.12: Regras de associagao com conjuntos de quatro itens.
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2.2.7.3 Consideragoes sobre o Suporte/Confianga

Apesar do seu enorme sucesso o modelo Suporte/Confianga tem recebido muitas
criticas ao longo dos tltimos anos. Este modelo usado na maioria dos algoritmos tem

como vantagens a simplicidade e eficicia em extrair informagao das bases de dados.

Um dos problemas apontados ao modelo é a definicdo do suporte minimo, quando
o valor atribuido ao suporte minimo é demasiado elevado o ntimero de regras geradas
é relativamente baixo. Normalmente as regras geradas com este modelo sao geralmente
consideradas como regras triviais, ou seja nao acrescentam novo conhecimento ao ja
existente. Por outro lado, se o suporte minimo for definido com um valor demasiado
baixo, o niimero de regras que sao geradas é bastante elevado, o que torna praticamente

inviadvel a analise das regras pelo utilizador.

Outras das criticas apontadas a este modelo esta relacionado com o facto da medida
da confianca nao detectar independéncia entre os itens, desta forma pode atribuir um

interesse elevado a regras que contém itens nao correlacionadas.

Em suma, a dificuldade de definir um suporte e uma confianca minima que permitam
extrair regras interessantes tem sido apontada como a principal limitacao ao modelo

Suporte/Confianca.

22



Capitulo 3

Medidas de Avaliacao das Regras de

Assoclacao

3.1 Introducao

Conforme o que ja foi apresentado anteriormente, o objectivo final no processo DCBD
é produzir novo conhecimento valido, util e compreensivel. A representacdo do conhe-
cimento por meio de regras facilita a sua interpretacao, quando comparado com outros
modelos. No entanto, anélises detalhadas sao necessarias para avaliar se o conhecimento

é ou nao interessante.

A compreensibilidade de uma ou mais regras esté relacionada com a sua facilidade de
interpretagao e pode ser estimada por exemplo, pelo niimero de regras e/ou pelo nimero
de condigoes por regra. Quanto menos condigbes mais compreensivel serd a regra. Se
for considerado o mesmo raciocinio para medir a compreensibilidade de um conjunto de

regras, entao, quanto menos regras, mais compreensivel serd o conhecimento.

O interesse do conhecimento, por sua vez, pode estar relacionado com a utilidade ou
novidade de uma regra ou mais regras, possibilitando a identificacdo de conhecimento
novo e util. Ao considerar apenas os dados e a estrutura dos padroes, o interesse pode ser
estimado com a aplicacdo de medidas estatisticas. No entanto, somente a significancia

estatistica nao garante que uma regra é interessante.

Na avaliacdo de regras de associagdo as medidas de avaliacdo detém um papel funda-
mental, pois é a partir dos resultados obtidos com estas medidas que é possivel efectuar
uma analise qualitativa das regras que sao geradas com os diversos algoritmos. Um dos

problemas centrais no dominio da descoberta conhecimento é a dificuldade em garantir
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a elaboragao de boas medidas de interesse na descoberta de padrdes [Silberschatz and
Tuzhilin, 1995].

Ao longo dos dltimos anos, tém sido propostas muitas medidas para avaliar a quali-
dade e importancia das regras geradas pelos algoritmos, a principal dificuldade na aplica-
¢ao destas é compreender e seleccionar qual a mais adequada para aplicar em diferentes
situacoes. Na maioria das situagoes para analisar o interesse das regras geradas pelos

algoritmos, uma tnica medida sozinha, pode nao ser suficiente.

Existem dois grandes grupos de medidas de avaliacao, as designadas medidas de
interesse objectivas e as medidas de interesse subjectivas. As medidas de interesses
objectivas sao mais gerais, dependem somente da estrutura dos padroes e dos dados e
identificam, estatisticamente, a forca das regras de associacdo. As medidas subjectivas,
como o préprio nome sugere, dependem do conhecimento e do interesse do utilizador
no momento da andlise dos padroes. Existem dois factores que podem tornar uma
regra de associacao subjectivamente interessante: a utilidade e inesperabilidade, ambos

largamente dependentes da experiéncia do analista.

Neste estudo s6 serao consideradas medidas de interesse objectivas.

3.2 Algumas medidas objectivas

Muitas pesquisas tém sido realizadas a fim de desenvolver medidas de interesse ob-
jectivas, com o intuito de analisar a dependéncia entre itens. No entanto, ainda, nao é
claro quando uma medida é, realmente, eficaz em grandes conjuntos de dados [Han et al.,
2007].

As primeiras medidas para analisar objectivamente a importancia de uma regra foram
o suporte e a confian¢a. O modelo Suporte/Confianga tem recebido muitas criticas ao
longo dos tltimos anos. O namero de regras geradas pelo modelo é, geralmente, muito

grande, dificultando o processo de analise por parte dos utilizadores.

Experiéncias apresentadas por Zheng, Kohavi e Mason demonstraram que a minera-
¢ao de bases de dados reais pode levar & geracao de centenas de milhares de regras de
associagao |Zheng et al., 2001|. Além disso, grande parte destes resultados sao constitui-
dos por regras 6bvias, redundantes ou, até mesmo, contraditérias, conforme argumentado

por Padmanabhan e Tuzhilin [Padmanabhan and Tuzhilin, 1999].
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3.2.1 Interesse (Lift, Interest)

A medida [lift introduzida por Brin, Motwani, Ullman, e Tsur, também conhecida
como interest (interesse), ¢ uma das mais utilizadas para avaliar dependéncias |Brin

et al., 1997].

Dada uma regra de associagdo X = Y, esta medida indica o quanto mais frequente

torna-se Y quando X ocorre:

Lift (X,Y) = 5350y

e Se Lift(X = Y) = 1, entao X e Y sao independentes.

e Se Lift(X = Y) > 1, entdao X e Y sdo positivamente dependentes.

e Se Lift(X = Y) < 1, entao X e Y sao negativamente dependentes.

Esta medida varia entre 0 e co e possui uma interpretagao bastante simples: quanto

maior o valor do Lift, mais interessante é a regra, pois X aumentou ("lifted") Y numa

maior taxa.

3.2.2 Alavancagem (Leverage, PS)

Esta medida introduzida por Piatetsy-Shapiro também conhecida na literatura por
PS ou Leverage indica o valor da diferenca entre o suporte real e o suporte esperado de

uma regra de associacao |Piatetsky-Shapiro, 1991], tal como indica a seguinte féormula.

| Leverage(X = Y) = [P(XUY) — P(X)P(Y)] |

e Se Leverage (X =Y =1), entao X e Y sdo independentes.
e Se Leverage (X =Y > 1), entdao X e Y sdo positivamente dependentes.

e Se Leverage (X =Y < 1), entdo X e Y sdo negativamente dependentes.

Esta medida varia entre -0.25 e 0.25 e quanto maior o seu valor mais interessante é

a regra encontrada.

E importante observar que o lift consegue destacar, com maior facilidade, a depen-
déncia positiva entre conjuntos de itens que possuem suporte baixo. J& a medida Leverage
é especialmente tutil para destacar a dependéncia positiva entre conjuntos de itens que

possuem suporte médio ou alto.
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3.2.3 Convicgao (Conviction)

Esta medida introduzida por Brin, Motwani, Ullman, e Tsur, foi desenvolvida como
alternativa & confianca e representa o poder associativo entre o antecedente e o con-
sequente de uma regra |Brin et al., 1997]. Experiéncias realizadas pelos seus autores
indicam que as regras mais interessantes possuem o valor da medida de convic¢ao entre

1,01 e 5, tal como esta representa na formula que se segue:

P(X)*P(Y)

Conviction(X = Y) = RO

A medida da convicgao foi desenvolvida baseada no seguinte argumento: na logica
proposicional, uma implicagdo X = Y pode ser reescrita por =X VY = (X U-Y).
Seguindo este argumento, Sup(X U —Y), que representa a probabilidade de ocorréncia
(suporte real) do antecedente sem o consequente na base de dados, foi colocado no
denominador da férmula da medida de convicgao. Ja no numerador da férmula encontra-
se o suporte esperado do antecedente sem o consequente. A medida é, entdo, capaz de

avaliar o quanto X e Y se afastam da independéncia.
A medida convic¢do apresenta algumas caracteristicas bastante interessantes:
e a medida leva em consideragao tanto o suporte do antecedente, como o suporte do
consequente;

e caso exista a independéncia completa entre o antecedente e o consequente da regra,

o valor da convicgao sera igual a 1;

e regras onde o antecedente nunca aparece sem o consequente (confianga de 100%)

terao valor de convicgao igual a oo.

3.2.4 Correlacao (Correlation)

A Correlagao é uma técnica estatistica que pode mostrar como os conjuntos estao

fortemente relacionados.

A Correlagao é uma medida que analisa a forca no relacionamento entre dois conjun-
tos de itens, o valor varia entre -1 (relagdo linear negativa perfeita) a 1 (relac¢do linear
positiva perfeita), para o caso de o valor ser 0 significa que nao existe nenhum relacio-

namento.

P(X,Y)—P(X)P(Y)
VPX)P(Y)(1-P(X))(1-P(Y))

Correlation (X =Y) =
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3.2.5 Teste qui-quadrado X? (Chi-Square X?)

A medida estatistica qui-quadrado (X?2) é um método amplamente utilizado para

testar independéncia e correlagao entre os itens.

Esta medida utiliza a relagao entre duas variaveis qualitativas, criando uma tabela
com o resultado do cruzamento das mesmas. Este teste é baseado na comparacgao das
frequéncias observadas com as frequéncias esperadas sendo usado para testar a signifi-

cancia do desvio dos valores esperados.

Esta abordagem ¢ ttil visto que nao sé capta correlagao, mas também detecta im-

plicagOes negativas.

Considera-se fy uma frequéncia observada e f. uma frequéncia esperada, o valor do

X? ¢ definido do seguinte modo:

Calculo das frequéncias esperadas:

f, = (totalmarginaldelinha)x(totalmarginaldecoluna)
€ N

Calculo do valor X2 :

X2=3 (fo—ffe)2

3.2.6 Co-Seno (Cosine)

Esta medida permite associar dois vectores x e y a regra X = Y. Interpreta-se
como 1 se a transaccao t; contém X e 0 se nao contém, aplica-se o mesmo raciocino para

ykeY.

Cosine (X = Y):%

Deste modo, verifica-se que quanto mais proximo Cosine (X = Y') ¢é de 1, maior é
o ntimero de transaccgoes que contém X e Y, e vice versa. Pelo contrario, quanto mais
proximo Cosine (X = Y) é de 0, existe maior possibilidade das transacgoes conterem

X, sem conterem Y, e vice-versa [Merceron and Yacef, 2008].
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3.2.7 Gini index (G)

O Gini index é uma medida estatistica de dispersao, o valor desta medida para as

regras de associagao é dada pela expressao:

maz(P(A)[P(B|A)? + P(B|A)*] + P(A)[P(B|A)” + P(B|A)?| - P(B)* — P(B)?,
P(B)[P(A|B)? + P(A|B)*] + P(B)[P(A|B)* + P(A[B)’] — P(A)* — P(A)?)

Este valor pode variar entre 0 e 1, e assume o valor de 0 quando o antecedente e o

consequente nao sao correlacionados e 0,5 para uma perfeita correlagao.

3.2.8 CPIR (conditional-probability increment ratio)

A medida CPIR foi introduzida por Wu, Zhang e Zhang para descobrir e medir tanto

regras associagao positivas como negativas [Wu et al., 2004].

Designa-se por regras de associagao positivas as tradicionais regras na forma X = Y,
e regras de associacao negativas asna forma X =Y "X = Y T X = "Y Estas ultimas
possuem um papel cada vez mais importante no processo de tomada de decisao e tém

assumido um papel preponderante na descoberta de padroes inesperados.

Seguida apresenta-se a formula correspondente a esta medida.

PEIX)—PY) PYIX) > p(Y). P(Y £ 1
CPIR(Y|X) = Py seP(Y1X) 2p(Y), P(Y #1)

POROLO) seP(Y) > p(Y]X), P(Y # 0)

e Se P(Y|X)=P(Y), Y e X sao independentes na teoria da probabilidade. A confianga
da regra da associacdo X = Y torna-se confianca(X = Y) = CPIR(Y|X) =0.

e Se P(Y|X)-P(Y)>0,Y é positivamente dependente de X. Quando p(Y|X)=1 que é
o mais forte possivel condigao, a confianga da regra da associacdo X = Y torna-se
confianga (X = Y)=CPIR(Y|X) = 1.

e Quando P(Y|X)=0,Y é negativamente dependente de X. Quando p(Y|X)=1 que é
o mais forte possivel condigao, a confianga da regra da associagdo X =Y torna-se
confianca (X =7Y) = CPIR(Y|X) = —1.
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3.2.9 Outras Medidas

Existem outras medidas estatisticas que permitem avaliar o interesse das regras de
associacao, sendo estas adequadas a situacoes especificas pelo que nenhuma é suficiente
por si 86, tendo de ser combinadas. Como exemplo de outras medidas encontram-se:
Odds Ratio (O), Yule’s @Q), Yule’s Y, J-Measure (J), Kappa (T), Certainty Factor (F) e

Klosgen (K) tal como se verifica na tabela 3.1. [Tan et al., 2004].

Medida Formulai _
Odds Ratio (O) %
', P(A,B)P(AB)—P(A,B)P(A,B) _ a—1
Yule's Q P(A, B)P(AB) P(AB)P(A,B) _ afl
e \/P(A,B)P(AB)—\/P(A,B)P(A,B) _ \/a—1
Yule's ¥ \V/P(A,B P(AB —/P(A,B)P(A,B)  Vo+l
P(A.B)+ P(A.B)_P(A)P(B)—P(A)P(B)
kappa (k) 1=P(A)P(B)~P(A)P(E) _
J-Measure (J) max(P(A, B) log( ;,1(3";1))—1—]3(%1,?) log(PI(DjEt%’;l)),
P(4, B) log(“5") + P(A, B)log())
Certainty Factor (F) max(P(]?A])Dz;(B), I;(_Ag,]a)_;}%))
Added Value (AV) mam(P(B|A) P(B),P(A|B) — P(4))
Jaccard (¢) PiB
accar P(A)+P(B) P(AB)
Klosgen (K) \/P(A, Bymaz(P(B|A)—P(B), P(A|B)—P(A))

Collective strength(S)

P(A,B)+P(AB) 1-P(A)P(B)—P(A)P(B)

P(A)P(B)+P(A)P(B) 1-P(A,B)_P(AB)
Coherence(A;B) sup(A)-S-ngggf—)sup(AB)
AllConf(A,B) W
Kule(A,B) sup(zAB) (supl(A) supl(B))

MaxConf(A;B) mam{sgfp&f;), S;ﬁg&f;)}
Sebag-Schoenauer(A;B) UDI&E;‘% B

Loevinger(A;B) - %LB(?)

P(AB)—(A)P(B)

Zhang(A;B)

maxz(P(AB)P(B),P(B)P(AB))

Two Way Support (A;B)

P(AB)x10g paspie

Information Gain (A;B)

1 P(AB
08 P(A)P(B)

TABELA 3.1: Medidas de avaliagao de padroes.
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3.2.10 Propriedades de medidas objectivas

Para a escolha de uma medida de avaliacao, para analisar as regras de associagao, é

necessario ter presente as propriedades que a medida é capaz de satisfazer.

Piatetsky-Shapiro define trés propriedades que uma medida M deve possuir [Piatetsky-
Shapiro, 1991]:

e M =0 se A e B sdo estatisticamente independentes;

e M aumenta monotonicamente com (P,A), quando P(A) e P(B) permanecem o

mesmo;

e M diminui monotonicamente com P(A) ou P(B) quando o resto dos parametros
P(A,B) e P(B) ou P(A) mantém-se inalteradas.

Das medidas que satisfazem estas trés propriedades em comum destacam-se: Ala-

vancagem (Leverage), Correlagao (Correlation), Klosgen, Yule’s Q, Yule’s Y.

Além destas propriedades os investigadores Tan, Kumar e Srivastava examinaram

outras propriedades importantes [Tan et al., 2004]:

e A medida é simétrica quando resultado de M é idéntico para as regras X = Y e
Y= X;

Das medidas que satisfazem esta propriedade destacam-se: Alavancagem (Leve-
rage), Correlagao (Correlation), Coseno (Cosine), Interesse (Interest) e odds ratio.
e A medida é assimétrica quando é utilizada para a sugestao de regras onde existe a
necessidade de se distinguir entre a forca da regra X =Y eda Y = X.
Das medidas que satisfazem esta propriedade destacam-se: Confianca e a Convicgao
(Conviction).
e A propriedade de Inversao é um caso especial da permutagao linha/coluna onde
ambas as linhas e colunas sao trocados simultaneamente.

Das medidas que satisfazem esta propriedade destacam-se: Jaccard (¢), Forga co-

lectiva (Collective strength), convic¢ao (Conviction).
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Capitulo 4

Algoritmos de Extraccao de Regras

de Associacao com Itens Frequentes

4.1 Algoritmo AIS

O algoritmo AIS foi o primeiro algoritmo desenvolvido para abordar a tematica das
regras de associag@o. Foi apresentado em 1993 pelos investigadores Agrawal, Imielinski

e Swami [Agrawal et al., 1993|.

O algoritmo AIS tinha como objectivo encontrar associac¢oes entre produtos, no qual
apenas existisse um item no consequente da regra. Um exemplo, deste tipo de regras
apresentado pelos investigadores, é encontrar todas as regras que tenham um determinado
item como consequente. Outro objectivo proposto com este algoritmo é o de permitir

encontrar a melhor regra k que tenha como consequente um determinado item.

4.1.1 Modelo do Algoritmo AIS

Define-se I = {iy, i2, ..., im} como o conjunto de atributos binarios designados de itens
e T como base de dados de transacgoes. Cada transaccao t é representada por um vector

binério, com t[k] = 1 se adquiriu t, e t[k] = 0 se nao adquiriu.

Uma regra de associacao significa uma implicagao na forma X = ij, em que X ¢ um
subconjunto de itens em I, e i; é um item tnico no conjunto I que nao estd presente
no conjunto X. A regra X = ij ¢ satisfeita no conjunto das operacoes i; com o factor
confianca 0 < ¢ < 1, se pelo menos ¢% das transacgoes em T que satisfazem X também

satisfazem i; [Agrawal et al., 1993].

31



Algoritmos de Extraccdo de Regras de Associagao com Itens Frequentes 32

Este modelo tinha como interesse gerar regras que satisfizessem dois tipos de res-
trigoes, restrigdes sintacticas (Syntactic constraints) e restrigdes de suporte (Support

Constraints).

Os mesmos autores definem restrigoes sintacticas, como as restrigoes sobre itens que
podem aparecer numa regra. Por exemplo, pode existir apenas interesse em regras que
tenham um item especifico i,, surgindo no consequente, ou regras que tenham um item
especifico i,, surgindo no antecedente [Agrawal et al., 1993]. Com este tipo de restrigao
é possivel predefinir os elementos antecedentes e consequentes de todas as regras que se

pretendem gerar.

As restrigoes de suporte dizem respeito ao nimero de transacgoes em T que suportam
uma regra. O suporte de uma regra é definida como a fracgao de transacgoes em T que

satisfaz a uniao dos itens do consequente e antecedente da regra.

Algoritmo 4.1.1: AIS

L;—{large 1-itemsets}

for (k=2;L;_1 #0;k++) do
begin

Ch=0;

forall transactions t € D do
begin

Ly=subset(Lg_1,t);

forall large itemsets l; € Ly do
begin

C;=1-extensions of [; contained in t;
forall candidates ¢ € C; do

if (c € C}) then
add 1 to the count of ¢ in the corresponding entry Cp;

else
add ¢ to Cp with a count of 1;

end
end
end

end

Liy={c € Ck | c.count > Ming,, }

end

Answer=J, Ly;
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Com este algoritmo foram abordados pela primeira vez conceitos como: a problemé-
tica da combinacao de items utilizando o suporte e a confianca como medida da forca da

regra, e a distingao entre itens frequentes (large itemset) e infrequentes (small itemset).

O algoritmo faz varias passagens sobre a base de dados e em cada passagem o suporte

para cada conjunto de itens é calculado.

Um dos passos importantes neste algoritmo é a determinagao dos itens candidatos

(candidate itemsets) sendo obtidos a partir dos registos da base de dados.

Associado a cada itemset existe um contador que armazena o nimero de transacgoes
que corresponde ao numero de vezes que esse itemset ocorre na amostra de dados. Este

contador é iniciado a zero quando o itemset é criado.

Inicialmente, o conjunto é constituido apenas por um elemento, que é um conjunto
vazio. No final da passagem, o suporte do candidato, é comparado com o suporte minimo
para determinar se ele constitui um elemento frequente. O algoritmo termina quando o

conjunto limite fica vazio [Agrawal et al., 1993|.

Este algoritmo apresenta como uma das suas caracteristicas o elevado niimero de
passagem pelos dados. Num cenério mais pessimista, pode exigir a criagao de 2™ con-
tadores, que corresponde a todos os subconjuntos do conjunto de itens I, em que m é
o nimero de itens existentes em I. Naturalmente, com um conjunto elevado de itens
existentes em I, o nimero de passagens que o algoritmo tem de fazer pelos dados torna-o

computacionalmente exigente.

Outra caracteristica é a dificuldade de se definir um valor para o suporte minimo,

que permita descobrir os itens frequentes.

Este algoritmo tem a particularidade de ter sido o primeiro algoritmo a adoptar as

medidas de suporte e confianca.

Na apresentacao das regras contém apenas um item no consequente (RHS), podendo

conter um ou mais itens no antecedente (LHS) da regra.
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4.2 Algoritmo Apriori

O algoritmo Apriori foi proposto por Agrawal e Srikant [Agrawal and Srikant, 1994],

este algoritmo é um dos mais divulgados e utilizados na extraccao de regras associagao.

A vantagem deste algoritmo esté na simplicidade e versatilidade em extrair informa-
¢ao em grandes bases de dados. Enquanto no algoritmo antecedente AIS [Agrawal et al.,
1993], as regras de associagao eram limitadas a apenas um item no consequente da regra,

o algoritmo Apriori, pelo contréario, permite multiplos itens.

A principal diferenga entre o Apriori e o seu antecedente AIS, reside fundamental-
mente na forma como sao descobertos os itens frequentes, em particular na geragao dos
itens candidatos. O Apriori efectua a geragao dos itens candidatos com base nos itens

considerados frequentes na passagem anterior.

Na primeira passagem ¢é contabilizado o suporte de itens individuais e determinados
quais os que sao frequentes, ou seja, os que tém suporte minimo. Cada passagem sub-
sequente, inicia-se com um grupo pré-determinado de itens considerados frequentes na
passagem anterior. Usa-se este grupo pré-determinado para gerar novos potenciais itens
frequentes, designados itens candidatos (candidate itemsets). No final da passagem, os
conjuntos de itens realmente frequentes, tornam-se nos pré-determinados para a proxima
passagem. Este processo continua até que nao sejam encontrados novos itens frequentes

[Agrawal and Srikant, 1994].

O Apriori possui uma organizagao que garante uma grande flexibilidade na geragao
de regras de associagdo e a sua parametrizagdo é feita com base no suporte minimo

(Supmin) € na confianga minima (Con fyn), valores esses pré-definidos pelo utilizador.

Este algoritmo é bastante interactivo, tendo sido o primeiro a reduzir, eficientemente,
0 espago de pesquisa nos dados, o que melhorou substancialmente o desempenho na

descoberta de regras de associacao.

A capacidade e facilidade com que este algoritmo trabalha com grandes volumes de
dados permitiu que muitas ferramentas comerciais de Data Mining incorporassem na sua

solucao esta técnica de extracgao de regras de associagao.
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4.2.1 Modelo do Algoritmo Apriori
A notagao utilizada no algoritmo Apriori:
Notagao | Descricao
D Base de Dados normalizada
Trp Identificador da transacgao
k-itemset | Conjunto de itens (Itemset) com tamanho k
Ly, Conjunto de itens frequentes de k-itemsets (aqueles com suporte minimo).

Cada membro deste conjunto tem dois campos:
i) Itemset e ii) o contador de suporte.

Cy Conjunto de k-itemsets candidatos (potencialmente frequentes).
Cada membro deste conjunto tem dois campos:
i) Itemset e ii) o contador de suporte.

t transacgao

TABELA 4.1: Notagoes do Apriori.

A primeira passagem do algoritmo conta apenas a ocorréncia dos itens para determi-

nar os itens frequentes de tamanho 1 (I-itemsets). A passagem subsequente, designada

passagem k, consiste em duas fases. Na primeira fase os itens frequentes L 1 encontra-

dos na passagem (K-1), sdo utilizados para gerar os conjuntos de itens candidatos Cf,

usando a funcao apriori-gen. Na segunda, a base de dados é explorada e o suporte de

candidatos em C} é contabilizado. Para uma contagem rapida, é necesséario determinar

eficientemente os candidatos em C} que estdao contidos numa transacgao em t [Agrawal

and Srikant, 1994].

Algoritmo 4.2.1: Apriori

Li={large 1-itemsets}

for (k=2;L;_1 #0;k+ +) do
begin

Cr= apriori-gen(Ly_1);

forall transactionst € D do
begin

Cy =subset(Cy,t);

forall candidates ¢ € C; do
c.count-+-+;

end
end

Li={c € C| c.count > minsup }

end

Answer=J, Lj;
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Uma das fungoes importantes neste algoritmo é a fungao para a geracao dos itens

candidatos, esta fun¢do originalmente designada por apriori-gen.

A funcao apriori-gen tem como argumento Li_; e retorna um superconjunto do
conjunto de todos itens frequentes (k-1)-itemsets. No primeiro passo de jungao (join

step) associa-se Li_1 com outros itens diferentes.

A seguir no passo da poda (prune step), elimina-se todos os itemsets ¢ € C}, de tal

forma que alguns (k-1) subgrupos de C nao estdo em Lj_1.

Fungao apriori-gen

// apriori-gen (join step)

insert into C}

select p.itemq,p.itemo,...p.itemy_1 , q.itemq
from Ly 1p, L1 q

where p.item| = q.itemyq, ...,p.itemyp_o = q.itemp_o,p.itemy_1 = q.itemy_1;
// apriori-gen (prune step)

forall itemsets ¢ € C), do
forall (k-1)-subsets s of ¢ do

if (s ¢ Ly_1) then
delete ¢ from Cy;

end
end

end

A funcao apriori-gen do algoritmo Apriori gera os candidatos, utilizando somente os
conjuntos de itens frequentes encontrados no passo anterior, sem considerar as transac-

¢Oes na base de dados, como fazia o AIS.

Admitindo os seguintes conjuntos de itens frequentes Ls = {{A,B,C}, {A,B,D},
{A,C,E}, {A,C,D}, {B,C,D}}. Utilizando a fungao apriori-gen neste conjunto de itens
frequentes, o passo join aplicado ao conjunto de itens em L3 sao criados os conjuntos de

4 itens candidatos Cy = {{A,B,C,D},{A,C,D,E}}.

Seguidamente, o passo prune aplicado ao conjuntos de candidatos Cy, elimina o
conjunto {A,C,D,E}, ja que o subconjunto {A,D,E} nao esta contido em, L3. Desta forma

fungao apriori-gen retorna como resultado o conjunto candidato Cy = {{A,B,C,D}}.
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Outra fungao importante presente no algoritmo ¢é a fungao subset, neste procedimento
os itemsets candidatos C}. sao depositados numa arvore-hash. Um no dessa arvore contém

uma lista dos itemsets (um no6 folha) ou uma tabela hash (um noé interior).

Num né interior, cada tabela hash aponta para outro né. A raiz da arvore é de-
finida para estar em profundidade 1. Um né na profundidade d aponta para noés na

profundidade d+1. Os itens estao depositados nas folhas.

Quando é adicionado um item ¢, comeca-se pela raiz e desce-se a arvore até alcangar

as folhas.

4.2.2 Gerar regras de associagao

Para a geracdo de regras de associacdo o algoritmo Apriori usa o procedimento gen-

rules. Este Algoritmo tem uma execugao relativamente simples.

Este procedimento recebe como pardmetro o conjunto dos itens frequentes encon-
trados anteriormente. Primeiramente sao criados subconjuntos com apenas um item

frequente.

Seguidamente para todos os conjuntos de itens frequentes com k>2, efectua a gera-
¢ao de regras de associagao do tipo LHS = RHS, apresentando apenas as regras que

satisfazem a condigao Conf > Con fpn

Algoritmo 4.2.3: Gerar Regras de Associacdo

forall large itemsets I, k > 2 do
call genrules(ly, 1)

end

procedure genrules(lj, : large k-itemset, a,, : large m-itemset)

A= {(m-1)-itemsets a;—1 : |am—1 C ap,; forall a,,—1 € A do
begin

Conf= sup(l) sup(am—1);

if (Conf > Confpin) then
output the rule ap,—1 = (I — am—1)

if (m-1>1) then
call genrules(ly, )

end
end

end
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A percepcao béasica do Apriori baseia-se na heuristica de que qualquer subconjunto
de um conjunto de itens frequentes deve ser frequente. Portanto, o conjunto de candi-
datos contento k itens pode ser gerado fazendo uma combinagdo dos conjuntos de itens
frequentes de tamanho k-1, e anulando aqueles que contenham algum subconjunto que

nao seja frequente [Agrawal and Srikant, 1994].

O algoritmo Apriori inspirou muitos outros algoritmos de regras de associagao, tais

como o AprioriTid, AprioriHybrid, GSP, etc.

4.3 Algoritmo AprioriTid

O algoritmo AprioriTid foi proposto por Agrawal e Srikant simultaneamente com o
Apriori, neste algoritmo os investigadores propéem efectuar uma redugao do nimero de

passagens pela base de dados [Agrawal and Srikant, 1994].

Enquanto o Apriori efectua varias passagens pela base de dados para contar o suporte
dos itemsets candidatos o AprioriTID apenas passa pela base de dados para contar o

suporte dos candidatos de tamanho 1.

A caracteristica interessante deste algoritmo é que a base de dados D, nao é usada
para contar o suporte depois da primeira passagem, guardando em memoria os conjuntos

de itens frequentes para as passagens subsequentes.

Este algoritmo também usa a mesma fungéo apriori-gen do Apriori, para determinar

os itemsets candidatos antes que a passagem se inicie.

Ao invés, o grupo C}, é usado para este objectivo. Cada membro do grupo C}, é da
forma < TID,{Xy} > onde cada X} é um potencial itemset-k frequente presente na

transacgao com identificador TID [Agrawal and Srikant, 1994].

Com esta optimizagao do Apriori o objectivo é reduzir o nimero de leituras a base de

dados e com isso minimizar os custos computacionais na pesquisa dos itens frequentes.
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Algoritmo 4.3.1: Algoritmo AprioriTid

L;={large 1-itemsets}
for (k=2;L;_1 #0;k+ +) do

begin

C= apriori-gen(Lg_1);

Crp=0;

forall entries t € Cj,_; do
begin

Cy = {c € Ck|(c — c[k]) € t.set-of-itemsets A(c — c[k —1]) €
t.set-of-itemsets };

forall candidates ¢ € C; do
c.count-+-+;

end

end

if (C; #0) then
Ci+ =< t.TID,C; >;

end
Li={c € C| c.count > minsup }
end

Answer=|J, Ly;

K =1,C corresponde & base de dados D.
O membro Cj correspondente 4 transacgao é < t.TID, {c € Cy| ¢ contido em t}>.

Se a transaccao nao contiver nenhum itemset-k candidato, entao Cj nao terd uma
entrada nesta transac¢do. Assim o namero de entradas em C} pode ser mais pequeno do

que o numero de transaccoes na base de dados.

O AprioriTID apresenta um desempenho superior face ao Apriori sempre que o con-
junto de candidatos possa ser colocado em memoria, caso contrario os resultados de

desempenho do Apriori sao mais vantajosos.

Desta forma os mesmos investigadores propuseram uma solucao hibrida, ao qual

chamaram AprioriHybrid.
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4.4 O algoritmo AprioriHybrid

Este Algoritmo proposto Agrawal e Srikant em 1994 tinha como principal particula-

ridade combinar o algoritmo Apriori com o AprioriTid [Agrawal and Srikant, 1994].

Como o algoritmo Apriori apresentava um desempenho mais eficaz nas passagens
iniciais e Algoritmo AprioriTid obtinha um ganho de eficacia apds determinado nimero

de passagens, o AprioriHybrid combina o melhor de ambos.

A solugao do algoritmo Hibrido tinha como objectivo combinar os dois algoritmos
e executar mais rapidamente o processo de mineragao, ji que nao é necessario usar o

mesmo algoritmo em todas as passagens pelos dados.

A estratégia é utilizar o Apriori quando o conjunto de candidatos nao cabe em me-
moria, passando para o algoritmo AprioriTID, quando o conjunto de candidatos cabe em

memoria.

A vantagem do AprioriHybrid sobre Apriori depende de como o tamanho do conjunto

C; diminui a cada passagem sobre a base de dados.

4.5 O algoritmo Predictive Apriori

O Predictive Apriori € um dos algoritmos da familia do Apriori, apresentado pelo
investigador Tobias Scheffer [Scheffer, 2001|. Consiste em pesquisar uma rela¢do en-
tre suporte e confianca. Regras que diferem tanto em suporte e confianga devem ser

comparadas, um maior suporte tem de ser trocado por uma maior confianga.

A solucao proposta pelo investigador é maximizar a precisao esperada nas regras de
associacao, usando uma rede Bayesiana com o objectivo de pesquisar a relagao entre
suporte e confianga maximizando a possibilidade de um correcto prognostico de dados

nao analisados.

Para tal é apresentada a medida Predictive accuracy. Esta medida contribui para

seleccionar, em ordem decrescente, as n principais regras geradas.

A previsao de exactidao (predictive accuracy) pode ser definida como: Seja D uma
base de dados cujos registos individuais r sao gerados por um processo estatico P, sendo
[X = Y] uma regra de associagdo. A predictive accuracy c([X = Y])= Pr|r satisfazer
y| r satisfazer x| é a probabilidade condicional de Y C r, dado que X C r, enquanto a

distribui¢ao de r é dominada por P [Scheffer, 2001].
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Este algoritmo para além de necessitar de menos passagens pela base de dados, tem
como objectivo aumentar o desempenho na extraccao de regras de associagdo, sendo um
dos primeiros algoritmos a apresentar a preocupagao com a geragao de regras redundan-

tes.

Para a remogao de regras redundantes foi desenvolvido com este algoritmo o seguinte
teorema: E possivel definir se uma regra é subordinada de outra regra aplicando dois

testes aos subconjuntos:

[X=Y]=[X'=Y]eXCX' AY DY

Considerando que uma regra de associagdo [a = ¢, d] é considerada valida, entdo
também outras regras terao a possibilidade de serem consideradas [a,b = ¢, d], [a = ],

[a = d].

Uma vez que podem ser geradas exponencialmente muitas regras redundantes que
sdo inferidas a partir de uma regra mais geral, ndo é desejavel que todas as regras sejam

apresentas ao utilizador o que dificulta a anélise.

E possivel afirmar [X = Y] é subconjunto [X’ = Y] se e somente se X é um subcon-
junto de X’ (mais fraca condigao) e Y é um superconjunto de Y’ (y prevé atribuir mais
valores do que Y’), pode ser eliminada [X’ = Y']. Isto porque diz que a partir de uma
regra mais geral todas as regras que sao subordinadas sao também satisfeitas, evitando

desta forma que as regras redundantes sejam apresentadas ao utilizador [Scheffer, 2001].

4.6 O algoritmo Partition

O Algoritmo Partitition foi apresentado pelos investigadores Savasere, Omiecinski e
Navathe [Savasere et al., 1995]. Este algoritmo efectua varias parti¢oes da base de dados
de forma a que estas caibam em memoria e divide os dados num nimero de partigoes

sem sobreposicao destes.

Segundo os investigadores, este algoritmo para além de reduzir o processamento de
Entrada/Saida, tem para a maioria dos casos uma menor sobrecarga de processamento
(CPU), como tal é o mais indicado para extrair regras de associa¢ao em grandes bases

de dados.

O Partition efectua normalmente duas pesquisas & base de dados e é executado em

duas fases.
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Na primeira fase, o algoritmo Partitition divide a base de dados em vérios partigoes
nao sobrepostas. Para cada particao sao identificados os itens frequentes, no final desta
fase os itens frequentes encontrados em cada particdo sao agrupados no conjunto global
dos potenciais itens frequentes. Na segunda fase sao confirmados os suportes para os
conjuntos de itens frequentes. Os tamanhos de particao sdo seleccionados de forma a
que a particao possa ser adaptada 4 memoria principal de maneira a que as partigoes s6

sejam lidas uma vez em cada fase.

4.7 Algoritmo DIC (Dynamic Itemset Counting)

O Algoritmo DIC foi apresentado pelos investigadores, Brin, Motwani, Uliman e Tsur
[Brin et al., 1997]. Este algoritmo é uma optimizagao do Apriori, cujo objectivo é reduzir

o numero de passagens pela base de dados.

A metodologia adoptada pelo algoritmo DIC é efectuar paragens peridédicas em cada
M transacgoes da base de dados. Em cada paragem é adicionado um conjunto frequente
de maior dimensao e quando um conjunto é contado em toda a base de dados e nao tem

suporte minimo, pode ser eliminado.

4.8 O algoritmo DHP (Direct Hashing and Pruning)

O algoritmo DHP foi apresentado pelos investigadores Chen, Park e Yu [Park et al.,
1995]. Neste algoritmo na primeira interacgao é semelhante ao Apriori na forma como o

conjunto de candidatos é gerado e testado para obter os conjuntos frequentes de itens.

O DHP tém como principais caracteristicas a eficiéncia na geragao de conjuntos de

itens frequentes e a capacidade de reducao do tamanho nas transaccoes de dados.

A eficiéncia na geracao do conjunto de candidatos tem origem na tabela hash que é

construida pelo algoritmo para os conjuntos de itens com dois elementos (2-itemsets).

A Optimizagdo do DHP nao consiste na redugdo do nimero de passagens pela base
de dados, mas em tirar o maximo partido da funcao poda dos itens candidatos, ou seja
em cada interaccdo o numero de candidatos que sao tratados pela poda do algoritmo
DHP é superior, desta forma reduz o nimero de transac¢oes que serao testadas a cada

passagemn.
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4.9 Algoritmo FP-growth

O algoritmo FP-growth, foi desenvolvido pelos investigadores Han, Pei e Yin [Han
et al., 2000]. E talvez o algoritmo mais eficiente desenvolvido até hoje pelo que seré

descrito com maior pormenor.

Neste modelo é proposta uma nova estrutura em arvore para padroes frequentes de-
signada por FP-tree. Trata-se de uma arvore de prefixo estendido que permite armazenar

de forma compacta informagdes cruciais para a eficiente mineracao de padroes frequentes.

Os investigadores do FP-growth consideram os algoritmos da familia apriori com-
putacionalmente exigentes devido ao ntimero elevado de conjuntos de itens candidatos
que sao gerados, particularmente quando é definido um suporte minimo relativamente
baixo, outro dos inconvenientes é o ntimero elevado de passagens pela base de dados que

é necessario efectuar para contabilizar o suporte desses conjuntos.

O Algoritmo FP-growth com base na estrutura FP-Tree tem como objectivo ser uma

solugdo mais compacta e funcional.

A eficiéncia do algoritmo FP-growth assenta em trés pontos fundamentais, em pri-
meiro a base de dados é fortemente compactada numa estrutura significativamente me-
nor, em segundo usa a técnica do modelo FP-tree que permite evitar a tarefa dispendiosa
de gerar um grande ntumero de conjuntos candidatos, por fim baseia-se numa base de
particionamento, dividir-e-conquistar, este método ¢é utilizado para decompor as tarefas

de mineragao em conjuntos mais pequenos.

Fornecida uma base de dados transaccional e um suporte minimo £, o problema
de encontrar o conjunto completo de padroes frequentes é chamado de problema de

mineracao de padroes frequentes (frequent pattern mining problem).

O suporte de um padrao A (conjunto de itens), é o nimero de transacgoes que contém
A na base de dados. A é considerado um padrao frequente se o suporte de A nao for

menor que o suporte minimo inicial definido em ¢ [Han et al., 2000].

Como o interesse neste algoritmo é detectar eficazmente apenas os itens frequentes,
o primeiro passo é percorrer a base de dados para identificar o conjunto de itens de

tamanho 1 que sao frequentes.
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4.9.1 Construgao de FP-Tree

Um dos passos importantes no algoritmo FP-growth é a construgao da arvore de

padroes frequentes.

Para o desenho da FP-Tree os investigadores do FP-growth apresentam o seguinte

algoritmo [Han et al., 2000]:

Algoritmo 4.9.1: Algoritmo para a Construcao da FP-Tree

input : Uma base de dados transacional BD e a atribuicao de um suporte

minimo &
output : A estrutura FP-Tree

Method: A FP-tree é construida nos seguintes passos.

e Efectuar a leitura a base de dados uma vez.
Recolher o conjunto de itens frequentes F e os seus suportes.

Classificar F por ordem decrescente de suporte e definir a lista como L.

e Criar a raiz da FP-Tree, T, e rotula-la como "nula"
Para cada transac¢ao Trans em BD efectuar o seguinte:
Seleccionar e ordenar os itens frequentes em Trans conforme a ordem
da lista L
Seja a lista de itens frequentes em Trans [p|P], onde p é o primeiro elemento
e P a restante lista.

Chama a funcao insert_tree([p|P],T).

e Comportamento da fungao insert tree
Se T possui um filho N, tal que N.item-name == p.item-name, entao
incremente em 1 o contador de N; sendo cria um novo nodo N e atribui 1 ao
contador e liga na arvore e na lista de nodos com o mesmo item-name.

Se P nao é vazio, chame insert tree(P, N) recursivamente.
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Deste algoritmo sao realgados quatro passos fundamentais:

1. Somente os itens frequentes sdo importantes na mineracao de padroes frequentes,
é necessério realizar uma pesquisa na base de dados para identificar o conjunto de

itens frequentes.

2. O armazenamento do conjunto de itens frequentes numa estrutura compacta per-

mite evitar leituras repetidas da base de dados.

3. Se multiplas transacgdes partilham um conjunto de itens frequentes idéntico, po-
dem ser agrupados num tnico conjunto com o ntmero de ocorréncias registadas

numa variavel count.

4. Se duas transacgoes partilham um prefixo comum, conforme uma ordenagao dos
itens frequentes, as partes partilhadas podem ser agrupadas utilizando uma tnica

estrutura de prefixo, desde que a variavel count seja registada corretamente.

Fornecido o valor de £€=3

Trp | Ttens

fﬂa’CJd7g7i7m7p

a,b,c,flm,o
b7f7h7j70
b?C’k7S7p

Perante a base de dados BD =

U | W (N |~

a‘7f7c76717p7m7n

Apos efectuar a primeira leitura BD foram encontrados os seguintes itens frequentes,

ou seja os itens de tamanho 1 que satisfazem o suporte minimo £=3;
E criada a lista de itens frequentes L ordenada por ordem decrescente de suporte.
L = <(f:4), (c:4), (a:3), (b:3), (m:3), (p:3)>

Apoés a criagao da raiz é efectuada a leitura por cada transaccao da base de dados.
Cada n6 n na FP-tree é composto de trés campos distintos: item, contador e um né de

ligacao.

O contador do n6 armazena o numero de transacgoes que partilha o conjunto de itens

formado pelo sub-ramo desde a raiz até ao no.
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Tid Itens ltensfrequentes ordenados
1 f.a.cdgimp |fcamp
2 ab.cflmo fc.ab,m
3 b.fhjo fb
4 b,ck,s.p c,b,p
5 afcelpmn |fcamp

Tid Itens Itensfrequentes ordenados
1 facdgimp |feamp
2 ab.eflmao fe.abm
3 bfhjo [
4 b.cks.p c.b.p
5 afecelpmn |fcamp

FI1GURA 4.2: Leitura da segunda transacgao

A FP-tree é acompanhada de uma estrutura auxiliar, denominada tabela de cabeca-

lhos (header-table), que tem como objectivo facilitar os percursos na FP-tree.

A FP-Tree contém as informagcdes completas para o processo de mineracao de padroes

frequentes.

Cada transaccao da base de dados é mapeado para um caminho na FP-Tree, e a

informacao dos itens frequentes em cada transacgao é armazenado na FP-Tree.

Um caminho na FP-Tree pode representar conjuntos de itens frequentes em varias

operagoes sem ambiguidade uma vez que o caminho que representa todas as transacc¢oes

deve comegar a partir da raiz de cada item prefixo sub-arvore.

Desta forma sem considerar a raiz, o tamanho de uma FP-Tree é limitado ao total

de ocorréncias dos itens frequentes na base de dados e a altura é limitada pelo maior

namero de itens frequentes numa transac¢ao [Han et al., 2000].
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Tid ltens ltensfrequentes ordenados
1 fa.cdgimp |fcamp
2 ab.eflmo fo.abm
3 bfhijo fb
4 b.ck.s.p cb.p
5 afcelpmn [fcamp

Tid Itens Itensfreguentes ordenados
1 fa,cdgimp |fcamp
2 ab.cflmo f.c,a,bm
3 b.fhjo f.b
4 b.cks.p c,b,p
5 afcelpmn [feamp
FI1GURA 4.4: Leitura da quarta transacgao
Tid Itens Itensfrequentes ordenados
1 fa,cdgimp |fcamp
2 abcflmo fcabm
3 bihjo b
4 b.cksp c,b,p
5 afecelpmn [fcamp

F1cURA 4.5: Leitura da tdltima transacgao
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A estrutura compacta criada com o algoritmo FP-Tree, ndo é suficiente para a ex-
traccao do conjunto completo de padroes frequentes, isto porque a utilizagdo da FP-Tree

limita a geragdo e verificagao dos itens candidatos apenas a uma andlise combinatoria.

Para anélise de FP-Tree, inicia-se normalmente pelos itens do fundo da arvore, ve-
rificado o n6 com o item p, que tem um padrao frequente (p:3) e dois caminhos na
FP-tree:

o (fi4;c:3; a3;; m:2; p:2).

e (c:1;b:l;p:l).

Para o no p, é derivado o itemset (p:3) e dois caminhos da Fp-Tree: {f4: ,c:3, m:2,
p:2} e {c:1, b:1, p:1}. O primeiro caminho mostra que (f,c,a,m,p) aparece duas vezes.

Apesar o conjunto de itens (f,c,a) aparecer 3 vezes e sozinho (f) aparecer 4 vezes na

base de dados, s6 aparecem em conjunto com p duas vezes.

Assim, para analisar os itens que surgem em conjunto com p, os dois caminhos de p
{f2:, ¢:2, a:2, m:2} e {c:1, b:1} formam a base de subpadroes de p, que é designada de
base de padrdes condicionada (isto é, a base de subpadrdes sob a condigao de existéncia
de p). A construgao de uma FP-tree na base de padroes condicionada (chamada de FP-

Tree condicionada de P) tem apenas um ramo (c¢:3). Portanto deriva um tnico itemset
(cp:3).

Para o n6 m, derivado do padrao de frequéncia (m:3), possui dois caminhos na FP-

Tree:

o (f14;c:3; a:3; m:2).

o (fi4;c:3;a:3;bl;m:l).

Da mesma forma, n6 b deriva (b: 3) e tém trés caminhos:

o (f14;c:3;a:3; b:l).
o (f:4; b:l).

e (c:1;b:l).
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Baseado na FP-Tree é usado o algoritmo FP-growth para a mineracao de padroes

frequentes:

Algoritmo 4.9.2: Algoritmo FP-growth
input : FP-Tree

output : O conjunto completo de padroes frequentes

Method: Executar o procedimento FP-growth(FP-Tree, null).

Procedure FP-growth(Tree, «)
{

if (Tree contém um tnico caminho P then

foreach combinacdo B dos nds no caminho P do
Gere o padrao S U« com suporte = suporte minimo dos nés em (3

end

else

foreach o; no header da Tree do
Gere o padrao § = a; U a com suporte = «;.suporte;

Construir a base condicional de padroes de 8 e a FP-Tree condicional de (8
e a Treeg;

if (Treeg # 0 ) then
call FP-growth (T'reeg, )

end
end

end

}

Com o algoritmo FP-growth é possivel de uma forma mais eficaz obter o conjunto de
padroes frequentes, por exemplo uma FP-Tree de apenas um caminho pode ser minerada

simplesmente enumerando-se todas as combinacoes entre os itens no caminho.
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Perante a base de dados D e o valor de £ = 3 é obtida a seguinte FP-Tree condicional

e os padroes frequentes que é possivel encontrar.

Ttem | base de padrao FP-Tree condicional | Padroes Frequen-
RN (CT=Tere — oy 8
(c:1,b:1)} (cp:3)
m | {(f:2,¢:2,a:2) {(f:3,c:3,a:3) }/m (m:3)
(f:1,c:1,a:1,b:1,m:1)} (am:3)
(cm:3)
(fm:3)
(cam:3)
(fam:3)
(fom:3)
(fcam:3)
b | {(Fl,c:Lal) 0 (b:3)
(f:1)
(c:1)}
a | {(E3,¢:3,2:3)} {(f3,c:3)}a (a:3)
(fa:3)
(ca:3)
(fca:3)
c | {(t3)} {(£:3)}e (c:4)
(fc:3)
f1e 0 (f:4)

TABELA 4.2: Padroes Frequentes FP-Tree

O Algoritmo FP-Growth apresenta uma maior complexidade face aos algoritmos da

familia do apriori, no entanto esta complexidade adicional do algoritmo é compensada

pelo seu desempenho.
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4.10 Owutros Algoritmos

Existem muitos outros algoritmos que permitem a extraccao de regras de associagao

com itens frequentes, alguns dos quais sao baseados nos algoritmos ja apresentados.

Sao exemplo os algoritmos:

O Algoritmo PHP -Perfect Hashing And Pruning, apresentado por Ozel and Gii-

venir [Ozel and Giivenir, 2001], teve como inspiragio o algoritmo DHP.

O Algoritmo AGM apresentado por Inokuchi, Washio e Motoda [Inokuchi et al.,

2000/, teve como base o algoritmo Apriori

O algoritmo CARMA apresentado por Hidber [Hidber, 1999], trata-se de um

algoritmo para calcular grandes conjuntos online

Algoritmo inter-transaction para mineracdo de regras entre transacgoes, esta
metodologia foi apresentada pelos investigadores Feng, Lu, Yu, Han [Feng et al.,
1999]. O algoritmo permite que as regras possam representar associagbes de ar-
tigos dentro de transacgoes mas também representar associagoes de artigos entre

transaccoes diferentes.

O Algoritmo FITI, apresentado por Tung, Lu, Han, Feng [Tung et al., 1999] Este
algoritmo tem a particularidade de quebrar a tradicional analise de itens dentro
da mesma transaccio, passando a processar regras de associacao entre diversas

transacgoes, o que torna o numero de potenciais regras extremamente grande.

O Algoritmo FARM- Fuzzy Association Rule Mining apresentado pelo investiga-
dores Wai-Ho Au e Chan [Chan and ho Au, 1999], permite efectuar a mineragao

de regras de associagao fuzzy.

O Algoritmo iFP-growth, apresentado por Siqueira, Prado, Junior, Carvalho [Si-
queira et al., 2002]. Trata-se de um algoritmo Incremental para determinar regras

de Associagao, baseado no FP-growth.

O Algoritmo CHARM, apresentado por Zaki e Hsiao [Zaki and Hsiao, 2002|, per-
mite a mineragao eficiente em conjuntos de itens fechados Closed Itemsets. Um
conjunto de itens é fechado se nenhum de seus superconjuntos imediatos tem su-

porte superior ao suporte do conjunto em questao.

O Algoritmo PRINCER, apresentado por Kedem e Lin [Kedem and Lin, 1998|,
permite a extraccao de regras de associacao com um conjunto maximo de itens

frequentes.
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e O Algoritmo FARMER apresentado por Cong, Tung, Xu, Pan e Yang [Cong
et al., 2004]. Foi especialmente projectado para descobrir regras de associagao de
dados através microarray. Em vez de encontrar regras associa¢ao individuais, o

FARMER acha grupos de regras interessantes.

e O Algoritmo AprioriNewMulti apresentado por Rajkumar, Karthik e Sivanan-
dam [Rajkumar. et al., 2003]. Este algorimo baseado no Apriori tem como finali-

dade a mineragao de regras de associacao com multiniveis.

e O Algoritmo AIM: Another Itemset Miner apresentado por Fiat e Shporer [Fiat
and Shporer, 2003]. Usa um conjunto de técnicas para melhorar a eficiéncia da

tarefa de mineracao das regras de associagao.

e O Algoritmo ARN Association Rules Network:, foi apresentado por Pandey, Cha-
wla, Poon, Arunasalam e Davis [Pandey et al., 2009]. Apresenta uma estrutura
para sintetizar, podar, e analisar um conjunto de regras de associa¢ao para a cons-

trugao de hipoteses para candidatos.

e O algoritmo SPFA acrénimo Standing for Segmented Progressive Filter Algorithm,
foi apresentado por Huang e Wei [Huang and Wei, 2007]. Este novo modelo visa a

mineracao de regras de associagdo gerais temporais.

e O algoritmo ARMOR acrénimo Association Rule Mining based on ORacle, apre-
sentado por Pudi e Haritsa [Pudi and Haritsa, 2003]. E um algoritmo, cuja estru-
tura é derivada para a Oracle e efectua pequenas alteragoes, sendo completo em

duas passagens pela base de dados.

e O Algoritmo AFOPT apresentado por Lu, Guimei, Xu, Wang e Xiao [Lu et al.,
2003]. Trata-se de uma optimizagao para descobrir itens frequentes e baseia a sua

estrutura no algoritmo FP-Growth

e O Algoritmo Genex - Apresentado por Weber [Weber, 1998] , este algoritmo apre-
senta com alguma particularidade o uso de taxionomias para a extracgao de regras

de associagao.
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Capitulo 5

Algoritmos de Extraccao de Regras
de Associacao com Itens

Infrequentes

5.1 Algoritmo MSapriori

O Algoritmo MSapriori, apresentado por Liu, Hsu e Ma [Liu et al., 1999]. Foi um dos
primeiros a abordar a temaética dos itens com suportes distintos, generaliza o algoritmo

Apriori para encontrar conjuntos de itens com diferentes suportes.

Os algoritmos como o AIS, e o Apriori que definem apenas um suporte minimo para
percorrer toda a base de dados pressupoem implicitamente que todos os itens sao da
mesma natureza e tém frequéncias semelhantes. Mas na pratica alguns itens aparecem
com muita frequéncia nos dados, enquanto outros raramente aparecem. Se Miny,, esta

demasiado elevado, as regras que envolvem itens raros nao serao encontradas.

De forma a ultrapassar o problema dos itens raros o algoritmo MSapriori propoe
uma técnica para resolver este problema, permitindo ao utilizador especificar multiplos

suportes minimos.

No modelo MSapriori, o suporte minimo de uma regra é expresso em termos de
suporte minimo do item (MIS - Minimum Item Supports), ou seja, cada item na base de

dados pode ter um MIS (suporte minimo do item) definido pelo utilizador.

O MIS(i) designa o valor do suporte minimo do item i. O suporte minimo da Regra

R é o MIS com o menor valor entre os itens da regra.
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Isto é, aregra R a1, a2, ...ap — aj41, ..., a, onde a; € I satisfaz as exigéncias minimas

de suporte caso o suporte real da regra nos dados seja igual ou superior a:
min(Mis(ay, Mis(ag, ..., Mis(a,)).

Suporte Minimo do item (MIS), permite atingir o objectivo de ter um suporte minimo
maior para regras que s6 envolvem itens frequentes, e ter um suporte minimo mais baixo

para as regras que envolvem itens menos frequentes [Liu et al., 1999].
Considerando os items X,Y,Z com os seguintes MIS definidos pelo utilizador:
MIS(X) = 2%

MIS(Y) = 0.2%
MIS(Z) = 0.1%

A regra (X — Y) [sup = 0.15%, conf = 70%)]| nao satisfaz as exigéncias minimas de
suporte, porque min(MIS (X), MIS (Y)) = 0.2%.

A regra (Y — Z) [sup = 0.15%, conf = 70%]| satisfaz as exigéncias minimas de
suporte, porque min(MIS (Y), MIS (Z)) = 0.1%.

Tal como algoritmo Apriori, este algoritmo efectua varias passagens pelos dados para

gerar os conjuntos de itens frequentes.

Na primeira passagem, o algoritmo contabiliza o suporte de cada um dos itens e
determina se estes sao frequentes. Em cada passagem subconsequente a semente é o
conjunto de itens encontrados na passagem anterior, esta semente é definida para gerar

novos itens candidatos.

A operagao chave no algoritmo MSApriori é a triagem dos itens em I, em ordem
crescente pelos seus valores MIS. Esta ordenacao é usada em todas as operagoes do

algoritmo.
O Modelo apresentado para o Algoritmo MSApriori [Liu et al., 1999]:

Ly, define o conjunto itens frequentes k. Cada conjunto de itens c é apresentado na

seguinte forma:< c[1], ¢[2], ..., c[k] >, onde M IS(c[1]) < MIS(c[1]) < ... < MIS(c[k]).
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Algoritmo 5.1.1: Algoritmo MSApriori

M=sort(I,MS); /* de acordo com o MIS (i) & armazenado em MS */
F=init-pass(M,T); /* faz a primeira passagem sobre T */
Ly ={< f>|f €F, f.count > MIS(f)};
for (k=2;L;_1#0;k+ +) do
if (k=2) then
Cy = level2 — candidate — gen(F);

else
C, = candidate — gen(Ly_1);

end

for each transaction t € T do
Cy = subset(Cy, t);

for each candidate ¢ € Cy do
c.count-+-;

end
end
Lj, = {c € Cg|c.count > MIS(c[1])}
end

Answer=|J, Ly;

A primeira linha, M=sort(I,MS) realiza a triagem de acordo com o valor de cada
item MIS, seguidamente efectua a primeira passagem sobre os dados utilizando a fungao
init-pass, que tem dois argumentos, a base de dados T e os itens classificados M para

produzir as sementes para gerar o conjunto de itemsets candidatos.

A fungado init-pass tem duas etapas fundamentais. Uma efectua a passagem sobre
os dados para gravar o suporte de cada item em M. Em seguida, segue a ordem para

encontrar o primeiro item i em M que satisfaz MIS (i) [Liu et al., 1999].

Em L, estao representados todos os itens frequentes obtidos a partir de F. A fungao
candidate-gen é responséavel pela geragao de itens candidatos Cy, seguidamente é efectu-
ada uma nova leitura aos dados actualizando as contagens para gerar os itens frequentes

Li.

Este algoritmo tem uma excepcao quando o valor de k=2, ja que recebe o argumento

F, em vez do argumento L1, como acontece para os valores de k seguintes.
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A funcao level2-candidate-gen(F) devolve os conjuntos de tamanho 2 itens frequentes.

O algoritmo é o seguinte:

Funcgao MSapriori level2-candidate-gen

for each item fin F in the same order do

if (f.count > MI1S(f)) then
for each item h in F that is after f do

if (h.count > MIS(f)) then
insert <fh> Cj;

end
end
end

end

A funcao candidate-gen desempenha tarefas semelhantes & funcao que existe no Al-
goritmo Apriori. Este procedimento toma como argumento Lk — 1, ou seja o conjunto

de itens frequentes de k>2, e retorna o conjunto de todos os k-itemsets frequentes.

Funcao MSapriori candidate-gen

// Passo (join step)

insert into C}
select p.itemq,p.itemo,...p.itemy_1 , q.itemq
from Ly 1p, L1 9

where p.item| = q.itemyq, ...,p.itemyp_o = q.itemp_o,p.itemy_1 = q.itemy_1;

// Passo (prune step)

for each itemset ¢ € C}, do
for each (k-1)-subset s of ¢ do
if (c[1] € s)or(MIS(c[2]) = MI1S(c[l1])) then

if (c[1] € s) then
delete ¢ from Cj,

end
end
end

end
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O Algoritmo MSapriori vem reforgar a ideia que um tnico suporte minimo é na
pratica insuficiente para a maior parte das aplicagoes, pois a frequéncia com que os itens

aparecem na base de dados pode ser bastante dispar.

Este algoritmo prop6ée um modelo mais flexivel e poderoso, permitindo ao utilizador
especificar multiplos suportes minimos para os diversos itens. Este modelo propoe encon-
trar regras interessantes com itens infrequentes e produzir um conjunto de regras mais

eficaz, sem a necessidade de gerar regras que produzam informacao com pouco sentido.

No entanto, tratando-se de uma base de dados com milhares de artigos pode ser

inviavel o utilizador definir Sup,,;» para um ntmero tao elevado de artigos.

5.2  Algoritmo Matrix-Based Scheme (MBS)

O algoritmo MBS apresentado por Ling Zhou e Spephen Yau [Zhou and Yau, 2007].
Este algoritmo tem a particularidade de poder extrair regras de associacao com itens
infrequentes e frequentes, sendo um dos algoritmos mais interessantes na extraccao de

regras de associacdo com itens infrequentes.

Numa base de dados existe um elevado niimero de itens infrequentes ou raros, no

entanto apenas algumas regras que envolvam estes itens poderao ter interesse.

O objectivo deste algoritmo é descobrir regras de associagdo com interesse que abran-

jam itens infrequentes.

Os investigadores deste algoritmo definem I como sendo o conjunto de itens numa
base de dados D, definem J=A U B como um conjunto de itens (ltemSet), AN B = &,
sup(A)# &, sup(B) # &, e o valor de entrada dado pelo utilizador para o suporte minimo
(min_ support), confianga minima (min_ confidence) e interesse minimo (min__ interesse),

com min_ support, min_ confidence e min_ interesse > 0.

Entao caso o sup(A) < min_support, sup(B) < min_ support, interesse(A,B) >
min__interest, correlacao(A,B) > 1 e CPIR(B|A)> min_ confidence, entdo A = B é

uma regra interessante.

e O sup(*) < min_ support, garante que uma regra de associagao descreva a relagao

entre itens infrequentes .
e Interesse(*) > min_ interest garante que a regra de associagao é de interesse .

e Correlagao(*) > 1 restringe regras que sao positivas.
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e CPIR(*) > min_ confidence garante a for¢a da correlagao.

Por exemplo A,B sao itens da base de dados D, o sup(A)=0.4, Sup(B)=0.3, sup(AUB)=0.3,

min_ support=0.5, min_ confidence=0.5 e min_ interest=0.05.

e Interesse(A,B)= [sup(AUB) - sup(A) sup(B)| =|0.3 - 0.4%0.3|=0.18 > 0.05
e Correlagao(A,B)= [sup(AUB) / sup(A) sup(B)| =]0.3 / 0.4*0.3|=2.5 > 1

e CPIR(B,A)= [sup(AUB) - sup(A) sup(B)| / [sup(A)(1-sup(B))| =[0.3 - 0.4*0.3] /{0.4*(1-
0.3)]=0.64 > 0.5

A Regra A = B pode ser extraida como uma regra de interesse entre itens infre-

quentes.

5.2.1 Processo de exploragao entre itens infrequentes

No algoritmos MBS, os investigadores determinam da seguinte forma o processo de

exploracao entre itens infrequentes [Zhou and Yau, 2007|:

A primeira fase consiste em identificar todos os itens infrequentes que tém potencial
interesse, ou seja I ¢ um itemset infrequente de potencial interesse se: 3A, B : ANB = (),
AU B=I, para Vi € A,ji € B ,sup(ix) < min_support, sup(ji) < min_support e

interesse(A,B) > min_interest.

Na segunda fase consiste em extrair regras de interesse destes conjuntos de itens, ou
seja a regra A = B é uma regra de interesse se sup(A) < min_ support, interesse (A,B)

> min_ interest, a correlacao(A,B) > 1 e o CPIR(BJA) > min_ confidence.

5.2.2 Esquema baseado na Matriz (MBS)

No algoritmo MBS (Matriz-based scheme), um dos pontos importantes é a construc¢ao
da matriz Infk que permite armazenar informagéo de conjuntos de itens k infrequentes
e determinar os contadores de suporte (support counts) de todos os conjuntos de itens k

infrequentes usando eficazmente a funcao index, I(x,y).

Tendo por base todos os conjuntos de itens de potencial interesse sao seguidamente
explorados usando fungao pruning(x,y) permitindo extrair as regras de associa¢ao com

interesse usando as fungoes de correlacao(X,Y) e CPIR(X|Y).
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Algoritmo 5.2.1: Algoritmo MBS

input : Base de Dados:D ; Sup,,i,:Suporte minimo;

Con fmin: Confianca minima ; Int,,;,:Interesse minimo

output : AR:Regras de Associacao
Pesquisa a base de Dados D e encontrar todos conjuntos de itens infrequentes 1 (Infl)
let Ttem « {uma matriz utilizada para armazenar informagcoes de todos os itens em D}

let Ttem.index < {o valor do indice de item infrequentes na Infl, e os itens frequentes

com um indice de -1}

let Infk «— {matrizes utilizada para armazenar os contadores de suporte de k-itemsets

infrequentes, quando k>1}
Efectuar a pesquisa 4 base de Dados pela segunda vez

foreach Transacgcao T; € D do
foreach Item i € Transaccao T; do

if (i.Index # -1) then
map i.index into Temp

end

if (o nimero de itens em Temp for maior que 1) then
Encontrar todas as combinagoes destes valores e incrementar contador de

suporte para cada combinagao
end
end
end

foreach k-itemset I € Infk do
if (I.count >1) then
for Vitemset do

if interest(X,Y) < minInte then
Infk — InfK — I

end
end
end

end

foreach infrequente k-itemset de interesse[X UY € Infk[ do

if (correlagao>1 & & CPIR(Y/X)> minConf) then
AR— X =Y

end

if (correlagao>1 & & CPIR(X|Y)> minConf) then
AR—Y =Y

end

end

Return AR
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5.2.3 Funcionamento do algoritmo MBS

TID | Conjunto Itens
T1 | 12,11,10,15

T2 13,11,14
Perante a base de dados D =

T3 14,13

T4 12,11

T5 14,10,11

Inicialmente é efectuada a pesquisa & base de dados D, e construida a matriz Item,
para armazenar o contador de suporte para todos os itens da base de dados. A primeira
coluna da matriz é usada para armazenar os itens existentes em D, a segunda coluna
armazena o suporte, ou seja a frequéncia que o item surge na base de dados, na terceira
coluna ¢ armazenado o index (posigao), esta coluna ¢ inicializada com o valor de -1 para

todos os itens.

Item | Contador Sup | Index
10 2 -1
I1 4 -1
12 2 -1
13 2 -1
14 3 -1
15 1 -1

TABELA 5.1: Matriz Item

Comparando o valor de suporte minimo atribuido pelo utilizador (Ming,,) com o
valor do suporte existente na matriz para cada item é construida a matriz Infl no qual

sdo armazenados os itens infrequentes.

A posicao de cada item infrequente armazenado na matriz Infl é seguidamente colo-

cado na matriz Item na coluna Index.

Item | Contador Sup | Index
Index | Item 10 2 0
0 10 I1 4 -1
1 12 12 2 1
2 13 I3 2 2
3 15 14 3 -1
I5 1 3

TABELA 5.2: Matriz Infl
TABELA 5.3: Matriz Item
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Seguidamente é necessario construir matrizes Infk ("k = 2, 3,... ") para armazenar

o suporte dos k itens infrequentes (k-itemsets).

Os conjuntos k de itens infrequentes sdo as combinagdes possiveis com os itens arma-
zenados na matriz Infk. Inicialmente o valor do suporte dos conjuntos de itens na matriz

Infk é inicializado em O.

Existem 4 itens infrequentes na matriz Infl, na construcao matriz Inf2 combinando
os quatro itens infrequentes em conjuntos de 2 itens C% o nimero de células existente na

matriz Inf2 é de 6. Para a a matriz Inf3 C%, o ntimero de células & 4.

Conjunto 2 Itens | Suporte
{10, 12} 0 Conjunto 2 Itens | Suporte
{10,13} 0 {10, 12,13} 0
(10,15} 0 {10,12,15} 0
(12,13} 0 {10, 13,15} 0
(12,15} 0 {12,13,15} 0
(13,15} 0

TABELA 5.5: Matriz Inf3
TABELA 5.4: Matriz Inf2

Na segunda pesquisa pela base de dados para cada transacgao Ti, é verificado o valor
de cada indice na matriz de Item. Se o indice for diferente de -1 entao direccionar o valor

do indice para a matriz Temp.

Contar o namero total de itens armazenados na matriz Temp, se o valor for superior
a um, entdo baseados no Id do Item, ordenar de forma ascendente todos os itens em
Temp e encontrar todas as combinacoes deste valor, onde as combinagoes k contém os

elementos infrequentes.

Index em Infl

Para um conjunto especifico de dois itens infrequentes (a,b), se os indices dos dois itens
infrequentes a e b na matriz Infl sdo x e y respectivamente (x>y) entao o indice do

conjunto (a,b) na matriz Inf2 é:

’ Ixy)=C2n—2z—1)*x/24y—xz—1 ‘

Onde n é numero total de itens infrequentes na base de dados D.
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5.3  Algoritmo Hash-Based Scheme (HBS)

O algoritmo HBS apresentado por Zhou e Yau |Zhou and Yau, 2007|, usa o mesmo
processo baseado na matriz do algoritmo MBS para a primeira exploragao completa da
base de dados.

Algoritmo 5.3.1: Algoritmo HBS

input : Base de Dados:D ; Mingyp:Suporte minimo;

Mingconys: Confianca minima ; Miny,::Interesse minimo

output : AR:Regras de Associagao

Pesquisa a base de Dados D e encontrar todos conjuntos de itens infrequentes 1 (Infl)
Cria a tabela hash

Efectuar a pesquisa 4 base de Dados pela segunda vez

foreach Transac¢ao T; € D do
Identificar todos os itens infrequentes na transacgao

Encontrar todas as combinagoes para os itens infrequentes encontrados

hash cada combinagao para a tabela hash ...

end

foreach k-itemset I na tabela hash do
for Vitemset X, Y, XUY =TeXNY =0do

if interest(X,Y) < minInte then
Infk — InfK —1

end
end
end

foreach infrequent k-itemset de iteresse[X UY € Infk] do

if (correlagao>1 & & CPIR(Y/X)> minConf) then
AR— X =Y

end

if (correlagao>1 & & CPIR(X|Y)> minConf) then
AR—Y =Y

end

end

Return AR

Quando a base de dados é explorada uma segunda vez, para cada transaccao Tj,
identifica todos os itens infrequentes verificando o valor do indice correspondente, arma-
zenado na matriz Item e encontra todas as combinagoes de valores para o indice destes
itens infrequentes, onde os valores do indice sao as posi¢oes dos items infrequentes na

matriz Infl.
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Seguidamente, ¢ utilizada a fungao interest(x,y) para podar o conjunto de items
desinteressantes e aplicada as restrigoes correlacao(X,Y) e CPIR(X,Y) para capturar

regras com forte interesse.

5.4 IMSApriori

O Algoritmo IMSApriori foi apresentado Kiran e Reddy [Kiran and Reddy, 2009].
Este algoritmo tem como objectivo melhorar a extraccao de regras de associagao com

items raros.

Para este algoritmo os investigadores propoem uma abordagem na qual o suporte
minimo é fixado para cada item baseado na nogao de diferenga de suporte (SD - Support
difference). Desta forma o objectivo consiste em minimizar quer o problema da geracao

de regras excessivas quer o problema de auséncia de regras importantes.

A Diferenca de suporte (SD) refere-se ao desvio aceitavel de um item da sua frequéncia
(ou suporte), para que um conjunto de itens que envolvem esse item possa ser considerado

como conjunto frequente.

No Algoritmo, para cada item i;, o cdlculo do valor para o suporte minimo (minsup)

é fornecido pela expressao do calculo do (MIS (i;)):

MIS(i;)=S(i; — SD) onde S(i; — SD) > LS

Onde S(i;) refere-se ao suporte do item i; e LS refere-se ao valor atribuido pelo
utilizador para o menor suporte. Para evitar que os valores MIS dos itens sejam zero ou

um valor inferior, o algoritmo usa conceito de menor suporte (LS - least support).

O LS refere-se ao mais baixo suporte minimo que um item ou conjunto de itens devem
satisfazer para se tornar num conjunto frequente. O LS tem um valor no intervalo [0%,

100%).

O valor de SD ¢ calculado através da expressao:

| SD=A(1-a) |

O valor de A representa o parametro como média, maximo de suporte, mediana ou
moda, do suporte de um item, e a é o pardmetro que varia entre 0 a 1. SD toma valores

de (0, \).
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e Se a = 0 entao SD=A. Maior o valor SD, suporte minimo para os itens serao

relativamente menores do que os seus correspondentes suportes.

e Se a = 0 entao SD=0. Quando SD = 0, o suporte minimo para o item é equivalente

ao seu correspondente valor de suporte.

Apos especificar os valores MIS para cada item o conjunto de itens frequentes é

gerado através da equacao:

| S(in, iz, -..yig) > min (MIS(ir), MIS(ia..., MIS(ix))) |

Onde S(iy,i2,...,1x) representa o suporte para o conjunto de itens {i1), (ia..., (i).
Esta equagao garante a extracgao de conjuntos de itens frequentes envolvendo itens

frequentes, itens raros e ambos os itens.

O algoritmo proposto generaliza o algoritmo Apriori na pesquisa de itens frequentes.

O algoritmo foi designado como Multiple Support Apriori Algorithm (IMSApriori).

Algoritmo 5.4.1: Algoritmo IMSApriori

Gerar o conjunto de itens candidatos de tamanho C; (1-itemset Cy)
Calcular o suporte S, para o conjunto de itens em Cy
MIS=calcula-MIS(S,SD,LS);

Li={<i>ieC,S>E) > MIS()}

Ly =sort(Ly, MI1S)

for k=2;L; 1 #0;++k do
Cy= candidate-gen(Ly—_1);

for transactions t € D do
Cy =subset(Cy,t);

for each candidates c € C; do
c.count-+-;

end
end
Ly={c € Cy| %100 > min(MIS(i)|Vi € ¢) }
end

Answer—=|J, Ly;
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O processo de especificagao dos valores do MIS para cada item é obtido como o

processo seguinte:

Funcgao IMSApriori Calcula-MIS

for i=1;<|Ci|;+ +i do
M(i)=S(1)-SD(n);

if M(i) < LS then
MIS(i)=LS;

else
MIS(i)=M(i);

end

end

return MIS;

5.5 Aplicacoes para extraccao de regras de associacao

Actualmente, existem algumas ferramentas de data mining disponiveis para a ex-
tracgao de regras de associacao a partir de bases de dados. A seguir, serdo apresentadas

algumas dessas ferramentas, bem como suas principais caracteristicas.

5.5.1 WEKA (Waikato Environment for Knowledge Analysis)

O WEKA é um software de distribuigao livre, encontrando-se disponivel no enderego
www.cs.waikato.ac.nz/ml/weka. Esta aplicagdo foi desenvolvida pelo departamento de
ciéncia da computagao da universidade de Waikato e é uma das ferramenta mais usadas
em DM. Nesta solucao, para as regras de associacao estao disponiveis os algoritmos

Apriori, PredictiveApriori e Tertius.

5.5.2 1IBM DB2 Intelligent Miner

Esta ferramenta comercial desenvolvida pela IBM é uma das ferramentas mais evo-
luidas em DM. Foi um dos primeiros produtos a adoptar o algoritmo Apriori para a

extracgao das regras de associacao.
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5.5.3 Microsoft SQL Server

A ferramenta comercial Microsoft Association Rules Viewer existente no Microsoft
SQL Server Analysis Services disponibiliza o algoritmo Apriori para a extrac¢ao de regras

de associagao.

5.5.4 Magnum Opus

Magnum Opus é uma aplicacdo comercial flexivel que permite a extraccao de re-
gras de associac¢ao, no coragao da ferramenta é a utilizada a técnica k-6ptima (também
conhecida como top-k) para descoberta de associagoes. A velocidade com a qual opera
Magnum Opus é devido ao algoritmo de eficiente pesquisa OPUS apresentado por Geof-
frey I. Webb [Webb, 2000].

5.5.5 Clementine
Esta ferramenta comercial da empresa SPSS recentemente adquirida pela IBM, é

uma das ferramentas de data mining mais utilizadas. Para o tratamento das regras de

associagao o clementine disponibiliza os algoritmos Apriori, Carma.

5.5.6 SAS Enterprise Miner
O software comercial SAS Enterprise Miner é um produto que contém uma série

de ferramentas tteis para suportar todo o processo de Data Mining. Esta ferramenta

disponibiliza uma sec¢do que permite o tratamento de regras de associacao.

5.5.7 Outras ferramentas

Existem outras ferramentas que permitem o tratamento das regras de associagao

destacam-se a WizWhy, Bramining, Rule Evolver, WizRule
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Capitulo 6

Solucao Desenvolvida

6.1 Introducao

O desenvolvimento do algoritmo WinMirf acronimo de Windows Mining Itens Rare
and Frequent, tem como objectivo gerar regras de associagao que envolvem itens raros e
frequentes. O algoritmo apresentado é baseado no estudo dos algoritmos Apriori [Agrawal

and Srikant, 1994|, MBS |[Zhou and Yau, 2007| e AllltemsetsOfInterest [Wu et al., 2004].

Para uma regra de associacao ser considerada rara deve ser formada por itens fre-

quentes e itens infrequentes ou apenas por itens infrequentes [Zhang and Zhang, 2002].

O algoritmo WinMirf tem como principal finalidade extrair conjuntos de regras inte-
ressantes com itens raros e frequentes. Como a confianca nao é uma medida totalmente

eficaz, na solugao vao ser adoptadas outras medidas para avaliar o interesse das regras.

Medir o interesse na descoberta de regras de associacao tem assumido um papel im-
portante na investigacdo. Apesar de existirem intmeros trabalhos desenvolvidos, nao
existe consenso absoluto de qual o melhor critério para a descoberta de padroes interes-

santes nas regras de associa¢ao [Hamilton and Geng, 2007].

Neste algoritmo, para avaliar o interesse das regras, foram adoptadas duas medidas

objectivas Lift e Cpir.

A escolha em usar no algoritmo WinMirf a medida objectiva Lift para avaliar o
interesse das regras deve-se essencialmente a enorme capacidade desta medida em avaliar
dependéncias entre LHS e 0 RHS. A avaliacao do interesse da regra é complementada com
a medida Cpir devido & capacidade desta em medir tanto regras de associagao positivas

como negativas.

67



Solugdo Desenvolvida 68

6.2 Parametros de entrada

6.2.1 Base de dados

As bases de dados analisadas pelo algoritmo WinMirf podem estar representadas no
formato relacional ou no formato market basket. Os dois formatos serao sujeitos a uma
transformagao para uma tabela que representarda os dados no formato de uma matriz

binéaria.

Formatos da base de dados de entrada D utilizada pelo algoritmo WinMirf:

TID | Conjunto Itens
TID | Conjunto Itens 1 a
1 abde 1 b
2 bce 1 d
3 abde 1 e
4 abce 2 b
) abcde 2 c
6 bed 2 e
TABELA 6.1: Market basket. TABELA 6.2: Tabela relacional.

A transformacao da base de dados para uma representacdao dos dados num formato
binario consiste em que cada linha corresponde a uma transaccao e cada coluna corres-

ponde a um item.

Cada item corresponde a uma variavel binaria cujo valor é um, se o item esta presente

na transaccao e zero se nao esta presente.

=== = = =T
e el k=l K=l R oD
Ol |||

a
1
0
1
1
1
0

c
0
1
0
1
1
1

| O | W N~

TABELA 6.3: Formato matriz binaria.

O objectivo com esta transformagao é permitir de uma forma mais simples contabi-

lizar o suporte de cada conjunto de itens presentes na base de dados.
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6.2.2 Definir margem relativa para a pesquisa dos itens

Um dos obstéculos na eficiéncia da maioria dos algoritmos, surge devido a dificuldade
por parte do utilizador em definir um suporte minimo que permita uma extraccao eficaz

de regras.

De modo, a que utilizador nao tenha a necessidade de possuir um conhecimento
prévio sobre a base de dados, para determinar um suporte valido, é adoptado um novo

parametro, designado como margem relativa.

Para o calculo da margem relativa é introduzida pelo utilizador uma percentagem,
sendo aplicada ao item mais frequente ou menos frequente conforme o objectivo para

extracgao de regras de associacao.

Sendo Percytilizador, & percentagem introduzida pelo utilizador para definir a mar-
gem. Perante uma base de dados D constituida por um conjunto de itens I = {iy, iz, ...,im},

onde o item mais frequente tem suporte « e o item menos frequente tem suporte de .

Se o objectivo for determinar o limite minimo para que um item seja considerado

frequente é utilizada a formula do Supas;, apresenda de seguida:

Supprin = [(@) — ((@) * (Percytitizador))] ‘

Desta forma, sao considerados frequentes os itens Sup(ix) > Supprin-

Se o objectivo for determinar o limite méximo para que um item seja considerado

raro é utilizada a férmula Supjs., apresentada de seguida:

SUpMax = [(ﬂ) + ((ﬁ) * (Percutilizador))] ‘

Desta forma, sdo considerados raros os itens Sup(ix) < Suppraq-
Na figura 6.1 é esquematizado o processo de extracgao dos itens mais frequentes e

dos menos frequentes.

[} - Item menos frequente Sup_min = [{a) - ((«) x (Perc_utilizador))]

Sup_max = [(p) + ((p) x (Perc_utilizador))] [ « - ltem mais frequente

Conjunto de Itens

l l

Itens menos frequentes J Itens mais frequentes
S#o considerados coma infrequentes todos S3o considerados como frequentes todos os
0s itens cujo Sup <= Sup_Max itens cujo Sup >= Sup_Min

FIGURA 6.1: Processo para definir as margens para a pesquisa dos itens.
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6.2.2.1 Definir o suporte minimo inicial com base no item mais frequente

Conforme o que ja foi apresentado, o algoritmo permite ao utilizador extrair regras de
associacao a partir dos itens raros ou frequentes. No exemplo seguinte é apresentada de
forma detalhada a extracgao dos itens considerados frequentes em func¢ao da percentagem

introduzida pelo utilizador para definir a margem relativa para a pesquisa dos itens.

Numa base de dados D com 1000 transaccgoes, onde o item mais frequente ¢ {B},
presente em 700 transacgoes, é representado por um valor de suporte 70%. O utilizador se
definir como objectivo a extracgao regras de associagao a partir dos itens mais frequentes,
com uma margem percentual de 25% é aplicada a formula do Suppsi, com o proposito

de limitar o suporte minimo para que um item seja considerado frequente.

Aplicando a formula | Supprin = [(@) — ((«) * (Percutitizador))] ‘ onde:

a = 70 %, correspondente ao suporte do item mais frequente existente em D.

Percysitizador = 25%, correspondente a percentagem introduzido pelo utilizador para

a margem relativa.

Obtém-se | Supasin = [(T0%) — ((T0%) * (25%)] = 52,5% |

No algoritmo um item é considerado frequente quando satisfaz a condi¢ao Sup(item) >
Supprin. Neste caso, todos os itens com suporte superior ou igual a 52,5% sao conside-

rados frequentes (Sup(item) > 52,5%).

A figura 6.2 mostra o processo de extraccao dos itens mais frequentes de tamanho 1.

%a Introduzida pelo utilizador para
a pesquisa dos itens

Base de dados com 100 transacgoes

Suporte do Item mais
equente da base de dado

[ SupMin= [(70%)-(70%* (25%))I=52.5% |

(

Itens com
P 2,5%

=
<
R

% introduzida-
pelo Utilizador,

il

Gl
b o b | | | o | o [
e o = | [ e |4

Suporte Minimo & calculado com
base no suporte maxima existente
na base de dados

—

[ Lista de Todos Itens de Tamanho 1 |

e

By 70%
()

‘ Itens Frequentes de tamanho 1 ‘

F1curaA 6.2: Calculo do suporte minimo com base no item com suporte maximo.
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Numa base de dados D com 100000 transacgoes, onde o item mais frequente é {B},
presente em 7828 transaccgoes, é representado por um valor de suporte 7,828%. O utili-
zador se definir como objectivo a extraccao regras de associacao a partir dos itens mais
frequentes, com uma margem percentual de 25% ¢é aplicada a formula do Suppsi, com o

proposito de limitar o suporte minimo para que um item seja considerado frequente.

Aplicando a formula | Supprin, = [(@) — ((«) * (Percutitizador))] ‘ onde:

a = 7,828%, correspondente ao suporte do item mais frequente existente em D.

Percytitizador = 25%, correspondente & percentagem introduzido pelo utilizador para

a margem relativa.

Obtém-se | Suparin = [(7,828%) — ((7,828%) = (25%)] = 5,871% |

No algoritmo um item é considerado frequente quando satisfaz a condigao Sup(item) >
Supyrin. Neste caso, todos os itens com suporte superior ou igual a 5,871% sao conside-

rados frequentes (Sup(item) > 5,871%).

Actualizando os 25% definidos inicialmente pelo utilizador para uma margem superior

a 80 % obtém-se:
Supnrin = [(7,828%) — ((7,828%) * (80%)] = 1,565%

Neste caso, todos os itens com suporte superior ou igual a 1,565% sao considerados

frequentes (Sup(item) > 1,565%).
A figura 6.3 mostra o processo de extracgdo dos itens mais frequentes de tamanho 1

% Introduzida pelo utilizador para
a pesquisa dos itens

Base de dados com 100000 transacgbes

Suporte do Item mais
requente da base de dado
Itens com
uporte>=5871%

nestes dois casos.

(B} 7.828% _' SupMin= [ET.528%]-((7‘828%'(25%))125.87T% |
[}

% introduzida
pelo Utilizador,

Itens com
uporte>=1,565%

—| SupMin= [(7,828%)-((7,828%(80%))]=1,565% ‘

}
4
b

}

}

)

—

[ Lista de Todos Itens de Tamanho 1 |

(B} 7.828%
ool

‘Suporte Minimo é calculado com
base no suporte maximo existente
na base de dados

‘ Itens Frequentes de tamanho 1

F1GURrA 6.3: Célculo do suporte minimo com diferentes percentagens.
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Fica demonstrado, neste método de calculo, que quanto maior for a margem percen-
tual definida pelo utilizador, mais baixo sera o suporte minimo que define os itens como
frequentes. Deste modo, é desaconselhada a utilizacdo de percentagens elevadas para a
definicao da margem relativa, ja que o niimero de itens considerados como frequente pelo

algoritmo é muito elevado e com isso o volume de regras geradas sera muito grande.

Como é possivel observar com estes dois exemplos, este método de calculo permite
definir um suporte minimo para as pesquisas independentemente da dimensao da base de
dados, o que prova que o utilizador nao necessita de ter um conhecimento prévio sobre

a base de dados para extrair itens frequentes.

6.2.2.2 Definir o suporte maximo inicial com base no item menos frequente

No exemplo seguinte é apresentada de forma detalhada a extraccao dos itens conside-
rados raros em fungao da percentagem introduzida pelo utilizador para definir a margem

relativa para a pesquisa dos itens.

Numa base de dados D com 1000 transacgoes, onde o item menos frequente é {C},
presente em 100 transacgoes, é representado por um valor de suporte 10%. O utilizador
se definir como objectivo a extracgao regras de associagdo a partir dos itens menos
frequentes, com uma margem percentual de 25% ¢é aplicada a formula do Supyre, com o

proposito de limitar o suporte maximo para que um item seja considerado raro.

Aplicando a formula | Supprar = [(8) + ((B) * (Percutitizador))] ‘ onde:

B = 10 %, correspondente ao suporte do item menos frequente existente em D.

Percysitizador = 25%, correspondente a percentagem introduzida pelo utilizador para

a margem relativa.

Obtém-se | Suparar = [(10%) + ((10%) * (25%)] = 12,5% |

No algoritmo um item ¢é considerado raro quando satisfaz a condigao Sup(item) <
Suppraz- Neste caso, todos os itens com suporte inferior ou igual a 12,5% sao considerados
raros (Sup(item) < 12,5%).

A figura 6.4 mostra o processo de extraccao dos itens raros de tamanho 1.

Com este método de célculo é simples extrair os conjuntos de itens menos frequentes
da base de dados. Neste caso, quanto maior for a percentagem definida para a margem

relativa de calculo dos itens infrequentes, mais itens serdao considerados raros.
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% Introduzida pelo utilizador para
a pesquisa dos itens

O

Base de dados com 100 transacgdes

{.}
[
{..}
Suporte do ltem menos
{1 da base de dado;
{) introduzida
ltens com [ pelo Utilizador,
Suporte<=12,5%, [
1C} 10% |—— supMax= [(10%)+((10%"(25%))1=12,5% |

| Lista de Todos Itens de Tamanho 1 ‘ Suporte Maximo & calculado com
base no suporte minimo existente na

base de dados

.}
{C} 10%

| Itens raros de tamanho 1 ‘

FIGURA 6.4: Calculo do suporte maximo com base no item com suporte minimo.
6.2.2.3 Actualizar o suporte em conjuntos com dois ou mais itens

Uma das vantagens na utilizagdo de percentagens para determinar as margens rela-
tivas é que o suporte méximo e minimo nao fica estatico ao longo do processo de geragao

dos conjuntos de itens.

Este processo permite extrair itens com valores de suporte maximo e minimo distintos

4 medida que os conjuntos de itens aumenta.

Sendo Percytilizador, & percentagem introduzida pelo utilizador para definir a mar-
gem. Perante uma base de dados D constituida por um conjunto de itens I = {iy,i2,...,im},
onde o {iz,,} é conjunto de dois itens mais frequente com suporte ap e o {iy, 4.} é con-

junto de dois itens menos frequente com suporte [3s.

Se o objectivo for determinar o limite minimo para que um conjunto de dois itens

seja considerado frequente é utilizada a férmula do Supyr, apresentada de seguida:

Supprin = [(062) - ((042) * (Percutilizador))} ‘

Desta forma, sao considerados frequentes os itens Sup({iz,iy}) > Supnrin.

Se o objectivo for determinar o limite maximo para que um conjunto de dois itens

seja considerado raro é utilizada a formula Supprq, apresentada de seguida:

SUuprar = [(BQ) + ((BQ) * (Percutilizador))] ‘

Desta forma, sdo considerados raros os itens Sup({ix,i.}) < Supnrraz-
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% introduzida
pelo Utilizador,

[SupMin= [(X1%)+{(X1%" (% ulilizador))]=S1% |

RN

Itens de tamanho 1

{item mais frequente tamanho } X1 %7
temad{.}

Itemb{.}

ltemc{. .} Suporte Maximo presente
{1} na base de dados
Conjuntos de 1item
que satisfazem o suporte S1

Conjuntos com 2 itens

Itens com
Suporte>=81%

% introduzida
pelo Utilizador,

[ SupMin= [(X2%)+{(X2%"(% utilizador)]=82% |

onjunto de dois itens corr
a suporte mais elevado

{iten mais frequente tamanho 2} X2%)|

Item {a b}
Item {a,c}

Tom {b.c}

Itens com
Suporte>=52%

Caonjuntos de 2 item
que satisfazem o suporte 52

FI1GURA 6.5: Processo actualizacao calculo do suporte.

Como é possivel observar na figura 6.5 o suporte minimo é actualizado para conjuntos
de dois itens a partir do item mais frequente da mesma dimensao aplicando a percentagem

relativa definida pelo utilizador. Para conjuntos com mais itens o processo é semelhante.

Sendo Percytitizador, @ percentagem introduzida pelo utilizador para definir a mar-
gem. Perante uma base de dados D constituida por um conjunto de itens I = {iy, iz, ...,im},
onde 0 {iz, ..., iy } € conjunto de v mais frequente com suporte e, e o {ig, ..., 7, } € conjunto

de § menos frequente com suporte Gs.

Se o objectivo for determinar o limite minimo para que um conjunto de vy seja con-

siderado frequente é utilizada a férmula do Supys, apresentada de seguida:

SupMm = [(Oé«,) — ((Olfy) * (Percutilizador))]

Desta forma, sao considerados frequentes os itens Sup({iz, ...,iy}) > Suprrin.

Se o objectivo for determinar o limite maximo para que um conjunto de § seja

considerado raro é utilizada a formula Suppsq, apresentada de seguida:

Supataz = [(Bs) + ((B5) * (Percusitizador))) |

Desta forma, sao considerados raros os itens Sup({ig,...,i.}) < Suppraq-

A actualizacdo do suporte é efectuada em cada novo tamanho de conjuntos, em

funcao do conjunto de itens mais frequentes ou menos frequentes conforme o caso.

Este processo é descrito com maior pormenor nos subcapitulos seguintes.
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6.3 O Algoritmo WinMirf

Algoritmo 6.3.1: Algoritmo WinMirf.

Entrada: : Base de Dados: D, percentagem para o calculo do suporte minimo

Percutilizador

Resultados:: Reg Ass:Regras de Associagao

Efectuar a leitura & base de dados D.

tab matriz binaria — armazena D numa tabela com o formato matriz binaria
num_max _itens — Define o maior nimero de itens presentes numa transacgao
num_med itens — Define o nimero médio de itens presentes numa transaccao
/* Armazena o cdlculo do Suporte para todos os itens de Tamanho 1
Lista Itens Inicial=Itens_Tamanho_1(tab_matriz_binaria);

/* Sup rtemmazr = define o valor do suporte do item mais frequente

SupMin = [(Sup_ltemMax) - ((Sup_ltemMaz) * (Percutilizador))]

para cada Item € Lista_Itens_Inicial faga

se Item.suporte > Supyrin, entao
Lista_Candidatos;.Adiciona[Item];

Lista_ Frequentes.Adicionar[Item];
fim
fim
para cada (k = 2;k < num_max_itens; k + +) faca
/* Combinacdes de itens com base na lista de itens Candidatos de

tamanho k-1
Combinacoesy, = Combinacoes(Lista Canditadosy—_1)

para cada (conjunto_itens € Combinacoesy) faga

/* Actualiza o suporte minimo a cada passagem k

Sup rtemMaz = Suporte Maximo € Combinacoesy,

Supnrin = [(Sup_rtemnmraz) — ((SUP_rtemax) * (Percutitizador))]
suporte = (cont_conjunto_itens / total) * 100;

se Item.suporte > Supprin, entao
Lista_Candidatosy.Adicionar[Item];

Lista_ Frequentes.Adicionar[Item];
fim
fim
fim
/* Gerar regras de Associagdo com base na lista itens frequentes

para cada (conjunto_itens € Lista_ Frequentes) faga

*/

*/

*/

*/

Regras_associacao|conjunto itens)— Escolher regra de maior interesse no conj_itens;

fim
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6.3.1 O Algoritmo WinMirf em detalhe

6.3.1.1 Transformacao dos dados numa matriz binaria

O primeiro passo do algoritmo consiste em efectue a leitura & base de dados D e

proceder 4 transformacao para uma tabela no formato de uma matriz binaria.

Para demonstrar os diferentes passos do algoritmo é usado o seguinte conjunto de
dados D.

TID | Conjunto Itens
pao, compota

pao, compota, caneta

cama, almofada
pao, compota, bola
cama, almofada
bola, raquete

pao, bola

bola, raquete

OO0 || U x| W[ N —

pao, compota, lapis

—
)

bola, raquete

TABELA 6.4: Base Dados exemplo D.

Apo6s a transformacido dos dados obtém-se a seguinte tabela no formato de uma

matriz binaria.

Tid | pao | compota | lapis | caneta | bola | cama | almofada | raquete
1 1 1 0 0 0 0 0 0
2 1 1 0 1 0 0 0 0
3 0 0 0 0 0 1 1 0
4 1 1 0 0 1 0 0 0
5 0 0 0 0 0 1 1 0
6 0 0 0 0 1 0 0 1
7 1 0 0 0 1 0 0 0
8 0 0 0 0 1 0 0 1
9 1 1 1 0 0 0 0 0

10 0 0 0 0 1 0 0 1

TABELA 6.5: Base Dados exemplo D no formato de uma matriz binaria.
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6.3.1.2 Calculo do suporte dos itens de tamanho 1

A fungao Itens Tamanho 1 é a responsavel pelo calculo do suporte dos itens pre-

sentes na base de dados D.

Como cada coluna da tabela matriz binaria corresponde a cada item da base de
dados, o suporte inicial corresponde 4 contagem do ntimero de transacgoes onde o item

estd presente, ou seja contar o niimero de vezes que o valor 1 esté presente na coluna.

Funcao Itens_Tamanho_1

total = Contar (tab_matriz_binaria.linhas)
max_ suporte=0;
min_suporte=total;
para cada coluna € tab_matriz_binaria faga
item = coluna.nome
contador_sup= Count(item=1);
suporte = (contador_sup / total) x100;

se suporte>max_suporte entao
max__suporte=suporte;

fim

se suporte<min_ suporte entao
min _suporte=suporte;

fim
tab_itens inicial.adicionar(1,item,suporte);

fim

return tab itens inicial,

Esta funcao permite para além do célculo de suporte para os items de tamanho 1,

identificar qual o valor suporte méaximo e minimo presente na base de dados.

K | Conjunto Itens | Suporte
1 | pao 50,0
1 | compota 40,0
1 | lapis 10,0
1 | caneta 10,0
1 | bola 50,0
1 | cama 20,0
1 | almofada 20,0
1 | raquete 30,0

TABELA 6.6: Suporte para os items de tamanho 1.
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6.3.1.3 Descobrir os conjuntos com base nos itens frequentes

Como exemplo, se o objectivo do utilizador é descobrir os itens mais frequentes com
uma margem de 15% do suporte méaximo. Inicialmente é determinado Supyys, inicial a

partir do item mais frequente de tamanho 1.

K | Conjunto Itens | Suporte
1 | pao 50,0
1 | bola 50,0
1 | compota 40,0
1 | raquete 30,0
1 | cama 20,0
1 | almofada 20,0
1 | lapis 10,0
1 | caneta 10,0

TABELA 6.7: Suporte dos itens de tamanho 1.

Aplicando a formula | Supprin = [(@) — ((«) * (Percutitizador))] ‘ onde:

a = 50 %, correspondente ao suporte do item mais frequente existente em D.

Percysitizador = 15%, correspondente a percentagem introduzido pelo utilizador para

a margem relativa.

Obtém-se | Suparin = [(50%) — ((50%) * (15%)] = 42, 5% |

No algoritmo um item é considerado frequente quando satisfaz a condi¢ao Sup(item) >
Supprin. Neste caso, todos os itens com suporte superior ou igual a 42,5% sao conside-

rados frequentes (Sup(item) > 42,5%).

A lista dos itens tamanho 1 considerados como frequentes neste exemplo sdo:

K | Conjunto Itens | Suporte
1 | pao 50,0
1 | bola 50,0
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A lista dos itens de tamanho 1 considerados como infrequentes neste exemplo sdo:

Conjunto Itens

Suporte

compota

40,0

30,0

cama

20,0

almofada

20,0

lapis

10,0

K
1
1 | raquete
1
1
1
1

caneta

10,0

A figura 6.6 descreve o processo para a obtencao dos itens frequentes de tamanho 1.

Base de dados com 10 fransaccdes

Itens com
Suporte>=42,5%

de Tamanha 1

Lista de Todos ltens | |

Introduzida pelo utilizador para
a pesquisa dos itens

e

Suporte do Item mais
equente da base de dado:

Pao 50% SupMin= [(50%)-((50%*(15%))]=42,5%
Bola 50%
Compota 40%
Raguete 30% % introduzida
pelo Utilizador,
Cama 20%
Almofada 20%
0
Ll Suporte Minimo & calculado com
Caneta 10% base no suporte maximo existente
na base de dados
k__/_‘ Itens Frequentes de tamanho 1
Péao 50%
Bola 50%

F1GUrA 6.6: Extragdo de itens frequentes.

Para os conjuntos de dois itens, correspondendo ao valor k=2, sao geradas as combi-

os infrequentes, como mostra a figura 6.7.

/

Possiveis Conjuntos de 2 ltens a partir de {P&o,Bola}

FIGURA 6.7: Possiveis conjuntos de dois itens.
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Para o valor de k=2 as possiveis combinacoes com base nos itens frequentes com

suporte superior a 0:

K | Conjunto Itens | Suporte
2 | pao, compota | 40,0
2 | bola, raquete 30,0
2 | pao, bola 20,0
2 | pao, lapis 10,0
2 | pao, caneta 10,0
2 | bola, compota | 10,0

Considerando que o conjunto {pao, compota} ¢ o mais frequente do conjunto de dois,
com um valor de suporte=40%. Actualizando o suporte minimo para os conjuntos de

dois itens obtém-se:
Supnrin = [(40%) — ((40%) * (15%)] = 34, 00%

Deste modo, sao considerados frequentes os conjuntos de dois itens que satisfazem o
novo Suparin, ou seja, sdo abrangidos os conjuntos de dois itens com suporte superior
ou igual a 34% (Sup(item) > 34%).

No exemplo, a lista de conjuntos de dois itens considerados como frequentes neste

exemplo sao:

K | Conjunto Itens | Suporte

2 | pao, compota | 40,0

A figura 6.7 descreve o processo para a obtengao dos itens frequentes com dois itens.
Lista de Conjuntos de dois

% introduzida
pelo Utilizador,
itens com Suporte =0

{pdo,compota} 40% IT SupMin= [(40%)-((40%"( 1'5%})]=34%
{bola,raquete} 30%
{p&o,bola} 30%

do,lapis} 10%
{p:o, plsi 0% uporte mais elevado para
{{E Io’cane a}l ] 1(;‘%’ o conjunto de 2 itens
ola,compota o

Itens Freguentes com conjuntos de 2 itens |

Itens com
Suporte>=34%

{pao,compota} 40%

FI1GURA 6.8: Extragao de conjuntos de dois itens frequentes.
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Para os conjuntos de trés itens, correspondendo ao valor k=3 sao geradas as combi-
nagoes de itens a partir dos itens frequentes de tamanho 2 e entre estes e os restantes

itens, como mostra a figura 6.9.

@siveis Conjuntos de 3 ltems gerados a partir dos itens frequentes {pdo,compota}

raquete {P3o,compota}

FIGURA 6.9: Possiveis conjuntos de trés itens.

Para o valor de k=3, os conjuntos de itens cujo suporte apresenta o valor de superior

a Zero:

Conjunto Itens Suporte

pao, compota, caneta | 10,0

K
3 | pao, compota, lapis 10,0
3
3

pao,compota, bola 10,0

Como o valor atingiu o valor méaximo de itens numa transaccao o algoritmo termina

a geracao dos conjuntos de itens.

Neste exemplo para a margem de 15% sobre o conjunto de itens mais frequentes em
cada passagem, sao considerados pelo algoritmo como conjuntos de itens frequentes os

apontados na tabela 6.8:

K | Conjunto Itens | Suporte
1 | pao 50,0

1 | bola 50,0

2

pao, compota 40,0

TABELA 6.8: Conjunto de itens considerados frequentes.
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6.3.1.4 Descobrir os conjuntos com base nos itens infrequentes

Em seguida, pretende-se gerar regras com base nos itens raros presentes na base de
dados. No lugar de efectuar um céalculo para o suporte minimo com base no item mais
frequente, é efectuado o processo inverso, é gerado um suporte maximo que define um
valor suporte como limite superior para que os itens sejam considerados raros. O célculo

é efectuado com base no item menos frequente existente na base de dados.

Com os itens existentes na tabela 6.6, caso o utilizador tenha como pretensao gerar
regras com base nos itens infrequentes com uma margem de 25%. O primeiro passo
consiste em identificar o item menos frequente da base de dados, no exemplo corresponde

a {caneta} com um suporte de 10%.

Aplicando a formula | Supprae = [(8) + ((B) * (Percutitizador))] ‘ onde:

B = 10 %, correspondente ao suporte do item menos frequente existente em D.

Percytitizador = 25%, correspondente & percentagem introduzida pelo utilizador para

a margem relativa.

Obtém-se | Suparar = [(10%) + ((10%) * (25%)] = 12,5% |

No algoritmo um item é considerado raro quando satisfaz a condigdo Sup(item) <
Suppraz. Neste caso, todos os itens com suporte inferior ou igual a 12,5% sao considerados
raros (Sup(item) < 12,5%).

Deste modo, a lista dos itens tamanho 1 considerados como infrequentes neste exem-

plo séo:

K | Conjunto Itens | Suporte
1 | lapis 10,0

caneta 10,0

A lista dos itens tamanho 1 considerados como frequentes neste exemplo sdo:

K | Conjunto Itens | Suporte
1 | pao 50,0
1 | bola 50,0
1 | compota 40,0
1 | raquete 30,0
1 | cama 20,0
1 | almofada 20,0

82



Solugdo Desenvolvida

83

A figura 6.10 descreve o processo para a obtencao dos itens raros de tamanho 1.

%o Introduzida pelo utilizador pard
a pesquisa dos itens

Base de dados com 10 transaccdes

|

de Tamanho 1

Lista de Todos Itens | |

P&o 50%

Itens com
Suporte<=12,5%

Bola 50%

Compota 40%

Raquete 30%

Cama 20%

Almofada 20%

Lapis 10%

Caneta 10%

—

__-——"/

Lapis 10%

Suporte do Item menos % introduzida
requente da base de dado: pelo Utilizador,

SupMax= [(10%)+((10%*(25%))]=12,5% |

_‘ Itens raros de tamanho 1

Caneta 10%

F1GURA 6.10: Extraccao de itens raros.

Para os conjuntos de dois itens, correspondendo ao valor k=2, sao geradas as com-

binagoes entre os itens raros (e.g.: {lapis} e {caneta}) e entre estes e os restantes itens,

como mostra a figura 6.11.

/_ Possiveis Conjuntos de 2 Items gerados a parlir dos itens frequentes {lapis, caneta}

A\

FIGURA 6.11: Possiveis conjuntos de dois itens infrequentes.

Para o valor de k=2 as possiveis combinacbes com base nos itens infrequentes com

suporte superior a 0:

Conjunto Itens

Suporte

lapis, compota

10,0

lapis, pao

10,0

caneta, compota

10,0

oo | R

caneta, pao

10,0
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Considerando que o conjunto {caneta, pao} é o menos frequente para conjunto de

tamanho dois, com um valor de suporte=10%.
Actualizando o suporte maximo para os conjuntos de dois itens obtém-se:
Supnrar = [(10%) — ((10%) * (25%)] = 12,50%

Deste modo, sao considerados raros os conjuntos de dois itens que satisfazem o novo

Suprraz, OU seja, sao abrangidos os conjuntos de dois itens com suporte inferior ou igual
a 12,50% (Sup(item) > 12,50%).

No exemplo, a lista de conjuntos de dois itens considerados como raros neste exemplo

Sa0:

K | Conjunto Itens | Suporte
2 | lapis, compota 10,0
2 | lapis, pao 10,0
2 | caneta, compota | 10,0
2 | caneta, pao 10,0

A figura 6.12 descreve o processo para a obtencdo dos itens raros de tamanho 2.

Itens com

Suporte=<12,5% {lapis pao} 10%

“o introduzida
pelo Utilizador

{lapis.compota} 10%
{caneta pdo} 10% /
{caneta,compola} 10% SupMax= [(10%)+({10%"(25%))]=12,5% |
Suporte menos elevado
ara o conjunto de 2 itens
{lapis,pao} 10% —| Itens raros com conjuntos de 2 itens

{lapis,compota} 10%
{caneta,pdo} 10%
{caneta,compota} 10%

FicurA 6.12: Extraccao de itens raros com conjuntos de dois itens.

Para os conjuntos de trés itens, correspondendo ao valor k=3, sao geradas as combi-
nagoes entre os itens raros de tamanho 2 e entre os restantes itens, como mostra a figura
6.13.
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/ Paossiveis Conjuntos de 3 ltems gerados a partir dos itens infrequentes

{caneta compota)

@

{tapis compota) {iapls,plo}

.

FIGURA 6.13: Possiveis conjuntos de itens infrequentes.

Para o valor de k=3, os conjuntos de itens cujo suporte apresenta valor superior a

Zero:

K | Conjunto Itens Suporte

3 | lapis, compota, pao 10,0

3 | caneta, compota, pao | 10,0

Como o valor atingiu o valor maximo de itens numa transacgao o algoritmo termina

a geragao de conjuntos de itens.

Neste exemplo, para a margem de 25% sobre o conjunto de itens menos frequentes

em cada passagem, sao considerados pelo algoritmo como conjuntos de itens raros os

apontados na tabela 6.9:

K | Conjunto Itens Suporte
1 | lapis 10,0
1 | caneta 10,0
2 | lapis, compota 10,0
2 | lapis, pao 10,0
2 | caneta, compota 10,0
2 | caneta, pao 10,0
3 | lapis, compota, pao 10,0
3 | caneta, compota, pao | 10,0

TABELA 6.9: Conjunto de itens considerados infrequentes.
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6.3.1.5 Calculo do suporte maximo com base na média em 10% dos itens

menos frequentes

Outra das possibilidades, para a extracgdo das regras de associagdo com base nos
itens infrequentes, é através do calculo do suporte maximo com base na média em 10%
dos itens menos frequentes. Em primeiro lugar é necessario identificar os 10% de itens
menos frequentes e depois é calculado a média de suporte destes itens.

B :.Ilem menos frequente a.- Item mais frequente
Sup_max = [(j) + ((p) x (Perc_utilizador))]

I total de itens

10 %
do total de itens

l

Itens menos frequentes

Conjunto de ltens

Séo considerados como infrequentes todos
03 itens cujo Sup <= Sup_Max

F1GURA 6.14: Calculo do Suporte com base na média dos itens infrequentes.

Por exemplo, numa base de dados com 270 artigos diferentes, o suporte méximo é

definido através do célculo da média dos 27 artigos menos frequentes.

Lista de 10% dos Itens menos frequentes.
Na base de dados do exemplo correspande aos
27 ltens menos frequentes

{27% item menos frequente)}

Itens com - {.} - ; :
upgrle<= Su p Max % { } (I.l]=:suporte medio dos itens infrequentes
Sup_max = [([) + ((f) x (Perc_utilizador))]
L.}

{2* itemn menos frequente}
{ item menos frequente!

Itens menos frequentes

—

F1GURA 6.15: Calculo do Suporte com base na média dos itens infrequentes.

Supondo, que a média do suporte dos 27 itens menos frequentes nesta base de dados
¢ 1,15%, todos os itens cujo suporte seja inferior a este valor sdo considerados um item
raro. Neste caso como o nimero de itens que sdo considerados raros é superior aumenta

desta forma o volume de regras de associagdo que sao geradas.

O suporte méximo com base na média em 10% dos itens menos frequentes, tem
vantagem em ser utilizada quando a discrepancia entre o item menos frequente e os

restantes é elevada.
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6.3.2 Medida adoptada para identificagcao do conjunto de regras inte-

ressantes

Frequentemente, sao usados dois critérios para cortar padroes desinteressantes. Em
primeiro lugar, os padroes que envolvem um conjunto de elementos independentes entre
si, ou padroes que cobrem muito poucas transaccoes. Em segundo lugar, sao consideradas
desinteressantes os modelos redundantes, pois correspondem a sub-padroes interessantes

de outros padroes.[Steinbach et al., 2007

Uma regra ¢é considerada desinteressante se o seu antecedente e consequente sao

aproximadamente independentes.

Para descartar todos conjuntos de itens independentes a medida adoptada no algo-

ritmo é a medida de Interesse (Lift):

Lift (X,Y) = 55y

e Se Lift(X = Y) = 1, entdo X e Y sao independentes.
e Se Lift(X = Y) > 1, entao X e Y sdo positivamente dependentes.

e Se Lift(X = Y) < 1, entao X e Y sao negativamente dependentes.

A fungdo usada no algoritmo WinMirf para a geracdo das regras de associagao,
é semelhante ao algoritmo apresentado no Apriori [Agrawal and Srikant, 1994|, difere

essencialmente no modo como ¢ efectuada a validagao das regras.

Enquanto no algoritmo Apriori é usada a medida de Con f,;, para a validagao das
regras, no algoritmo WinMirf sao usadas as medida de Interesse(Lift) e CPIR para a

extracgao das regras interessantes.

6.3.3 Poés-processamento das regras de associacao

Apesar da compreensao das regras de associagdo ser uma tarefa aparentemente sim-
ples em pequenos conjuntos de regras, perante um elevado conjunto de regras, efectuar

a andlise torna-se um processo demasiado exaustivo para o utilizador.

De forma a facilitar a interpretagdo do elevado conjunto de regras que sao geradas,
muitos investigadores tém focado o seu trabalho no poés-processamento de regras de

associagao.
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Os primeiros a abordar a tematica do pds-processamento de regras de associagao fo-
ram os investigadores Toivonen, Klemettinen, Ronkainen, Hatonen e Mannila [Toivonen

et al., 1995].

A finalidade no poés-processamento de regras de associacao é eliminar regras redun-
dantes e identificar as que sdo mais interessantes de forma a que para o utilizador o
ntmero de regras seja significativamente menor e permitir uma analise mais eficaz dessas

mesmas regras.

Com os conjuntos de itens baseados nos itens frequentes no passo anterior é possivel

obter os seguintes conjuntos de regras:

Regras geradas com os Itens frequentes
Antecedente Consequente Sup. | Conf. | Lift | CPIR
pao a0
bola 50
pao compota 40 80 2 1
compota pao 40 100 2 0,6667
pao,compota caneta 10 25 2.5 1
compota caneta,pao 10 25 2,5 1
pao caneta,compota | 10 20 2 1
caneta,pao compota 10 100 2,5 | 0,1667
caneta,compota | pao 10 100 2 0,1111
caneta compota,pao 10 100 2,5 | 0,1667
pao,compota lapis 10 25 2,5 1
compota lapis,pao 10 25 2,5 1
pao lapis,compota 10 20 2 1
lapis,pao compota 10 100 | 2,5 | 0,1667
lapis,compota pao 10 100 2 | 0,1111
lapis compota,pao 10 100 | 2,5 | 0,1667

TABELA 6.10: Regras de Associagao obtidas partir dos itens frequentes.

Na proposta apresentada para filtrar as regras mais interessantes é aplicada a medida
Lift eliminando os itens independentes. Seguidamente, para cada conjunto de regras que
possuirem o mesmo conjunto de itens é seleccionada a regra que apresentar o valor mais

elevado na medida de interesse (lift) e cpir.

Partindo do exemplo da tabela 6.10 é possivel observar que o conjunto de itens

{pao,compota} permite gerar duas regras véalidas pao = compota e compota = pao.

De forma a minimizar o ntmero de regras, envolvendo o mesmo conjunto de itens, o

algoritmo pesquisa qual a regra que apresenta maior interesse.

A funcao Escolher a_Melhor Regras é a responsavel por esta seleccao.
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Funcgao Escolher_a_Melhor_Regras

para cada conjunto_itens € Regras_Associag¢ao faga

/* Verifica para o mesmo conjunto de itens as diferentes regras
que sdo possiveis obter. Analisa o valor da medida de
Interesse(Lift) de cada regra e escolhe a que apresentar o maior
valor */
Antecedente = conjunto_ itens.|" Antecedente"|;

Consequente = conjunto itens.|"Consequente"];

Suporte = conjunto_itens.|"Suporte"|;

Confian¢a = conjunto _itens.|"Confianca"|;

Interesse = conjunto itens.|"Interesse"|;

Cpir = conjunto_itens.|"Cpir"|;

/* o max_interesse corresponde & regra cujo valor de interesse &
mais elevado envolvendo o mesmo conjunto de itens */
max_interesse = Max(conjunto itens.|"Interesse"|;)

se Interesse==max_ Interesse entao
Resultado Final(Adiciona ao conjunto de regras final a regra com

maior interesse em cada conjunto de itens );

fim

fim

return Regras Associa¢ao;

Por exemplo em regras cujo valor de interesse seja idéntico é usada a medida de
Cpir, seleccionado a regra cujo valor seja maior. Caso as regras apresentem valores
idénticos para estas medidas é seleccionada aleatoriamente uma regra como sendo a mais

interessante.

{pao,compota} 40%

T

Regras Geradas com este conjunto de ltens /

—--_—'-

Antecedente|Consequente [Suporte|[Confiangalint

pir

d * * I le—| Regra seleccionada como a mais
pao compota | 30% 80% @ @ interessante para este conjunto de Itens
A h h h h
Compota pao 30% 80% @ W
--_‘--‘-

FI1GURA 6.16: Seleccdo das regras mais interessantes.
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A partir do exemplo que envolve conjunto de itens pao, compota, lapis é possivel

obter seis regras validas, como comprova a figura 6.13.

De forma a apresentar ao utilizador a regra mais interessante, o procedimento para

escolher a melhor regra pesquisa a regra com o maior valor de Interesse (Lift).

Como no exemplo as regras {pao,compota} = {lapis} e {compota} = {lapis,pao} tém
valores idénticos para as medidas de Interesse (Lift) e Cpir, de maneira a ser seleccionada
apenas uma regra para este conjunto de dados é escolhida a primeira regra da lista no

caso {pao,compota} = {lapis}.

{pao,compota lapis} 10%

N

Regras Geradas com este conjunto de Itens /

-_-_______,__/
——
A dent C quent Suporte $onfianga [Interesse| Cpir
—T: * ) Regra seleccionada como a mais
-
{compota,péo} {lapis} A 10% § 25:’{" h @ CT) interessante para este conjunto de Itens
{Compota} |{1apis, pac} 1 0% 25% | 2.5 1
{pao} |{lapis, compota} | 0% ) 20% ) 2 | 1
{lapis péo} {compota} 10% 100% 25 0,166
{lapis, compota} |{p&o} 10% 100% 2 0,111
{lapis} licompota, pao} 10% 100% | 25 10,161
—______J#__,./
—

FIGURA 6.17: Seleccao das regras mais interessantes.

A vantagem no processo para escolher a melhor regra, é ao seleccionar a regra com
maior interesse (Lift) para o mesmo conjunto de itens permite uma redu¢do no nimero

de regras apresentadas ao utilizador, o que facilita o processo de anélise.

2 s

No exemplo apresentado é possivel observar que com as regras geradas na tabela
6.10, o nimero de regras que sdo apresentadas como tendo interesse para o utilizador é

substancialmente inferior como comprova a tabela 6.11.

Regras geradas a partir dos Itens frequentes
Antecedente | Consequente | Sup. | Conf. | Inter. | CPIR
pao 50
bola 50
pao compota 40 80 2 1
pao,compota | caneta 10 25 2,5 1
pao,compota | lapis 10 25 2,5 1

TABELA 6.11: Regras de Associagdo mais interessantes geradas as partir dos itens mais
frequentes.
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Utilizando o mesmo processo mas baseando a geracao de regras a partir dos itens

infrequentes é possivel obter os seguintes conjuntos de regras:

Regras geradas com a partir dos Itens infrequentes
Antecedente Consequente Sup. | Conf. | Lift | CPIR
lapis 10
caneta 10
lapis compota 10 100 | 2,5 | 0,1667
compota lapis 10 25 2,5 1
lapis pao 10 100 2 | 0,1111
pao lapis 10 20 2 1
caneta compota 10 100 2,5 | 0,1667
compota caneta 10 25 2,5 1
caneta pao 10 100 2 0,1111
pao caneta 10 20 2 1
lapis,compota pao 10 100 2 10,1111
compota pao,lapis 10 25 2,5 1
lapis pao,compota 10 100 2,5 | 0,1667
pao,lapis compota 10 100 | 2,5 | 0,1667
pao,compota lapis 10 25 2,5 1
pao compota,lapis 10 20 2 1
caneta,compota | pao 10 100 2 0,1111
compota pao,caneta 10 25 2.5 1
caneta pao,compota 10 100 2,5 | 0,1667
pao,caneta compota 10 100 2,5 | 0,1667
pao,compota caneta 10 25 2.5 1
pao compota,caneta | 10 20 2 1

TABELA 6.12: Regras de associagao obtidas a partir dos itens infrequentes.

As regras mais interessantes obtidas a partir dos itens infrequentes:

Regras geradas a partir dos Itens frequentes
Antecedente | Consequente | Sup. | Conf. | Lift | CPIR
lapis 10
caneta 10
compota lapis 10 100 | 2,5 1
pao lapis 10 100 2 1
compota caneta 10 100 2,5 1
pao caneta 10 100 2 1
compota pao,lapis 10 25 2,5 1
compota pao,caneta 10 25 2,5 1

frequentes.
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6.4 Aplicacao Desenvolvida

A aplicagao foi desenvolvida com o recurso & linguagem Microsoft C# framework 3.5.

O objectivo na escolha desta linguagem ¢é utilizar os recursos graficos existentes, com

o intuito de proporcionar uma aplicacao de facil utilizagao.

52 WinArm - Extracgde de Regras de Associagao com Intens Raros e Frequentes - [Previsao Ficheiros de Dados] = | ]
o

FRNA | Z M

Winbicf
Ficheiro _Sol  Bxcel Access | Apriori Sair
Server
Fonte de Dados 5 Mgoritmos i Sairrs
Ab”'gg:;m = C:\Bases de Dados2 AdventureWorks.txt @

P —— ] Escolha do Separador Escokha das Tabelas

4@ y B 4B

4 78 Long-Sleeve Loga Jersey. XL Tabela ebwo Horzertal  ProductiD -
43859 | 709 Mountain Bie Socks. M [T viRGULA LY
4359|777 Mountain-100 Black, 44 [T PONTO EVIRGULAL)  Tabela eno Vertcal  TID -
4359|773 Mountain-100 Siver, 44 [0 ESPAGO
43859 | 774 Mountain-100 Siver, 43
43659 |77 Mountsin-100 Black, 42 000038 2858355 Converter Tabela Converter Tabela maricet
43659 |71 Sport-100 Helmet, Biue Visualizar Dados Relacional em Bocleana STl
43659 |72 AWC Logo Cap To 76 w8 77 73 T 7% 711 T2 74 7 7T 72 762 7% Al 742 -]
4359|714 Long-Sleeve Loga Jersey, M ) P 1 E ] 1 1 | 1 1 1 1 | [ [ [] ]
4369|778 Mountain-100 Black. 48 43660 |0 [} [] 0 [} [] 0 [} [] 0 [} [] 1 1 [] 0
43858 | 771 Mountain-100 Siver, 38 o 1 0 ] , 0 | 1 1 0 1 0 [] 0 0 1 1
4359|772 Mourtain-100 Siver, 42 ez o 0 0 o ) P 0 ) [ 0 ) [] 1 1 [] ]
4360|762 Fload-650 Red. 4 4363 |0 0 0 [} 0 0 [} 0 0 [} 0 0 [} 0 0 [}
43680 | 758 Foad 450 Fed. 52 43664 |1 0 1 1 0 [] 0 0 1 1 1 1 0 0 [] 0
4351|741 HL Mountain Frame - Siver, 48 e |0 f E i 0 1 ] 1 P | ) [] [ [} [] [
461|742 HL Mountain Frame - Siver, 46 a6 |0 0 0 0 ) 0 [ ) ) 0 0 [] 0 [ [] 0
43861 | 743 HL Mourtain Frame - Black. 42 aeer |0 0 0 ] 0 0 0 ) P 1 [} [] 0 0 [] 0
4361|777 Mountain-100 Black, 44 43668 |1 0 [] [] 0 [] 1 1 1 [] 0 [] 1 1 [] []
43661 | 776 Mountain-100 Black, 42 43,663 [0 [} [] 0 [} [] 0 [} [] 0 [} [] 0 [} [] 0
43661 |77 Mourtain-100 Back. 38 47 |0 1 [] 1 [} 1 0 [} [] 0 [} [] 0 [} [] 0
451 |7 Mourtain-100 Siver, 44 = 0 0 o ) P | ) | 0 [ [] [ [} [] ]
4361|716 Long:Sle=ve Logo Jersey. XL ez o ] 0 0 1 7 [ 0 ) 0 0 [} 0 0 [] 0
43661 | 715 Long Sleeve Logo Jersey. L 473 |0 [} [] 0 [} [] 1 1 [] 0 [} [] 1 [} [] 0
43661 |70 Spot-100 Helmet, Black 467 |0 0 [] [] 0 [] [] 0 [] [] 0 [] [] 1 [] []
361|747 HL Mourtain Frame - Black, 38 e |0 0 0 0 ) 0 7 1 ) 0 0 [] 1 1 [] 0
4861|712 AWC Logo Cap 43676 [0 1 [] ] 0 1 ] 0 [] 1 0 [] ] 0 [] [ =
a1 7N Sport-100 Helmet, Blue | v
A Efectuaro C dos Dados

F1cURA 6.18: Ecra principal da solugao desenvolvida.

Como ja foi referenciado o utilizador pode obter as regras de associagao, com origem

em bases de dados de dois formatos distintos.

Apos a seleccao da fonte de dados o utilizador tera de converter a tabela para o

formato Matriz binéria, aplicando a conversao em func¢ao do tipo de dados originais.

E apoés esta transformagao que os algoritmos devem ser executados.
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6.4.1 Algoritmo Apriori

A imagem seguinte ilustra o modo de utilizacao do algoritmo Apriori. O modelo

criado no exemplo aplica um suporte de 3% e uma confianga de 50% a base de dados.

o

]
€
| Agoritmes |

e
SLIE

RN M Z ;ﬁ%,,uﬁ\
Ficheiro Sesr?"er Excel Access Apriori Sair

Fonte de Dados r} Algoritmes = Sairf

Algoritmo a Aplicar Modelo de Suporte e Confianga @
7,_{ Definir o Suporte Minimo 03,00 % (0-100) .
Executar Apriori
M Definir Confianga Minima 50,00 % (0-100) or ey
Total de kens 266 Odds_Ratic —_—
Méximo de tens 72 Forga Colectiva Imprimir
Dados Originais Media de kens 3 Resultados NeRegres Geradas 31 Tempo de Resolugdo 00:00:58.5851175
TID 718 703 w 773 774 Regra Artecederte Consequente Suporte Confianca Interesse PS Corelacao Coseno CPIR
» 1 1 1 1 1 » 76 34197 100 100 100 100 100 100
43660 |0 0 0 0 0 1 m 98204 100 100 100 100 100 100
43661 |1 0 1 1 0 1 nz 10,7485 100 100 100 100 100 100
43662 |0 0 0 0 0 1 T4 38710 100 100 100 100 100 100
43663 |0 0 0 0 0 1 715 51962 100 100 100 100 100 100
43864 1 0 1 1 0 1 708 9.5%67 100 100 100 100 100 100
43665 |0 1 1 1 0 1 707 97982 100 100 100 100 100 100
43666 |0 0 0 0 0 1 ™ 34769 100 100 100 100 100 100
43667 |0 0 0 1 0 1 780 33053 100 100 100 100 100 100
43668 |1 0 0 0 0 1 781 33498 100 100 100 100 100 100
43663 |0 0 0 0 0 1 782 39790 100 100 100 100 100 100
43670 |0 1 0 1 0 1 783 37407 100 100 100 100 100 100
4371 1 0 0 0 0 1 859 34515 100 100 100 100 100 100
43672 |0 1 0 0 1 1 784 33656 100 100 100 100 100 100
43673 |0 0 0 o 0 1 877 42174 100 100 100 100 100 100
43740 0 0 0 0 1 870 14,8991 100 100 100 100 100 100
43675 |0 0 0 0 0 1 880 34133 100 100 100 100 100 100
43676 |0 1 0 o 0 1 873 10,6595 100 100 100 100 100 100
1 872 54410 100 100 100 100 100 100
1 87 64357 100 100 100 100 100 100
1 922 7.5512 100 100 100 100 100 100
FiauraA 6.19: Utilizagdo do algoritmo Apriori.

Apesar do Algoritmo Apriori implementado gerar as regras de associagdo apenas

com base no modelo de Suporte-Confianga, este algoritmo foi adaptado na aplicagao

de forma a permitir ao utilizador a possibilidade de visualizar os resultados utilizando

outras medidas de avaliacao.

A vantagem de possibilitar ao utilizador observar os resultados aplicando outras

medidas de avaliacao, para além das medidas classicas de suporte e confianca, é que

complementa com mais informagao os resultados, o que facilita a analise das regras.

93



Solugdo Desenvolvida 94

6.4.2 Algoritmo WinMirf

A imagem seguinte ilustra o modo de utilizagdo do algoritmo WinMirf, o modelo
pode gerar regras quer a partir dos items frequentes quer a partir dos itens infrequentes.

Esta opcao é definida pelo utilizador nos parametros do algoritmo.

Parametras YWin Mirf

Fittrar por valor percentual do tem com maior suporte
[ Fitrar por valor percentual do ftem com menor suporte
[ Fittrar pelo nimero de ftens com o suporte maior

[ Fitrar pelo nimero de tens com o suporte menor

Definir o walor percentual 30,00 % (0-30)

Definir o Nimeno de kens ops  (0-100)

F1aurA 6.20: Utilizagao do algoritmo Apriori.

A escolha dos parametros por parte do utilizador é o que define se as regras serdo

geradas a partir dos itens frequentes ou a partir dos itens infrequentes.

No exemplo da figura 7.5 sdo gerados os resultados partir dos itens frequentes, neste

caso foi definido para o Sup,,;, uma reducao 30% do valor do suporte mais elevado.

Se objectivo é gerar os itens a partir dos itens infrequentes entao a opgao Filtrar

por valor percentual do item com menor suporte deve ser a seleccionada.

WinArm - Extracgio de Regras de Associagio com Intens Raros e Frequentes

)
‘-_) Algoritmos
no 0
FAENSMS Z 5 M
- . inirf
Ficheito _Sal  Excel Access || Aprior Sair
e
Fonte de Dados 5 Mgoitmos 5 Sairn:
Parametros Winlif
Algorltmo a Ap licar Filtrar por valor percentual do ktem com maior suporte
o [T Fitrar por valor percentual do tem com menor suports
W i 7] Fitrar pelo ndimer d kens com o suparte maior o
sy L/LY
5] Ftrar pelo néimero ds kens com o supore menor
” Definir o valor percentul 3000 %030 7 1
Toteldetens 6
Defini o Nimero de ftsns 005 (0100)
Mirimo de tens 5 Exccutar Mirf
Dados Originais Média de kens 3 Resultados Ne Regras Geradas 10 Tempo de ResolugZo 00.00-02.2660000
O A B D C E_F Regm  fems  Aniccederte  Consequemie  Supote  Corfianca  Comslacao  ieesse  CPIR S  Jaccad
B [ [ o o e » 8 7 0 0 0 0 0 0
2 T [ o o 1 D &0 0 0 0 0 0 0
3 o [ o oo 1 c 80 0 0 0 0 0 0
4 o [+ [ 1 X 50 0 0 0 0 0 0
5 1o Jo i e 1 F 50 0 0 0 0 0 0
5 o 1 1 o [0 |1 2 8D B D &0 857143 08018 14285 1 1 075
7 1 o Jo o [ 3 BOC B co 0 428571 04286 14286 1 1 02727
8 v o o |1 [o |1 3 BDA |D a8 0 50 0535 1,8667 1 1 03333
s o [ o o [ [ BOCA |DC AB 2 666567 05238 220 05238 |05238 |05
w 1 v 1 [ o 5 BDCAF [BA FCD 10 33,3333 05092 3333 1 1 02
* *

FicUrA 6.21: Utilizacao do algoritmo WinMirf com base nos itens frequentes.
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Capitulo 7

Avaliacao da Solucao Apresentada

7.1 Introducao

O objectivo deste capitulo é avaliar os resultados do modelo apresentado no capitulo

anterior, para tal o modelo vai ser testado com o recurso a trés bases de dados ficticias.

A AdventureWorks é uma base de dados demonstrativa disponibilizada com o Micro-
soft SqlServer, e retrata a actividade comercial de uma empresa que produz e comercializa

bicicletas.

Esta empresa tem na sua actividade comercial 266 produtos distintos com um total
31.465 transacgdes de venda. O objectivo é aplicar o algoritmo Apriori e o WinMirf na

perspectiva de encontrar nas transacgoes produtos que sejam adquiridos em conjunto.

A BMS-WebView-1 trata-se de uma base de dados disponivel no portal destinado
as Conferéncia Internacional sobre Descoberta de Conhecimento e Mineracao de Dados
[ACM, 2000], esta base de dados é composta por 59.602 transacgdes e com um total 497

artigos.

A terceira base de dados designada T10I14D100K, foi disponibilizada pelo grupo de
pesquisa da IBM, detém 100.000 transacgoes e 870 itens distintos

Inicialmente, serao obtidos os resultados utilizando o algoritmo Apriori, de maneira
a avaliar a dificuldade na escolha do suporte para a extracgao das regras de associagao.

Seguidamente, serao obtidos os resultados com o algoritmo winMirf.

As experiéncias realizadas foram executadas com um computador com um processa-

dor Intel Core Duo T7250 2.00 GHz com 2.00 Gb de memoéria Ram.
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Para a utilizagao destes dois algoritmos, foi desenvolvida uma aplicagao desenvolvida

com o recurso & linguagem Microsoft C# framework 3.5.

Na tabela 7.1 esté representado um quadro resumo das trés bases de dados:

Informacoes gerais sobre as base de dados

Base de Dados N° transaccoes | N° Itens | Maximo itens | Média Itens
numa transaccao
AdventureWorks | 31.465 266 72 3
BMS-WebView-1 | 59.602 497 267 3
T10I4D100K 100.000 870 30 10

TABELA 7.1: Regras de associagdo com conjuntos de quatro itens

As experiéncias realizadas foram executadas com um computador com um proces-
sador Intel Core Duo T7250 2.00 GHz com 2.00 Gb de memoria Ram. A aplicagao foi

desenvolvida com o recurso & linguagem Microsoft C# framework 3.5.

7.2 Resultados obtidos com o algoritmo Apriori

Utilizando o algoritmo Apriori nas trés base de dados, com diferentes valores para o

suporte e confiancga é possivel obter os seguintes resultados apresentados na tabela 7.2:

Regras de Associagao

Base de Dados Suporte Confianga Confianga Confianga itens na
0% 50% 75% regra
Com 5% 14 regras 13 regras 13 regras 2
Com 4% 19 regras 17 regras 17 regras 2
Adventure Works | Com 3% 43 regras 31 regras 29 regras 2
Com 2% 476 regras 338 regras 257 regras )
Com 1.5% | 3996 regras | 3272 regras | 2167 regras | 7
Com 1% 88 regras 68 regras 56 regras 2
Com 0,80% | 124 regras 93 regras 91 regras 2
BMS-WebView-1 | Com 0,60% | 199 regras 138 regras 132 regras 2
Com 0,40% | 444 regras 212 regras 185 regras | 3
Com 0,20% | 2162 regras | 566 regras 330 regras 4
Com 0,10% | 21647 regras | 5221 regras | 2010 regras | 6
Com 2% 155 regras 155 regras 155 regras 1
Com 1% 399 regras 382 regras 378 regras 3
T10I14D100K Com 0,75% | 803 regras 643 regras 580 regras 4
Com 0,50% | 2785 regras | 1714 regras | 1534 regras | 5

TABELA 7.2: Regras de associagao obtidos com o algoritmo Apriori.
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Na base de Dados AdventureWorks, para um suporte minimo inferior a 1%, o ntimero

de regras geradas é elevado, o que dificulta a anélise dos resultados por parte do utilizador.

Tem como caracteristica de o item mais frequente ter um suporte muito superior em
relag@o aos restantes itens presentes na base de dados. O item mais frequente nesta base
de dados surge em 4688 transacgoes correspondendo a um suporte de 14,15% enquanto

o segundo item surge em 3382 correspondendo a um suporte de 10,75%.

4000 +

3300 +

3000 -

2500

m confianca 0%

2000 -
M Confianga 50%

m Confianga 75%

N2de Regras Geradas

1500

1000 +~

500 7
PR S

Com 3% Com 2% Com1,5%

Suporte

FIGURA 7.1: Regras de Associacdo na base de dados AdventureWorks.

A base de dados BMS-WebView-1 tem a particularidade dos itens mais frequentes
apresentarem um valor de suporte relativamente baixo, o item mais frequente desta base
de dados apresenta como suporte 6,1374%, significa que este item est4 presente em apenas

3658 transacgoes das 59602 existentes na base de dados.

Regras BMS-WebView-1

25000 1~

20000 |

15000
= Confianca 0%

= Confianga 50%

10000 1~ = Confianca 75%

Nede Regras obtidas

5000 |°

e )

Com 0,40% Com0,20% Com 0,10%

Valor do suporte

FI1GURA 7.2: Regras de Associacdo na base de dados BMS-WebView-1.
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Neste caso, para a extraccao de regras de associacao é necessario o utilizador defi-
nir uma percentagem baixa para o Supm;, para poder gerar regras de associagdo com
interesse. A Con fimin assume um papel preponderante na minimizagao dos resultados
apresentados ja que como é possivel visualizar no grafico da figura 7.2 e na tabela 7.3 a

medida que a confianga aumenta o nimero de regras geradas reduz expressivamente.

A base de dados T10I14D100K para valores de suporte muito baixos apresenta um
ntimero muito elevado de regras. Uma das caracteristicas interessantes é o facto de existir
um elevado nimero de itens que surgem com pouca frequéncia nas transacgoes desta base

de dados e os itens mais frequentes apresentarem um valor de suporte muito préximo.
T1014D100K

3000 {7
2500
2000+
= Confianga 0%

1500 7
® Confianga 50%

Niimero de regras

p Confianga 75%
1000 1~

Com1,0% Com 0,75% Com 0,50%

Suporte

FicUuraA 7.3: Regras de Associac¢do na base de dados T1014D100K

7.3 Resultados obtidos com o algoritmo WinMirf

7.3.1 Geracao de regras de associagcao com base nos itens frequentes

Como foi apresentado no capitulo 6, no algoritmo WinMirf, um dos passos mais
importantes é a definicao da percentagem que define a margem relativa para a pesquisa

dos itens.

Desta forma, o objectivo neste ponto é a extraccao de regras de associagao a partir de
itens frequentes que possam ser uteis ao utilizador onde para a obtencao dos resultados

¢ usada uma margem relativa que varia entre 5% e 40%.

Os resultados obtidos aplicando o algoritmo WinMirf as trés bases de dados com

base nos itens frequentes sdo apresentados na tabela 7.3.
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Regras de Associagao obtidos com o algoritmo WinMirf
Base de Dados % Definida N° Regras N° Itens definidos
5% 4 regras 4
10% 4 regras 4
15% 8 regras 4
20% 9 regras 4
AdventureWorks | 25% 14 regras 5
30% 20 regras 5
35% 56 regras 6
40% 227 regras 6
5% 5 regras 3
10% 6 regras 3
15% 6 regras 3
20% 7 regras 4
BMS-WebView-1 | 25% 10 regras 4
30 % 19 regras 5
35 % 73 regras 6
40 % 424 regras 6
5% 4 regras 3
10% 5 regras 3
15% 7 regras 3
20% 10 regras 4
T10I4D100K 25% 27 regras 5
30 % 43 regras 6
35 % 48 regras 8
40 % 124 regras 10

TABELA 7.3: Regras de Associac¢do obtidos com o algoritmo WinMirf.

7.3.1.1 Processo de extraccao de regras a partir dos itens frequentes na base
de dados AdventureWorks

Analisando com detalhe a aplicacdo do processo de extraccao de regras a partir dos

itens frequentes na base de dados AdventureWorks.

Em primeiro lugar, é necessario identificar o item mais frequente existente na base
de dados. Neste caso o item adquirido com mais regularidade tem o cédigo 716 referente
ao produto "Water Bottle - 30 0z.", surge em 4688 transac¢des das 31465 Presentes na

base de dados, correspondendo a um valor de suporte igual 14,90%.

Por exemplo, se o utilizador definir 30% como margem relativa, aplicando a formula
Suppyrin que define a fronteira para que um item seja considerado frequente obtém-se

inicialmente Supysi, = 10, 43%:

Suparin = [(14,90%) — ((14,90%) * (30%)] = 10, 43% |.
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v

No algoritmo um item é considerado frequente quando satisfaz a condi¢ao Sup(item)
Supuin. Neste caso, todos os itens com suporte superior ou igual a 10,43% sao conside-

rados frequentes (Sup(item) > 10,43%).

A lista dos itens tamanho 1 considerados como frequentes neste exemplo sao:

ID Item Suporte
870 | Water Bottle - 30 oz. | 14,90 %
712 AWC Logo Cap 10,75 %
873 | Patch Kit/8 Patches | 10,66 %

Na passagem seguinte, para conjuntos de dois itens, os produtos {870 - Water Bottle

- 30 oz., 871 - Mountain Bottle Cage}, com um suporte de 5,38% sao os mais frequentes.

Procedendo & actualizagdo do suporte minimo obtém-se: Supprin = [(5,38%) —
((5,38%) * (30%)] = 3,76%. Desta forma, é possivel obter como conjuntos frequentes de

dois itens com suporte superior 3,76% as seguintes regras:

Item | Antecendente | Consequente | Suporte | Lift Cpir
870,871 870 871 5,3774 | 5,6081 | 0,8068
870,871 871 870 5,3774 | 5,6081 | 0,317
870,872 870 872 4,8339 | 5,9629 | 0,8689
870,872 872 870 4,8339 | 5,9629 | 0,2856

De forma a minimizar o nimero de regras visiveis pelo utilizador é usada pelo algo-
ritmo WinMirf a func¢ao para escolher a melhor regra através do valor mais elevado da
medida Interesse (Lift) e Cpir obtém as seguintes como regras mais interessantes para

cada conjunto de itens:

Item | Antecendente | Consequente | Suporte | Lift Cpir
870,871 870 871 5,3774 | 5,6081 | 0,8068
870,872 870 872 4,8339 | 5,9629 | 0,8689

O processo, para o calculo Supyr;, repete-se a cada passagem subsequente. No final

obtém-se as seguintes regras que sao apresentadas na tabela 7.4:
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Item Antec. Conseq. Sup Lift Cpir
870,871 870 871 5,3774 | 5,6081 | 0,8068
870,872 870 872 4,8339 | 5,9629 | 0,8689
870,871,782 871 782,870 0,321 7,0699 | 0,4175
870,871,783 871 783,870 0,3146 | 7,9693 | 0,4794
870,871,779 871 779,870 0,3273 | 8,3784 | 0,5075
870,871,880 870 880,871 0,37 4,9188 | 0,6861
870,871,784 871 784,870 0,3242 | 8,6615 | 0,527
870,871,781 871 781,870 0,3019 | 8,1555 | 0,4922
870,872,880 870 880,872 0,3051 | 6,7118 |1
870,872,999 872 999,870 0,429 9,0213 | 0,4615
870,872,998 872 998,870 0,3591 | 7,9259 | 0,3985
870,872,977 872 977,870 0,3782 | 10,2688 | 0,5333
870,872,997 872 997,870 0,375 13,3853 | 0,7127
870,871,783,880 870,783 880,871 0,035 11,1509 | 0,0626
870,872,880,999 872,880 999,870 0,0381 | 14,288 | 0,0407
870,872,880,977 872,880 977,870 0,0286 | 13,8484 | 0,0393
870,872,880,999,713 | 872,880 713,999,870 0,0032 | 163,8807| 0,4985

TABELA 7.4: Regras de associa¢do com base em itens frequentes na AdventureWorks.

7.3.2 Consideragoes

sobre a extraccao com base nos itens frequentes

Como é possivel observar na tabela 7.3 e através do grafico da figura 7.4, a margem

inicial definida pelo utilizador tem uma importéncia basilar na extracgao de regras a

partir dos itens frequentes. Isto porque, quanto mais elevada for a margem definida mais

itens sdo considerados frequentes e consequentemente maior é o volume de regras que

sao geradas.

N2 de Regras obtidas WinMirf

M AdventureWorks B BMS-WebWiew-1

g 7 10 14

T1014D100K

424

0%

frequentes

101

73
56
43 8
27
10 20 19
25% 30% 35%

FicUrRA 7.4: Regras de Associacdo com o algoritmo WinMirf com base nos itens

40%
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7.3.3 Geragao de regras de associagao com base nos itens raros

O objectivo neste ponto é a extraccao de regras de associacao a partir de itens raros
que possam ser Uteis ao utilizador, onde para a obtencao dos resultados é usada uma

margem relativa que varia entre 5% e 40%.

Os resultados obtidos aplicando o algoritmo WinMirf as trés bases de dados com

base nos itens frequentes sdo apresentados na tabela 7.5.

Regras de Associagdo obtidos com o algoritmo WinMirf
Base de Dados % Definida N° Regras N° Itens definidos
5% 22 regras 2
10% 22 regras 2
15% 341 regras 3
20% 341 regras 3
AdventureWorks | 25% 3639 regras 4
30% 3639 regras 4
35% 29702 regras 5
40% 29702 regras 5
5% 120 regras 2
10% 120 regras 2
15% 582 regras 3
20% 582 regras 3
BMS-WebView-1 | 25% 2064 regras 4
30 % 2064 regras 4
35 % 5870 regras 5
40 % 5870 regras 5
5% 7 regras 2
10% 22 regras 3
15% 22 regras 3
20% 42 regras 4
T10I14D100K 25% 42 regras 5
30 % 57 regras 6
35 % 63 regras 8
40 % 63 regras 10

TABELA 7.5: Regras de associagdo com conjuntos de dois itens.

7.3.3.1 Processo de extraccao de regras a partir dos itens raros na base de
dados AdventureWorks

Analisando com detalhe a aplicacdo do processo de extraccao de regras a partir dos

itens raros na base de dados AdventureWorks.

A principal diferenga reside no facto de o calculo para o suporte processar-se em

fungdo do item menos frequente na base de dados.
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Na base de dados AdventureWorks, o item menos frequente possui o codigo 897,
correspondendo ao produto "LL Touring Frame - Blue, 58", com um valor de suporte de
0,0064%. Este item apenas ¢ adquirido em duas situagoes, o que torna o suporte muito

baixo face aos restantes produtos.

Por exemplo, se o utilizador definir 5% como margem relativa, aplicando a férmula
Supmax que define a fronteira para que um item seja considerado raro obtém-se inicial-

mente Supprez = 0,0067%:

Suprraz = [(0,0064%) + ((0,0064%) * (5%)] = 0,0067% |.

Como a margem definida no exemplo é baixa apenas é considerado como item raro:

ID Item Suporte
897 | LL Touring Frame - Blue, 58 | 0,0064 %

A partir deste item infrequente é possivel obter o seguinte conjunto de regras:

Item Antec. Conseq. Sup Lift Cpir
897 897 0,0064

897,903 897 903 0,0032 1123,5955| 0,0719
897,888 897 888 0,0032 403,5513 | 0,0258
897,887 897 887 0,0032 383,7299 | 0,0245
897,890 897 890 0,0032 271,2968 | 0,0173
897,947 897 947 0,0032 144,3418 | 0,0092
897,899 897 899 0,0032 134,4809 | 0,0085
897,886 897 886 0,0032 121,0068 | 0,0077
897,885 897 885 0,0032 116,5501 | 0,0074
897,978 897 978 0,0032 100,2004 | 0,0063
897,960 897 960 0,0032 100,2004 | 0,0063
897,866 897 866 0,0032 78,2718 | 0,0049
897,968 897 968 0,0032 56,7988 | 0,0036
897,962 897 962 0,0032 56,1861 | 0,0035
897,958 897 958 0,0032 55,9848 | 0,0035
897,970 897 970 0,0032 55,5926 | 0,0035
897,979 897 979 0,0032 51,4139 | 0,0032
897,961 897 961 0,0032 49,4756 | 0,0031
897,965 897 965 0,0032 49,3194 | 0,0031
897,953 897 953 0,0032 454711 | 0,0028
897,969 897 969 0,0032 35,8372 | 0,0022
897,881 897 881 0,0032 21,9423 | 0,0013

TABELA 7.6: Regras de associagao com base no item menos frequente.
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7.3.4 Consideragoes sobre a extraccao com base nos itens raros

Como é possivel observar na tabela 7.5 e através do grafico da figura 7.5, o niimero
de regras obtidas partir dos itens infrequentes é muito superior aos resultados obtidos a

partir dos itens frequentes.

N2 de Regras obtidas WinMirf

W AdventureWorks M BMS-WebView-1 T1014D100K

29702 29702

22 120 7 22 120 22 341582 55 341582 43

5% 10% 15% 20% 25% 30% 35% 40%

FiGura 7.5: Regras de Associagdo com o algoritmo WinMirf com base nos itens
frequentes

O nuamero de regras extraidas a partir dos itens menos frequentes depende essencial-
mente do suporte do item menos frequente, pois caso este tenha um valor muito inferior
aos restantes itens o ntimero de regras geradas é menor, pelo contréario se o item menos
frequente apresenta um valor de suporte proximo dos restantes itens o volume de regras

geradas é maior.

7.3.4.1 Calculo do suporte maximo com base na média em 10% dos itens

menos frequentes

Outra das possibilidades apresentadas na solugdo é permitir ao utilizador extrair
regras de associa¢ao com base no suporte médio em 10% dos itens considerados como os

menos frequentes na base de dados.

Na base de dados AdventureWorks como dispéem de 266 artigos diferentes é efectu-
ado o calculo do suporte médio dos 27 artigos menos frequentes (10% dos artigos). Neste
caso, a média de suporte destes itens é 0,1028%, aplicando-se uma margem de 5% obtém
Suppraz = [(0,1028%) + ((0,1028%) * (5%)] = 0,108%, logo todos os itens abaixo deste

valor sdo considerados raros.

A base de dados BMS-WebView-1 dispdem de 497 artigos diferentes é efectuado

o calculo do suporte médio dos 50 artigos menos frequentes (10% dos artigos). Neste
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caso, a média de suporte destes itens ¢ 0,0017%,aplicando-se uma margem de 5% obtém
Supnraz = [(0,0017%) + ((0,0017%) * (5%)] = 0,005%, logo todos os itens abaixo deste

valor sao considerados raros.

A base de dados T10I4D100K dispoem de 870 artigos diferentes é efectuado o célculo
do suporte médio dos 87 artigos menos frequentes (10% dos artigos). Neste caso, a média
de suporte destes itens é 0.0648%,aplicando-se uma margem de 5% obtém Suppjez =
[(0,0648%) + ((0,0648%) * (5%)] = 0,0068%, logo todos os itens abaixo deste valor sao

considerados raros.

Como é possivel observar na tabela 7.7 e no grafico da figura 7.6, para conjuntos

limitados a dois itens é possivel obter os resultados seguintes com este método:

Base de Dados | N° de Regras | N° de Itens definidos para a regra
AdventureWorks 107 regras 2
BMS-WebView-1 453 regras 2

T1014D100K 330 regras 2

TABELA 7.7: Regras de associagdo com base no item menos frequente.

Como o ntimero de itens considerados como raros é maior, é gerado um volume de
regras superior o que dificulta a anéalise ao utilizador.

N2 de Regras obtidas WinMirf média dos 10% itens menos frequentes
Conjuntosde 2 itens

W AdventureWorks B BMS-WebView-1 T1014D100K

M2 de regras com conjuntos 2

F1GURA 7.6: Regras de associagdo com o algoritmo WinMirf com base na média dos
itens infrequentes

No algoritmo WinMirf, tal como na maioria dos algoritmos estudados, o nimero total
de itens e o nimero de transacgoes presentes numa base de dados e o niimero médio de
itens por transacgao, sao factores que mais afectam o desempenho na extracgao de regras

de associagao.

Como o algoritmo WinMirf tem a particularidade de extrair regras de associagao
quem envolvam itens raros e frequentes o tamanho médio e méximo dos itens presentes

numa transacgdo tem forte influéncia no volume de regras geradas.
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Capitulo 8

Conclusao

8.1 Sintese

Este trabalho teve como objectivo o estudo de regras de associagdo, nomeadamente
os principais algoritmos de extraccao de regras de associacao, as suas principais medidas
de avaliacao, desenvolvimento de um sistema computacional com o algoritmo Apriori e

proposta de um algoritmo, WinMirf.

No momento inicial do estudo verificou-se a necessidade de encontrar uma solucao que
permitisse a extracgao de regras de associagao com itens raros e frequentes. Neste sentido,
procedeu-se & andlise da bibliografia ja existente, de forma a conhecer os principais
algoritmos de Data Mining que executam a extraccao das regras de associacao. Deste
estudo, constatou-se que na maioria dos algoritmos analisados o esfor¢o de pesquisa era
direccionado, essencialmente, para a optimizagao e melhoramento do desempenho dos

mesmos na extracgao de regras de associagdo com itens frequentes.

Nos ultimos anos as investigagoes tém incidido especialmente na extraccao de regras
que contenham itens raros. Foi baseado no estudo destes algoritmos, que surgiu a moti-
vagao de desenvolver uma solucao capaz de extrair regras de associagao envolvendo itens

raros e frequentes.

A motivacao para o desenvolvimento do algoritmo WinMirf acréonimo de Windows
Mining Itens Rare with Frequent, tinha como propoésito gerar uma solugdo capaz de
extrair regras de associagao quer a partir de itens raros quer a partir de itens frequentes.
Por conseguinte, a solugao apresentada tem a particularidade de permitir ao utilizador

extrair regras com origem em ambos os tipos de itens raros e frequentes.

106



Conclusao 107

8.2 Consideracoes finais

Os algoritmos de regras de associagdo sao uma técnica de Data Mining bastante
utilizada na extraccao de conhecimento. No entanto, o ntmero elevado de regras que é
gerado com este tipo de algoritmos dificulta o processo de analise, para além de que o
modelo de suporte e confianca no qual se baseiam a maioria dos algoritmos apresenta
limitacoes. Encontrar mecanismos capazes de gerir eficazmente o caracter combinatorio
associado as regras de associagao tem sido um dos principais desafios dos investigadores

nesta area ao longo dos dltimos anos.

A finalidade desta dissertagao consistiu no desenvolvimento de um algoritmo para

extrair regras de associagdo com itens raros e frequentes.

No geral, os objectivos propostos para a realizagao deste trabalho foram atingidos.
Uma das principais dificuldades deste estudo residiu essencialmente na aplicagdo de um

método que permita extrair regras de associagdao com itens considerados raros.

O excessivo numero de itens raros presentes numa base de dados torna o volume
de regras demasiado elevado. A presente proposta visa adoptar um método que permita
apresentar apenas uma regra para cada conjunto de itens identificados como interessante,

reduzindo desta forma o numero de regras que sdo apresentadas ao utilizador.

Apesar desta redugao, em determinadas situagdes, como comprova o estudo apresen-
tado, o niimero de regras geradas pode continuar a ser elevado em base de dados com
caracteristicas particulares, desta forma é necessario procurar uma forma mais conveni-

ente de proceder & extracgao de regras.

8.3 Contribuigoes

Uma das vantagens apresentadas com este estudo centra-se na definicdo de uma
margem percentual, por parte do utilizador, em vez de este definir um suporte na pesquisa
de itens. A percentagem introduzida permite através do item mais frequente calcular o
suporte minimo para a extraccao dos itens frequentes, desta forma o utilizador nao

necessita de ter um conhecimento prévio sobre a base de dados para definir um suporte.

Devido ao caracter combinatério na geracao das regras de associacao, os algoritmos
geram normalmente um ntmero muito elevado de regras, especialmente regras que envol-
vam um nimero elevado de itens. Como forma de ultrapassar esta limitagao foi aplicado

um método que reduz o ntmero de regras que sao apresentadas ao utilizador.
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Este processo incide, fundamentalmente, na escolha por parte do algoritmo da regra

com maior interesse (Lift) e Cpir tendo origem no mesmo conjunto de itens.

O objectivo, com esta selec¢ao, é que para o mesmo conjunto de itens seja exibida

apenas uma regra ao utilizador.

8.4 Limitacoes

Importa, também, referir que existem diversas limitagoes neste estudo. Este incidiu,

apenas, em 3 bases de dados ficticias.

O tipo de base de dados do qual se pretende extrair as regras de associacao, conti-
nua a ser uma das limitagoes associadas a esta tematica, o nimero médio de itens por
transacgao, a transaccao com o nimero mais elevado de itens, assim como o numero
de transaccoes da base de dados, tem uma influéncia directa sobre o desempenho dos

algoritmos, e a solugao apresentada nao é excepcao.

E, ainda, de acrescentar que somente foram analisadas duas medidas objectivas de

avaliacao de regras de associagao: a lift e a cpir.

8.5 Perspectivas de trabalho futuro

As restri¢coes temporais proprias desta investigacao, no ambito do Mestrado em En-
genharia Informética, condicionaram a exploracao e abrangéncia da implementacao deste

estudo num maior nimero de base de dados.

Um trabalho relacionado com regras de associagao, que envolva itens raros e fre-
quentes, permite o desenvolvimento e exploragao de investigacoes futuras baseados em

diversas tematicas.

Parte desta investigacao incidiu sobre o estudo de medidas objectivas para a extracgao
de regras de associagao. Por forma a dar continuidade a este estudo seria interessante
abordar a analise de medidas subjectivas de maneira a extrair regras de associagao onde

as perspectivas do utilizador estivessem abrangidas.

A complexidade e especificidade na extracgao de regras de associagao, que aglomeram
itens raros e frequentes, necessitam de um estudo mais aprofundado sobre as medidas
objectivas, adoptando a medida que melhor resultado apresente neste tipo de combinagao

de itens.
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Como melhoramento futuro, o objectivo serd optimizar a solugao, aplicando novos
métodos de pesquisa sobre itens raros, permitindo a selecgao de regras com base noutras

medidas objectivas.

Neste sentido, seria relevante introduzir um método de extraccao de regras de asso-
ciagdo que permitisse seleccionar um determinado ntmero de itens raros ou frequentes,

através da criagao de um novo método de pesquisa de itens infrequentes.
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