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Resumo

Esta dissertação nasce na necessidade de um sistema de localização para um sistema
de docagem. Este sistema de docagem têm a necessidade de se localizar a si num
referencial de navegação mas também localização um lander robótico, no qual irá
docar.

O sistema de localização no referencial de navegação tem como base a fusão
de vários sensores, presentes na doca. Na fusão sensorial optou-se por um filtro
Extended Kalman Filter (EKF) com dados sensoriais de um sistema Inertial Navi-
gation System (INS), do Doppler Velocity Log (DVL), de um sistema Ultra Short
baseline (USBL) e de um sensor de pressão. Para além disso, foi estimado um modelo
dinâmico idêntico à estação de docagem.

Para a o sistema de docagem conseguir localizar o lander robótico foi utilizado
uma solução idêntica à anterior. Um filtro onde é utilizado ou as medidas de um
sistema USBL ou as medidas de um algoritmo de visão. Neste é utilizado um modelo
de velocidade constante.

Para a validação do algoritmo desenvolvido foi utilizado um simulador desen-
volvido previamente. Este é capaz de simular a manobra de docagem, permitindo
obter logs de dados obtidos pelos sensores simulados.

Os resultados obtidos com o sistema de localização são bastante satisfatórios;
apresentado erros inferiores a 10 cm na posição e 1 ◦ na orientação durante a sua
missão de docar ao lander. Para além dos dados da sua missão, foram realizados
testes, como simular falhas de sensores, que provam a robustez do filtro.

Relativamente aos resultados do filtro de localização relativa, tal como referido
foram utilizados medidas de duas fontes diferentes. Aqui foi pensado utilizar as
medidas obtidas pelo sistema USBL enquanto a câmara não consegue ver o lander,
a partir do momento que consegue passa a utilizar a câmara, através de um algoritmo
de visão, para obter a posição relativa. Quantos aos resultados foram obtidos erros
inferiores a 1 cm em posição x e y e inferior a 10 cm em profundidade.

Palavras-Chave: Sistema/Estação de Docagem, Sistema de Localização Subaquá-
tico, Fusão Sensorial, Modelo Dinâmico, Filtro EKF, Sistema USBL, DVL, Sistema
INS
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Abstract

This thesis addresses the need of a localization system for a underwater docking
system. Since the docking system is full autunomous, it is necessary to localise itself
in his navigation referential and capable of localise an robotic lander, which the
docking system will dock.

This thinking led to the development of two localization systems that comple-
ment one another. The first one is capable of estimate the state that characterize
the docking station, in his navigation referential. While the other one is capable of
localizing the lander in the docking referential.

So, the first one fuses the data from several sensors such as: a DVL, a INS
system, a pressure sensor and a USBL system. Furthermore, in the filter predict
phase a docking system dynamic model is employed.

To localise the lander in the docking referential a filter when a constant velocity
model is used to predict lander’s position. An vision algorithm, based on a single
camera, and a USBL system are used in the update phase.

A simulator is used to validate the two systems. This simulator is capable of
reproduce the docking maneuver, allow to obtain logs with data from the sensors
simulated.

For the docking localization, the results are satisfying. It is capable of estimate
the position with an error of less than 10 cm, and in the orientation estimation, the
error is inferior to 1◦. In addition, the filter robustness was verified when the data
from DVL and USBL had flaws.

Relatively to the lander localization results, two different sources of data are
used. When the camera can not see the robotic lander, the data from the USBL
is preferible. The output from the vision algorthim are only used when the sensor
can see the lights from the lander. That error obtain is less than 1 cm for x and y

position and 10 cm for depth.

Keywords:Docking Station, Underwater Localization, Data Fusion, dynamic model,
EKF, USBL, DVL, INS

iii





Índice

Lista de Figuras vii

Lista de Tabelas ix

Listagens ix

Lista de Acrónimos xi

1 Introdução 1
1.1 Contextualização . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2
1.2 Motivação e Formulação do problema . . . . . . . . . . . . . . . . . 4
1.3 Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
1.4 Organização da Dissertação . . . . . . . . . . . . . . . . . . . . . . . 5

2 Estado da Arte 7
2.1 Problemática da localização . . . . . . . . . . . . . . . . . . . . . . . 7
2.2 Métodos de localização subaquático . . . . . . . . . . . . . . . . . . . 9

2.2.1 Dead-Reckoning e Inercial . . . . . . . . . . . . . . . . . . . . 10
2.2.2 Geofísica . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11
2.2.3 Acústica . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12
2.2.4 Estimação e Filtragem . . . . . . . . . . . . . . . . . . . . . . 14

2.3 Navegação Cooperativa . . . . . . . . . . . . . . . . . . . . . . . . . 15

3 Conceitos Teóricos 17
3.1 Referenciais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

3.1.1 Referencial Inercial (i-frame) . . . . . . . . . . . . . . . . . . 17
3.1.2 Referencial Local (n-frame) . . . . . . . . . . . . . . . . . . . 18
3.1.3 Referencial do Corpo (b-frame) . . . . . . . . . . . . . . . . . 19

3.2 Rotações tridimensionais . . . . . . . . . . . . . . . . . . . . . . . . . 20
3.2.1 Ângulos de Euler . . . . . . . . . . . . . . . . . . . . . . . . . 20
3.2.2 Quaterniões . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

3.3 Transformação de Referenciais . . . . . . . . . . . . . . . . . . . . . 22
3.3.1 Transformação b-frame para n-frame . . . . . . . . . . . . . . 22
3.3.2 Transformação entre Referencial Local ENU e NED . . . . . 22

v



3.4 EKF . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23
3.5 Modelo hidrodinâmico . . . . . . . . . . . . . . . . . . . . . . . . . 24

4 Arquitetura do sistema 29
4.1 Sistemas Robóticos integrantes . . . . . . . . . . . . . . . . . . . . . 29

4.1.1 Bóia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29
4.1.2 Lander Robótico Turtle . . . . . . . . . . . . . . . . . . . . . 30

4.2 Localização da doca no referencial de navegação . . . . . . . . . . . . 30
4.2.1 Software . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
4.2.2 Hardware . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32

4.3 Localização Turtle relativa à doca . . . . . . . . . . . . . . . . . . . . 34
4.3.1 Hardware . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
4.3.2 Software . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

5 Implementação 37
5.1 Filtro de Kalman estendido - localização doca . . . . . . . . . . . . . 37

5.1.1 Fase de previsão . . . . . . . . . . . . . . . . . . . . . . . . . 38
5.1.2 Fase de atualização . . . . . . . . . . . . . . . . . . . . . . . . 40

5.2 Filtro de Kalman estendido - localização doca ↔ Turtle . . . . . . . 43
5.2.1 Fase de previsão . . . . . . . . . . . . . . . . . . . . . . . . . 43
5.2.2 Fase de atualização . . . . . . . . . . . . . . . . . . . . . . . . 45

5.3 Modelo dinâmico . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46
5.4 Algoritmo de visão . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48

6 Resultados 51
6.1 Validação do trabalho desenvolvido . . . . . . . . . . . . . . . . . . . 51

6.1.1 Simulação dos sensores . . . . . . . . . . . . . . . . . . . . . . 52
6.2 Validação do filtro de Kalman estendido - localização doca . . . . . . 52

6.2.1 Testes suplementar - Ruido em USBL e DVL . . . . . . . . . 58
6.2.2 Testes suplementar - DVL a funcionar a uma certa profundidade 59
6.2.3 Conclusão da validação do filtro . . . . . . . . . . . . . . . . 60

6.3 Validação do filtro de Kalman estendido - localização doca ↔ Turtle 60
6.4 Validação do sistema de visão . . . . . . . . . . . . . . . . . . . . . . 63
6.5 Comparação entre filtro do modelo dinâmico com filtro INS . . . . . 64

7 Conclusões 67
7.1 Trabalho Futuro . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 68

Referências 69

vi



Lista de Figuras

1.1 Fase de procura . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3
1.2 Fase de aproximação . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
1.3 Fase de docagem . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4

2.1 Várias técnicas para localização subaquática, baseado em [1] . . . . . 10
2.2 Descrição gráfica de cada um dos sistemas: LBL, SBL e USBL [2] . 13

3.1 Referencial inercial [3] . . . . . . . . . . . . . . . . . . . . . . . . . . 18
3.2 Referencial Local NED em relação ao referencial ECEF [4] . . . . . . 19
3.3 Exemplo de um referencial do Corpo (body frame) [5] . . . . . . . . . 19
3.4 Representação dos ângulos de Euler [6] . . . . . . . . . . . . . . . . . 20

4.1 Arquitetura geral da solução para localização absoluta do sistema
aquático . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30

4.2 Diagrama do bloco filtro de Kalman estendido da arquitetura do soft-
ware . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31

4.3 Pinger USBL S2C T 18/34 [7] . . . . . . . . . . . . . . . . . . . . . 32
4.4 DVL A50 da WaterLinked [8] . . . . . . . . . . . . . . . . . . . . . . 33
4.5 Cube Orange sistema para obtenção dos dados inerciais [9] . . . . . . 33
4.6 Arquitetura de geral da solução para localização absoluta do sistema

aquático . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
4.7 Diagrama do bloco filtro de Kalman estendido da figura 4.1 . . . . . 35

5.1 Passos realizados na algoritmo de visão: Imagem retirada da câmara,
aplicação preto e branco, e aplicação do threshold . . . . . . . . . . . 49

6.1 Comparação da trajetória estimada e a verdadeira . . . . . . . . . . 53
6.2 Comparação entre a posição estimada e a verdadeiras, em cada um

dos três eixos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 54
6.3 Inovação da posição em x, y e z . . . . . . . . . . . . . . . . . . . . . 55
6.4 Comparação entre as velocidades estimadas e as verdadeiras, em cada

um dos três eixos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
6.5 Inovação da velocidade em x, y e z . . . . . . . . . . . . . . . . . . . 56
6.6 Comparação entre a orientação estimada e a verdadeira, em cada um

dos três eixos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57

vii



6.7 Inovação da orientação em ϕ, θ e ψ . . . . . . . . . . . . . . . . . . . 57
6.8 Comparação entre a velocidade angular estimada e a verdadeira, em

cada um dos três eixos . . . . . . . . . . . . . . . . . . . . . . . . . . 58
6.9 Comparação entre a posição estimada e a verdadeira, em cada um

dos três eixos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 61
6.10 Comparação entre a posição estimada e a verdadeira, em cada um dos

três eixos, em foco o momento após a primeira informação da câmara 62
6.11 Inovação da posição em x, y e z . . . . . . . . . . . . . . . . . . . . . 62
6.12 Passos realizados no algoritmo de visão: Imagem retirada da câmara,

aplicação preto e branco e aplicação do threshold . . . . . . . . . . . 63
6.13 Vários exemplos do output do sistema de visão . . . . . . . . . . . . 64

viii



Lista de Tabelas

3.1 Variáveis associadas ao estado de um veículo aquático . . . . . . . . 24
3.2 Lista dos termos e coeficientes do modelo dinâmico . . . . . . . . . . 26

5.1 Parâmetros físicos do sistema de docagem . . . . . . . . . . . . . . . 46
5.2 Coeficientes do sistema de docagem . . . . . . . . . . . . . . . . . . . 47
5.3 Localização dos LED’s no referencial da câmara . . . . . . . . . . . . 48

6.1 Caracterização de diversos parâmetros do acelerómetro e do giroscópio 52
6.2 Quantificação do erro e desvio padrão em posição do sistema de loca-

lização do sistema de docagem . . . . . . . . . . . . . . . . . . . . . 54
6.3 Quantificação do erro e desvio padrão em velocidade do sistema de

localização do sistema de docagem . . . . . . . . . . . . . . . . . . . 56
6.4 Quantificação do erro e desvio padrão em orientação do sistema de

localização do sistema de docagem . . . . . . . . . . . . . . . . . . . 56
6.5 Quantificação do erro e desvio padrão em velocidade angular do sis-

tema de localização do sistema de docagem . . . . . . . . . . . . . . 58
6.6 Quantificação do erro e desvio padrão dos estados para o teste referido 59
6.7 Quantificação do erro e desvio padrão dos estados para o teste referido 60
6.8 Quantificação do erro e desvio padrão da posição do sistema de loca-

lização entre o Turtle e a doca, após a primeira informação da câmara 61
6.9 Erro máximo entre a posição verdade e obtida pelo algoritmo de visão 64
6.10 Quantificação do erro médio para os doze estados nos dois filtros di-

ferentes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
6.11 Quantificação do erro médio para os doze estados nos dois filtros di-

ferentes com falhas no DVL e USBL . . . . . . . . . . . . . . . . . . 66

ix





Lista de Acrónimos

AUV Autonomous Underwater Vehicle
CG centro de gravidade
DR Dead-Reckoning
DVL Doppler Velocity Log
ECI Earth-Centered-Inercial
EKF Extended Kalman Filter
ENU East-North-Up
GAS Globally Asymptotically Stable
GPS Global Positioning system
GNSS Global Navigation Satellite System
IMU Inertial Measurement Unit
INS Inertial Navigation System
KF Kalman filter
LBL Long baseline
LED Light-Emitting Diode
MSIS Mechanical Scanning Imaging Sonar
NED North-East-Down
PF Particle Filters
ROS Robot Operating System
ROV Remotely Operated Vehicle
SBL Short baseline
SLAM Simultaneous Localization and Mapping
USBL Ultra Short baseline
UKF Unscented Kalman filter
UUV Unmanned Underwater Vehicle
VAN Visually Augmented Navigation

xi





Capítulo 1

Introdução

A superfície do nosso planeta Terra é composta por 71% de água, sendo que os
oceanos contemplam quase 97% de toda a água existem. Os oceanos constituem
um dos mais importantes recursos naturais para os humanos, apesar destes não
serem simples de explorar [10]. Pelo facto da complexidade que é a sua exploração
apenas 5 a 7 % dos oceanos foram explorados. Este valor é curto para um meio que
constitui um dos mais significativos recursos do qual os seres humanos e animais
dependem. Para um melhor estudo e exploração de um recurso tão importante,
foram desenvolvidos sistemas e ferramentas como os Unmanned Underwater Vehicle
(UUV’s). Estes são sistemas robóticos que não levam humanos a bordo, sendo ou
não controlados por eles.

Consequentemente, a utilização de Remotely Operated Vehicle (ROV) (caracte-
rizado por um sistema controlado diretamente pelo homem), pela sua segurança e
praticabilidade, provocaram uma enorme repercussão em áreas como a oceanogra-
fia e industria petrolífera. Nada obstante, a necessidade de um veículo de suporte,
como um barco, e as restrições na área de trabalho de um ROV, levou à procura e
desenvolvimento de novas soluções [11].

Por todas essas razões ao longo dos últimos anos, um grande número de Autonomous
Underwater Vehicle (AUV’s) tem sido desenvolvidos com diferentes aplicações, sejam
elas comerciais, militares ou de pesquisa. Estes tendem a ser totalmente autónomos.

Para estudo dos oceanos, os AUV’s são utilizados com bastante frequência para a
exploração, reconstrução 3D, mapeamento, e para recolha de dados relevantes [12].
Na industria do petróleo, a inspeção subaquática de infraestruturas, assim como
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2 Capítulo 1. Introdução

em tarefas de pesquisa, reconhecimento e localização de missões de recuperação
de caixas pretas dos aviões, tem tendência a ser realizados por AUV’s [13]. Estes
sistemas robóticos tem também como um dos seus possíveis propósitos garantir a
segurança de portos, realizando tarefas como vigilância do meio aquático, deteção e
desactivação de explosivos e minas [14].

O desenvolvimento deste tipo de robôs encontra desafios diferentes do desenvolvi-
mento de sistemas não subaquáticos, a começar pela comunicação e localização. Fora
da água, grande parte dos robôs autónomos emprega sistemas rádio como forma de
comunicar, e sistemas, do tipo Global Positioning System (GPS), de forma a obter
a sua posição global. Dentro de água, o mesmo não é possível devido à fraca pro-
pagação de ondas electromagnéticas na água. Tipicamente, para a resolução deste
problema, sensores acústicos são adicionados aos AUV’s. Devido à complexidade
da localização e navegação subaquática, esta é alvo de pesquisa e investimento por
parte de muitos centros de investigação, levando ao aparecimento de novas soluções
e tecnologias.

De entre os vários métodos existentes, o método Dead-Reckoning (DR) é uns dos
mais clássicos e por norma a base de um sistema de localização. Neste pode ser
utilizado um sistema INS, para obter as acelerações e as velocidades angulares do
robô, ou um DVL, para observar as velocidades lineares, sendo que a posição é obtida
através da integração dos dados das acelerações, com o INS, ou das velocidades, com
o DVL. Para o caso de se querer observar diretamente a posição, um sistema acústico
é necessário, sendo estes definidos com base na baseline estabelecida; enumerando-os:
Long baseline (LBL), Short baseline (SBL) e USBL.

Quando a necessidade passa por um sistema robusto e preciso, é desenvolvido
um algoritmo de fusão sensorial, como por exemplo um Particle Filters (PF) ou um
Kalman filter (KF). Neste tipo de algoritmos, a ideia passa por fundir a informação
de vários sensores.

Nesta dissertação será apresentado o desenvolvimento de um sistema de locali-
zação, ou seja, um sistema capaz de estimar com precisão os estados relativos à sua
configuração num dado referencial, com a maior precisão possível. Integrando vários
sensores presentes no AUV.

1.1 Contextualização

O projeto Turtle [15] tinha como finalidade o desenvolvimento de sub-sistemas, para
um lander robótico, com a capacidade de realizar longas missões em águas profun-
das. A principal motivação deste era o desenvolvimento de um sistema com baixo
consumo energético na manobra de subida e descida dentro de água. Com o passar
dos anos e com sucessivos projetos, novas ideias foram surgindo para acrescentar ao
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Turtle. Uma das novas alterações é a sua forma de carregamento. Nas versões an-
teriores para carregar as baterias do lander era necessário retira-lo do mar e depois,
fora de água, alimentar as baterias. Todo este processo é complexo, uma vez que
implicava solicitar um barco de apoio e deslocar meios e pessoas, de forma a que
tudo corresse dentro da normalidade.

A ideia, nesta nova versão, passa pela utilização de um outro AUV para o car-
regamento do Turtle 3 no mesmo ambiente onde este se insere. Este novo AUV, a
partir de agora denominado de sistema/estação de docagem, estará preso, por um
cabo, a uma bóia que flutuará à superfície do mar. A bóia possuirá o sistema de
carregamento e o cabo transportará a energia da bóia até ao Turtle, sendo que o
sistema de docagem fará a ligação entre o cabo de energia e o Turtle. De referir que
o cabo pode também transmitir informação entre a bóia e a estação de docagem.

Este sistema de docagem, que já tem definido o seu hardware, tem como principal
objetivo a docagem no Turtle; permitindo assim o carregamento das baterias. Esta
manobra de docagem pode ser dividida em três partes distintas: fase de procura,
fase de aproximação e fase de docagem. A fase de procura consiste na fase onde
o sistema de docagem e o Turtle se encontram mais afastados, estando este ultimo
tendencialmente no fundo do mar, fig. 1.1.

Figura 1.1: Fase de procura

Na fase seguinte, a fase de aproximação, fig. 1.2, o Turtle deslocou-se para o raio
de ação do sistema de docagem. Nesta fase será a vez doca se deslocar de forma a
que o Turtle seja visualizado pelo sistema de visão, abordo do sistema de docagem.
Aqui é importante o sistema de docagem possuir um sistema de localização, sendo
capaz de se localizar no ambiente de trabalho, e um sistema de localização doca
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↔ Turtle. Este segundo sistema de localização permitirá à doca determinar a zona
onde o Turtle está, aproximando assim os dois robôs.

Figura 1.2: Fase de aproximação

A última fase, a fase de docagem, fig. 1.3, caracteriza-se por ser necessário realizar
a aproximação de um dos sistemas de modo a se efetuar o encaixe. A câmara,
posicionada na parte inferior da doca, torna-se importante, pois recorre-se a esta
para a docagem seja realizada de forma suave e que a doca acompanhe possíveis
movimentos do Turtle.

Figura 1.3: Fase de docagem

Todo o processo descrito terá de ser realizado autonomamente obrigado assim
ao desenvolvimento de um sistema de localização, permitindo à doca se localizar na
água. Para além disso será importante a estação saber onde o Turtle se encontra
em relação a ela.

1.2 Motivação e Formulação do problema

A motivação principal desta tese passa pelo desenvolvimento de um sistema de
localização que auxilie a doca na manobra de docagem. Para isso será necessário
estudar e pesquisar as diferentes abordagens presentes no meio académico.

A doca deverá assim ser capaz de se localizar no seu espaço de trabalho e também
capaz de localizar o Turtle em relação a ela mesma. O sistema de docagem estará
capacitado com uma série de sensores, tais como, um beacon USBL, um sistema INS,
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um DVL e uma câmara. O Turtle possuirá um modem acústico USBL, para além
dos vários outros sensores não importantes para o desenvolvimento desta tese.

Assim, deverá ser definido uma arquitetura para a solução, com base no hardware
apresentado, permitindo realizar, com sucesso, a manobra de docagem. Importa
referir que os sensores a utilizar no sistema de docagem serão de baixo custo, devido
ao baixo custo que a doca deverá ter. Isto terá influência direta na exatidão e precisão
da estimação e terá que se ter em conta na hora de desenvolver a estimação.

1.3 Objetivos

Com base no que foi descrito nas secções anteriores é possível escrever uma lista de
objetivos capazes de responder ao problema levantado. São estes os seguintes:

• Estudar as diferentes abordagens a sistemas de localização subaquáticos;

• Definição de uma arquitetura do sistema;

• Desenvolver um sistema de localização preciso e exato com sensores de baixo
custo;

• Desenvolver um sistema que permita à doca saber a sua localização em relação
ao Turtle;

• Validação dos sistemas de localização.

Estudar as diferentes abordagens a sistema de localização subaquáticos permite
perceber o estado da arte neste tema e escolher qual a melhor opção a desenvol-
ver. Desse estudo sairá uma arquitetura do sistema com os requisitos apresentados
na secção 1.2. A arquitetura terá que contemplar dois sistemas, um que permita
a localização da doca no seu referencial de navegação, com base nos sensores do
sistema de docagem, e o segundo sistema que possibilite à doca localizar o Turtle,
sabendo assim para o onde se terá que deslocar para docar no mesmo. Por fim, será
importante validar todo o sistema desenvolvido.

Com os objetivos propostos, a tese terá como output um sistema de localização
capaz de localizar não só a doca num referencial de navegação mas também localizar
o Turtle em relação ao sistema de docagem.

1.4 Organização da Dissertação

A dissertação encontra-se dividida em sete capítulos diferentes. O presente capítulo
apresenta a introdução ao documento, assim como a definição do problema e moti-
vação, os objetivos, resultados esperados e o plano de trabalho, seguido ao longo do
desenvolvimento do projecto.
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No capítulo dois é exposto o estado de arte referente ao desenvolvido. Para além
da problemática da localização, é abordado os diferentes métodos de localização
subaquática, assim como uma secção onde é explanado a navegação cooperativa.
O terceiro capítulo surge de auxílio ao leito, de forma a entender alguns conceitos
teóricos utilizados ao longo da dissertação.

A arquitetura da solução final é exposta no capítulo quarto, apresentando o
hardware e o software da mesma. Para além disso, é apresentado de forma detalhada
os restantes sistemas robóticos integrantes na manobra de docagem.

O capítulo cinco serve de exposição para a implementação da arquitetura apre-
sentada anteriormente; expondo cada bloco dessa mesma arquitetura. O capítulo
dos resultados aparece logo a seguir, aqui para além de gráficos a mostrar o desem-
penho do algoritmo desenvolvido, é apresentado várias tabelas com a quantificação
do erro da estimação.

Por fim, as conclusões encontram-se no capítulo sete. Aqui, para além das con-
clusões a tirar deste projeto, é debatido o trabalho futuro que este poderá ter.



Capítulo 2

Estado da Arte

Este capítulo serve para expor alguns exemplos de sistemas de localização de sistemas
subaquáticos encontrados na literatura. Além disso, é abordado em que consiste a
localização de um robô, assim como diferentes métodos.

2.1 Problemática da localização

No mundo atual é possível verificar a utilização de sistemas de localização diaria-
mente. Seja nos nossos telemóveis através do sistema GPS [16] ou da triangulação,
em automóveis como os da Tesla que usam não só sistema GPS mas também senso-
res como várias câmaras, para localizar o veículo no espaço [17]. Aliás são sistemas
de localização idênticos ao utilizado pela Tesla, com fusão de informação de múlti-
plos sensores, que vários robôs também utilizam para responder à pergunta "Onde
estou?".

Assim, um sistema de localização tem como principal objetivo estimar os dife-
rentes estados relacionados com a localização, tais como a posição, a velocidade ou
orientação. Para isso é comum equipar os sistemas robóticos com diferentes senso-
res. Dando o exemplo do sistema GPS, para ambientes outdoor a utilização de um
sistema de localização com base no GPS é quase mandatário. Por outro lado em
ambientes indoor ou ambientes aquáticos, a utilização de GPS deixa de ser possível.
Serve este exemplo para ilustrar que para diferentes ambientes ou situações é neces-
sário utilizar diferentes sensores, compondo assim diferentes sistemas de perceção.

7
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Ou seja, um sistema de localização tem como objetivo estimar o estado de um
robô, sendo que este pode ser obtido através de informação sensorial ou de outros
sistemas. Assim para resolver este problema, de onde o robô se encontra, uma técnica
utilizada terá que ser capaz de lidar com erros, fatores de degradação, medições
inadequadas e estimadores. Estas diferentes técnicas podem ser dividas em duas
categorias: localização relativa ou localização absoluta.

Começando pelo sistema de localização relativa, este estima a posição e a orien-
tação através da integração da informação fornecida pela combinação de informação
presente em diferentes sensores relativos, normalmente encoders ou sensores inerci-
ais; estes sensores medem informação relativa ao movimento do sistema tal como
velocidades, variações de posição ou acelerações. A integração começa na posição
inicial e é atualizado continuamente ao longo do tempo. Devido à acumulação contí-
nua de erros no processo de integração, o erro de estimação não é limitado no tempo
e por isso tende a crescer. Por essa razão, o output deste sistema apenas pode ser
utilizado por um período curto de tempo [18].

O sistema de localização absoluta permite a obtenção da localização do robô
diretamente do ambiente onde este se insere. Normalmente os métodos associados a
este sistema depende de landmarks ativas ou passivas, correspondência de mapas ou
de sistemas GPS. Ao contrário da localização relativa onde o erro tende a aumentar
ao longo do tempo, na absoluta o erro tende a diminuir quando uma medição é rece-
bida. Como a posição do sistema robótico é determinada externamente ao sistema,
a sua exatidão não depende do tempo nem da localização. Ou seja, não é necessário
a integração de informação, que por sua vez faz com que não ocorra um aumento
de erro no tempo ou na distância percorrida. A limitação encontrada nestes tipo de
localização é a sua baixa taxa de atualização [18].

No mundo real, os dados obtidos pelos sensores possuem ruído inerente, e os
ambientes, onde estes se encontram, são de um certo modo imprevisíveis. Por isso,
o processo e resultado do sistema de perceção sofre de um certo grau de incerteza,
o que leva à utilização de soluções probabilísticas. Este tipo de solução calcula uma
distribuição probabilística sobre onde o robô se pode localizar em vez de apenas
gerar a melhor opção de onde ele se encontra.

As abordagens mais clássicas são a utilização de filtros de Kalman ou filtro de
partículas. Relativamente aos filtros de Kalman, o filtro de Kalman puro apenas
pode ser aplicável a modelos lineares. Quando aplicados a modelos não lineares,
com incerteza não Gaussiana, novas variantes foram desenvolvidas.

De entre um número de variantes existente, o EKF [19] e o Unscented Kalman
filter (UKF) [20] são os mais implementados. O EKF utiliza uma abordagem de line-
arização analítica envolvendo a Jacobiana do modelo do movimento e das medições.
Para contornar o problema da limitação da sua aplicabilidade, devido à necessidade
de cálculo da Jacobiana, e para aproximar com precisão a não linearidade em termos
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de ordem superior, foi desenvolvido o filtro de Kalman unscented. Este aproxima
os sistemas não lineares utilizando uma transformação unscented, o que implica a
utilização de um conjunto de amostras chamado pontos sigma. Em geral, este tipo
de filtros requer mais iterações quando comparado com o EKF.

Em conjunto com os filtros de Kalman, os filtros de partículas [21] são uma das
abordagens clássicas, no que toca à fusão sensorial, em localização. Estes utilizam
um elevado número de amostras, denominadas de partículas, para representar uma
função de distribuição de probabilidade da estimação do estado. Para além disso,
funcionam em modelos de movimento não lineares e em movimentos de robôs e
medições com incertezas não Gaussianas; não necessitando de obter a Jacobiana.
Quando comparando com o EKF, o custo computacional do filtro de partículas pode
ser menor que o custo associado ao EKF. No filtro de partículas o custo depende da
complexidade do modelo enquanto no EKF depende da complexidade da Jacobiana.

Tal como ficou explicito ao longo do texto, quanto mais sensores se adicionar ao
sistema mais facilidade existe em determinar os estados requeridos. Por exemplo, a
utilização de um sensor para observar diretamente a velocidade de um robô, torna o
sistema mais preciso, quando comparando com a opção de se integrar a aceleração,
observada por um Inertial Measurement Unit (IMU), para obter a velocidade. Ape-
sar disso, ao se adicionar hardware ao sistema, outro problema aparece. A calibração
torna-se uma peça importante de um sistema de localização, de forma a tentar eli-
minar erros provocados pelo desalinhamento ou interferências. Assim algumas das
decisões a tomar em relação aos sistemas de localização são [11]:

• Orçamento disponível interfere com a qualidade dos sensores (precisão e exa-
tidão);

• O ambiente de trabalho do robô importa para o tipo de sensores;

• Modelos probabilísticos versus o custo computacional associados a estes;

• O número dos sensores em comparação com a complexidade que esse mesmo
número.

2.2 Métodos de localização subaquático

Tal como ficou explicito anteriormente, diferentes sensores promovem diferentes for-
mas de localização subaquática. No meio ambiente onde o mundo se comporta de
forma diferente, é desafiante desenvolver novas formas de localizar um sistema. Por
toda a complexidade inerente à localização subaquática, é que apenas 5 a 7 % dos
oceanos foram examinados.

Tipicamente, a localização subaquática pode ser catalogada em três técnicas
diferentes: navegação inercial ou Dead-Reckoning, navegação geofísica e navegação
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acústica. Sendo o indicado a utilização de um sistema que contemplam diferentes
sensores dos apresentados acima, criando assim uma redundância benéfica ao AUV
[22]. A figura 2.1 apresenta um esquema de como se divide e que tipo de sensores é
utilizado estas três técnicas [1].

Figura 2.1: Várias técnicas para localização subaquática, baseado
em [1]

2.2.1 Dead-Reckoning e Inercial

Começando pela navegação inercial ou Dead-Reckoning, este método é, dos três
apresentados, o mais simples de determinar a posição de um robô, uma vez que
apenas é necessário integrar a velocidade em relação ao tempo. Assim com recurso
a uma bússola e um sensor de velocidade da água, é possível conhecer a velocidade
e a direção do veículo e como consequência, determinar a sua posição ao longo do
tempo.

A simplicidade associada a este método leva a que existam desvantagens na
sua utilização. Uma destas encontra-se relacionado com alguns fatores externos ao
sistema, como por exemplo as correntes marítimas. A possível existência de correntes
marítimas leva ao aparecimento de uma componente lateral no vetor de velocidade
do AUV. Esta nova componente não é detetada nem pela bússola nem pelo sensor
de velocidade. Assim a exatidão deste método fica comprometida [2].
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Para contornar esta desvantagem são utilizados sensores inerciais, tipicamente
esta é abordagem utilizada no que toca à navegação Dead-Reckoning; sensores como
INS e DVL. No caso do INS consiste num sistema composto por um giroscópio e três
acelerómetros ortogonais alinhais com o referencial do giroscópio. As acelerações
medidas sofrem uma integração dupla, de forma a obter a posição do veículo ao
longo do tempo. A orientação do sistema é obtida através da integração dupla das
acelerações angulares.

A utilização de um sistema INS apresenta algumas desvantagens. Os aceleró-
metros que compõe o INS estão sujeitos a drift ao longo do tempo. O que implica
que, quando é utilizado apenas um INS, exista uma acumulação gradual do erro em
posição ao longo do tempo. A causa deste erro é a diferença entre a integração da
aceleração e ooutput do giroscópio. Para além disso, a incerteza nas medições pode
ser causada por forças externas como as correntes marítimas; que podem facilmente
alterar a posição do AUV e afetar a performance do INS. Ademais este tipo de
eventos é difícil de medir com sensores inerciais.

Para reduzir estes erros de drift, especialmente em missões longas, Stutters apre-
senta em [23] uma abordagem onde utiliza um DVL para a medição da velocidade
do fundo oceânico em relação ao AUV. Portanto, fundindo os dados do DVL com o
INS reduz o drift do veículo ao longo do tempo. Não obstante, este tipo de sensores,
DVL, apresentam um alcance limitado e por isso, o AUV necessita de se encontrar
perto do fundo do mar [23].

Uma outra solução para a redução do drift é apresentado no projeto de Panish e
Taylor [24]. Neste, a equipa com recurso a um giroscópio laser, um giroscópio ótico e
um DVL de alta qualidade com sensores inerciais. Como apresentado nos resultados
fica provado que utilizar um IMU de alta qualidade limita o drift e fornece uma
performance excelente para a navegação do AUV [24].

2.2.2 Geofísica

A navegação geofísica caracteriza-se por ser a forma de navegação que faz uso das
características físicas do meio ambiente para estimar a localização do AUV. Para se
obter o descrito é necessário a utilização de um sonar, um sensor ótico ou um mag-
netómetro. Estes sensores vem por norma sendo aplicados na deteção, identificação
e classificação das características físicas do ambiente.

Contudo, devido à baixa resolução destes e às diferentes formas geométricas
irregulares das features oceânicas, é difícil conseguir extrair as características do
meio através do sensor. De forma a mitigar este problema, câmaras subaquáticas
podem ser utilizadas, uma vez que são considerados sensores como maior precisão.
Apesar disso, este tipo de sensores apresentam as suas desvantagens, tais como o
seu alcance. Por isso, para utilização de uma câmara subaquática é necessário ao



12 Capítulo 2. Estado da Arte

veículo encontrar-se perto do objeto de interesse [11] ou utilizar algo externo com
luz de forma a iluminar o meio.

Os dois tipos de mapas subaquáticos que podem ser utilizados como referência
para informação geofísica são os mapas de sonar batimétrico e campo magnético.
Portanto, os AUV’s podem utilizar estes mapas da área para navegar ou se o mapa
não se encontrar disponível, os veículos podem construir o mapa ao longo da missão,
ajudando assim ao sistema a navegar no meio até então desconhecido. As posições
das características externas são fixas e conhecidas à partida. Assim, quando o veí-
culo deteta e identifica uma dessas características, utiliza a posição conhecida dessa
feature como ponto de referência, corrigindo os erros de navegação.

Uma das técnicas com recurso a métodos geofísico mais utilizadas na navegação
de sistemas autónomos, é denominada de Simultaneous Localization and Mapping
(SLAM). Esta caracteriza-se pelo processo onde o robô consegue autonomamente
construir um mapa do seu meio de trabalho e ao mesmo tempo utilizar esse para
se localizar e navegar. Este método consiste em dois procedimentos: mapeamento e
sensorização. Para o mapeamento é gerado uma estimação de um mapa local através
da extração de landmarks do meio ambiente, e o procedimento de sensorização é a
estimação do posicionamento do robô num mapa local gerado pela procedimento do
mapeamento [2].

A titulo de exemplo, no artigo [25] é apresentado uma solução onde as paredes
são a principal fonte no processo de localização. Estas são identificadas através de
um Mechanical Scanning Imaging Sonar (MSIS). Um priori-map é utilizado e com
a transformada de Hough é possível detetar as retas que formam as paredes. Por
fim, um filtro EKF é empregue para a estimação dos estados.

No paper de Eustice [26] foi aplicado um Visually Augmented Navigation (VAN)
de forma a melhorar a exatidão da navegação de um AUV baseada em SLAM. O
processo é realizado com recurso a uma câmara, de forma a obter imagens do fundo
do mar; com a sequência de imagens obtidas, obtém-se a velocidade e a atitude do
AUV. Importa referir que se volta a recorrer a um filtro EKF.

2.2.3 Acústica

A navegação acústica é uma das técnicas de navegação subaquática mais utilizada,
verificando-se na variedade de sistemas existentes com base neste tipo de navegação.
Para esta navegação subaquática não basta a colocação de um sensor no AUV,
é necessário a utilização de uma baseline de transmissores acústicos, capazes de
comunicar com o sensor colocado no robô. A caracterização deste tipo de sensores
acústicos depende da distância entre acoustic baselines. Três tipos de sistemas são,
normalmente, utilizados: USBL, com distâncias inferiores a 10 cm, SBL, entre 20 e
50 m e LBL com distâncias entres 100 e 6000 m [27].
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A posição estimada do sistema autónomo é relativa a um local reference frame e
pode ser calculada com base nas distâncias entre cada transducer, colocados numa
baseline, e o transponder, presente no AUV.

Um sinal acústico é enviado pelo transceiver, que contém numa baseline vários
transducers, e detetado pelo transponder. Este responde com um novo sinal acústico
que é detetado pelo transponder. O intervalo de tempo entre a transmissão do
sinal acústico inicial e a deteção da resposta, por parte do transceiver, é medido e
utilizado para calcular a distância. Para o cálculo do ângulo entre o transceiver e
o transponder é utilizado a diferença de tempo entre a receção do sinal por cada
transducers. Ora como estes se encontram numa baseline separados por uma certa
distância, o intervalo de tempo calculado anteriormente vai ser diferente para cada
transducer, essa diferença é fundamental para a determinação do ângulo.

O sistema de localização acústica utiliza sinais acústicos uma vez que estes apre-
sentam pouca absorção na água quando comparando com os sinais eletromagnéticos.
Traduzindo assim uma das vantagens da utilização de sinais acústicos, uma vez que
estes percorrem maior distâncias na água do que os sinais eletromagnéticos. Os
sensores mais comuns da navegação acústica são LBL, que utiliza dois beacons colo-
cados no fundo do mar ou à superfície e separados por uma distância relativamente
grande. O sistema SBL caracteriza-se por três beacons distintos e separados por
uma certa distância, instalados no casco de uma bóia, por fim, o USBL que apenas
utiliza um beacon colocado na parte inferior da bóia flutuante [2]. Na figura 2.2 é
apresentado os três sistemas distintos abordado anteriormente.

Figura 2.2: Descrição gráfica de cada um dos sistemas: LBL, SBL e
USBL [2]

Em todos os três tipos de sistemas, o transponder encontra-se instalado no AUV,
enquanto os transducers são colocados em sítios diferentes, dependendo do sistema
a utilizar. Adicionalmente, e uma vez que a localização de todos os transducers é
conhecida, é possível criar uma local reference frame e selecionar a localização do
ponto de origem e as direções dos eixos horizontais e verticais. Por isso, com o
conhecimento da posição dos beacons, do tempo de voo do sinal, e da velocidade
deste, o AUV consegue calcular a sua localização através da interseção das posições
relativas do AUV em relação a cada um dos beacons.
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A principal diferença entre os três métodos é a distância da baseline e a localiza-
ção dos transducers. A discussão acerca da localização foi discutida anteriormente.
Em relação à distância da baseline, o sistema USBL apresenta a mais pequena das
baselines, sendo inferior a 10 cm, enquanto o sistema LBL apresenta a maior base-
line com um alcance entre 100 e 6000 metros. No sistema SBL, o cumprimento da
baseline é entre 20 e 50 metros, o que é adequado para instalar a mesma no casco
do AUV.

Cada um dos sistemas de posicionamento acústico apresenta vantagens depen-
dendo do tipo de missão. Por exemplo, um sistema de posicionamento SBL é melhor
para uma missão de tracking e de um alcance curto, enquanto para um sistema LBL é
utilizado para missões de maior alcance. Uma das vantagens de todos estes sistemas
de acústicos é que estes providenciam uma localização absoluta do AUV, relativa à
frame da baseline acústica. O mesmo não acontece quando se utiliza um INS para
a obtenção dessa informação. Ou seja, esta vantagem faz com que o sistema de
posicionamento acústico funcione de forma idêntica ao sistema de GPS, mas dentro
do meio aquático.

Este tipo de modo de navegar no oceano tem sido usado com bastante frequência
em sistemas autónomos; em 2008, um grupo de investigação fez uso de um sistema
acústico LBL de forma a fornecer a posição a um AUV para operar por cima de uma
camada de gelo. Neste exemplo de utilização, foi colocado, no fundo do oceano, dois
beacons, parados e espaçados, e vários beacons presos ao AUV. Assim, a posição do
veículo é calculada medindo o tempo de voo dos sinais, do AUV até cada um dos
beacons.

Tipicamente, para melhorar a eficácia do sistema acústica é necessário combinar
este com outros sistemas, como por exemplo com INS. No exemplo, Ridao [28] a
informação proveniente de um sistema USBL é fundida, com recurso a um filtro, com
os dados de um INS; reduzindo assim os erros. O USBL fornece a posição absoluta
que ajudam a minimizar os erros de drift, comuns na utilização de um INS.

Contudo, existe algumas desvantagens neste tipo de navegação. Na abordagem
LBL, os sistemas necessitam de ser instalados por longos períodos de tempo, o que
leva a um aumento do custo associado à missão. Por outro lado, SBL utiliza uma
técnica onde o sistema necessita de ser instalado no veículo. Isto faz aumentar a
relação sinal-ruído e degrada a exatidão do sistema. A grande desvantagem associada
à utilização do USBL encontra-se no facto deste tipo de sistema apenas ser exato
em ambientes com águas calmas.

2.2.4 Estimação e Filtragem

A maioria dos AUV atuais possuem vários sensores que são utilizados para melhorar
a estimação da pose do veículo. Cada sensor fornece, ao sistema, informação que
necessita de ser fundida com informação de outros sensores ao longo da missão; assim
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obtém-se uma estimação da posição do AUV otimizada. Este processo é chamado
de filtragem. Paull, Saeedi, Seto, and Li [1] trabalharam com métodos diferentes de
estimação de estados utilizados na navegação de AUV.

No paper de Yun [29] é utilizado um filtro complementar de 12 variáveis de estado
para fundir dados de sensores como um módulo GPS, um IMU, uma bússola, um
sensor para determinar a velocidade da água e um sensor de pressão. Os resultados,
através da simulação, fornecem uma abordagem prática para calibrar os ganhos
do filtro. Para além disso, através do uso de um ground vehicle é verificado o
funcionamento do filtro complementar, assim como o seu grau de exatidão.

No projeto de Wang [30] é comparado dois filtros diferentes, o EKF e o UKF.
A conclusão do paper é que a utilização de um UKF, para a estimação dos estados
do AUV, é mais exato e reduz mais o erro, quando comparando com o EKF. Isto
acontece devido a uma grande não-linearidade nos seus modelos dos veículos aquáti-
cos, e por isso, o EKF típico não funciona de forma eficaz nessa situação. Ademais,
existem vários papers [31] e [32] que também concluem que o UKF tende a obter
melhores resultados que o EKF.

Aliás, Rigby, Pizarro, e Williams [33] utilizam um método de fusão de dados
de multi-sensores de forma a combinar informação de sensores como USBL, DVL e
um giroscópio. Em vez de utilizar um filtro conhecido, como os abordados anteri-
ormente, eles desenvolveram um algoritmo de filtragem como o nome de Globally
Asymptotically Stable (GAS); de forma a fundir as medições não lineares dos três
sensores. Os resultados da simulação mostram que o filtro GAS foi capaz de obter
resultados idênticos ao EKF.

2.3 Navegação Cooperativa

Neste tipo de navegação subaquática, equipas de AUV utilizam não só os sensores
de cada veículo como comunicação entre os vários membros da equipa.

No paper escrito por Roumeliotis e Bekey em [34] é provado que um grupo
composto por AUV’s, sem acesso a um posicionamento global, podem se localizar
a eles mesmo com precisão se partilharem a sua posição estimada e a incerteza.
Aplicações direccionadas à navegação cooperativa com recursos a um EKF [35], ao
algoritmo dos mínimos quadrados [36], e estimação máxima à posteriori [37] tem
sido desenvolvidas e estudadas.

Uma equipa heterogénea caracteriza-se por um dos membros desta possuir sen-
sores de maior capacidade ou por um dos membros realizar viagens à superfície,
para corrigir a posição com base no GPS, mais frequente. Um exemplo disto seria
existir uma frota de AUV’s com sensores de baixo custo e um número reduzido de
veículos com sensores de alta gama, que suportariam essa mesma frota [38]. Com a
receção de uma mensagem de navegação é possível restringir a estimação da posição
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do recetor a um anel, se cada veículo tiver uma boa estimação da profundidade (por
exemplo, com um sensor de pressão) e se o recetor conseguir estimar a distância
para o transmissor (por exemplo, através da medição do tempo de voo de um sinal
acústico). Uma aplicação deste tipo de equipas é apresentado em [39], onde um
AUV do estilo flutuador consegue realizar a docagem num AUV do estilo torpedo
de forma a trocar informação.

Noutro tipo de equipas de AUV’s, uma equipa homogénea caracteriza-se por
tratar cada membro da equipa de forma igual. O erro em posição crescerá mais
lento se o AUV’s são capazes de comunicar a sua posição relativa e distâncias.
Semelhante ao caso das equipas heterogéneas, caso algum veículo vem à superfície,
de forma a corrigir a sua posição, então a informação pode ser partilhada com todo
a equipa de forma a limitar o erro da posição.

A primeira experiência conhecida da implementação deste tipo de sistema foi
em 2007 [40]. Nesta abordagem, os estados dos sensores são obtidos através de
um filtro EKF mas as covariâncias não são partilhadas devido à largura de banda
da comunicação. A latência da comunicação é tida em conta no filtro. Um outro
exemplo deste tipo de abordagem é apresentado em [41]. Neste é criado uma espécie
de registo multiveículo de forma a que a atualização dos estados previstos no EKF
apenas seja realizado quando toda a informação tenha sido recolhida. A experiência
foi realizada em caiaques, simulando AUV’s, onde a determinação da distância,
através do tempo de voo do sinal, foi realizada com base em relógios sincronizados
num ciclo de 30 segundos, tendo, por isso, cada um dos três veículos um tempo de
10 segundos para realizar a transmissão.



Capítulo 3

Conceitos Teóricos

Neste terceiro capítulo é apresentado alguns conceitos teóricos, utilizados ao longo
do desenvolvimento do projeto, tais como o conceito de referencial, as diferentes
formas de representar uma orientação em 3D, as transformações de referencial e o
filtro de Kalman estendido. Para além disso, é abordado, de forma teórica, o modelo
hidrodinâmico a ser utilizado neste projeto.

3.1 Referenciais

Um sistema de localização caracteriza-se por um sistema que tenha como output a
informação acerca do estado de um veículo. Este estado, seja posição ou orientação
ou ambos, é relativos a um referencial. Existem vários referencias pré-definidos,
sendo estes úteis pois permite relacionar a informação proveniente de cada sensor;
permitindo assim, facilmente, estimar a pose de um veículo com base nesses sistemas
ou sensores.

3.1.1 Referencial Inercial (i-frame)

Os referenciais inerciais tem como sua grande aplicação os sensores inerciais, pois
estes tem a possibilidade de fornecer dados nesse tipo de referencial. Estes referenci-
ais são, em norma, definidos como um referencial para o qual se realiza o movimento
linear [3].

Um exemplo de um referencial inercial é o Earth-Centered-Inercial (ECI) que
apresenta a seguintes características:

17
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• O origem das coordenadas é o centro de gravidade da Terra;

• Os três eixos referenciais apontaram para:

– O eixo X para o equinócio vernal;

– Paralelo ao eixo de rotação da Terra;

– Definido pela regra da mão direita do sistema de coordenadas ortogonais.

Figura 3.1: Referencial inercial [3]

3.1.2 Referencial Local (n-frame)

Um referencial local consiste numa superfície plana tangencial num ponto na Terra
onde a navegação ocorre. Dependendo das aplicações existem dois referenciais lo-
cais mais utilizados, são eles o referencial North-East-Down (NED) e o East-North-
Up (ENU). O NED é utilizado em veículos subaquáticos e aéreos, enquando nos
veículos terrestres a escolha recai sobre o ENU. A origem de ambos os sistemas é
arbitrária, apesar de que se devem encontrar fixos ao veículo, movendo-se assim com
o referencial do corpo [11].

No caso do referencial NED, este é definido de tal forma que os eixos Norte e Este
formam um plano tangente à superfície da Terra, assumindo um modelo elipsóide
WGS84 da Terra. Tal como mostrado na figura 3.2, o referencial contém três eixos
ortogonais em que o eixo Nx aponta para o Norte verdadeiro, o Nz para o interior
da Terra e o Ny completa o sistema apontado para Este.

Idêntico ao referencial NED, existe o referencial ENU que, tal como o NED,
pode ser colocado localmente no veículo, movendo-se com ele. Este difere no NED
na direção dos seus eixos ortogonais. O eixo Ny aponta para o Norte verdadeiro, o
Nz aponta para o exterior do centro da Terra e por fim, o eixo Nx aponta para Este
[42].
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Figura 3.2: Referencial Local NED em relação ao referencial ECEF [4]

3.1.3 Referencial do Corpo (b-frame)

Na maior parte das aplicações, a obtenção da posição, velocidade ou orientação
é realizada com ajuda de sensores fixos ao veículo. Este veículo pode ter o seu
próprio referencial, denominado referencial do corpo. Estes caracterizam-se por
referenciais onde a origem deste é colocado no centro de gravidade do veículo e três
eixos ortogonais que respeitem a regra da mão direita. Esta orientação pode ser
expressa em ângulos de Euler em torno dos eixos xb,yb,zb [42].

Na navegação aquática, o movimento sobre o eixo X é denominado por surge,
sobre o eixo Y por sway e sobre o eixo vertical, o Z, por heave.

Importa referir que em aplicações onde o objetivo passa por estimar a pose de
um veículo, é necessário definir para cada sensor e para o veículo um referencial
para cada um desses "corpos". Quando, em alguns exemplos, não é possível que o
referencial do sensor se encontre perfeitamente alinhado com o referencial do veículo,
é necessário realizar uma rotação para alinhar os dois referencias [42].

Figura 3.3: Exemplo de um referencial do Corpo (body frame) [5]



20 Capítulo 3. Conceitos Teóricos

3.2 Rotações tridimensionais

Das diferentes formas de representação de uma orientação de um corpo em três
dimensões, os ângulos de Euler e os quaterniões são os mais utilizados.

3.2.1 Ângulos de Euler

Pela razão de ser de mais fácil compreensão ao ser humano, os ângulos de Euler é o
método mais utilizado; O nome deve-se ao matemático que os formulou, Leonhard
Euler [43].

A orientação é descrita a partir de três ângulos, associados a cada um dos eixos
de um plano cartesiano, x, y e z. Tradicionalmente, os ângulos são denominados de
roll (ϕ), rotação em torno do eixo X, pitch (θ), rotação em torno do eixo Y , e yaw
(ψ), em torno do eixo Z.

Figura 3.4: Representação dos ângulos de Euler [6]

Tratando a questão de forma matemática, a rotação em torno do eixo X (ϕ)
pode ser exposta através da seguinte matriz:

Rx(ϕ) =


1 0 0
0 cos(ϕ) −sin(ϕ)
0 sin(ϕ) cos(ϕ)

 (3.1)

A rotação em torno do eixo Y é representada matematicamente com a seguinte
matriz:

Ry(θ) =


cos(θ) 0 sin(θ)

0 1 0
−sin(θ) 0 cos(θ)

 (3.2)

Por fim, a matriz que representa a rotação em torno do eixo Z é a seguinte:

Rz(ψ) =


cos(ψ) −sin(ψ) 0
sin(ψ) cos(ψ) 0

0 0 1

 (3.3)

Ao aplicar as três rotações a cada um dos eixos, obtemos a seguinte matriz de
rotação:
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R(ϕ, θ, ψ) = Rx(ϕ)TRy(θ)TRz(ψ)T (3.4)

=


cos(θ)cos(ψ) cos(θ)sin(ψ) -sin(θ)

sin(ϕ)sin(θ)cos(ψ)−cos(ϕ)sin(ψ) sin(ϕ)sin(θ)sin(ψ)+cos(ϕ)cos(ψ) sin(ϕ)cos(θ)
cos(ϕ)sin(θ)cos(ψ)+sin(ϕ)sin(ψ) cos(ϕ)sin(θ)sin(ψ)−sin(ϕ)cos(ψ) cos(ϕ)cos(θ)

 (3.5)

Com base na equação 3.5 é possível obter os ângulos de Euler com a seguinte
equação: 

ϕ

θ

ψ

 =


atan2(R23, R33)

−asin(R13)
atan2(R12, R11)

 (3.6)

3.2.2 Quaterniões

Uma outra forma de representar uma orientação de um objeto em três dimensões
é utilizando quaterniões. Estes, contrariamente aos ângulos de Euler, não são de
fácil compreensão para o ser humano e por essa razão tendem a não ser utilizados.
Apesar disso, os quaterniões resolvem um problema associado aos ângulos de Euler,
as singularidades ou gimballocks [44].

Dando um exemplo, com um gimbal, dai o nome gimballocks, uma singularidade
ocorre quando, na representação roll-pitch-yaw, o ângulo de pitch é igual a pi/2.
Assim, os eixo de yaw e de roll são paralelos, levando a que a rotação em yaw possa
não ser compensada [44].

Os quaterniões são representados na seguinte forma:

q =
[
q0 q1 q2 q3

]T
(3.7)

onde q0 é um escalar e os restantes, q1, q2 e q3 são números complexos.
Para transformar ângulos de Euler para quaterniões, a relação é a seguinte:

q0

q1

q2

q3

 =


cos(ϕ2 )cos( θ2)cos(ψ2 ) + sin(ϕ2 )sin( θ2)sin(ψ2 )
sin(ϕ2 )cos( θ2)cos(ψ2 ) − cos(ϕ2 )sin( θ2)sin(ψ2 )
cos(ϕ2 )sin( θ2)cos(ψ2 ) + sin(ϕ2 )cos( θ2)sin(ψ2 )
cos(ϕ2 )cos( θ2)sin(ψ2 ) − sin(ϕ2 )sin( θ2)cos(ψ2 )

 (3.8)

Assim, e com base nas equações 3.5 e 3.8, obtém-se a matriz de rotação em
quaterniões:



22 Capítulo 3. Conceitos Teóricos

R =


−q2

3 − q2
2 + q2

1 + q2
0 2(q1q2 − q0q3) 2(q1q3 + q0q2)

2(q0q3 − q1q2) −q2
3 + q2

2 − q2
1 + q2

0 2(q2q3 − q0q1)
2(q1q3 − q0q2) 2(q2q3 + q0q1) q2

3 − q2
2 − q2

1 + q2
0

 (3.9)

3.3 Transformação de Referenciais

As transformações de referencias conhecidos permitem representar informação em
diferentes sistemas de coordenas. Isto torna-se particularmente importante pois num
sistema de navegação é essencial que informação dos diferentes sensores se encontre
no mesmo referencial. Abaixo é apresentado diferentes transformações utilizadas no
decorrer deste projeto.

3.3.1 Transformação b-frame para n-frame

Para a transformação entre o referencial do corpo e o referencial de navegação é
necessário encontrar a rotação que os relaciona. Assim, a relação entre estes dois
referenciais é dado por:

vn = Rnb v
b (3.10)

onde vn e vb são as coordenadas no referencial de navegação e no referencial
do corpo, respetivamente, e Rnb a matriz de rotação transposta da equação 3.5 e
expressa da seguinte forma:

Rnb = =


cos(θ)cos(ψ) −cos(ϕ)sin(ψ)+sin(ϕ)sin(θ)cos(ψ) sin(ϕ)sin(ψ)+cos(ϕ)sin(θ)cos(ψ)
cos(θ)sin(ψ) cos(ϕ)cos(ψ)+sin(ϕ)sin(θ)sin(ψ) −sin(ϕ)cos(ψ)+cos(ϕ)sin(θ)sin(ψ)

-sin(θ) sin(ϕ)cos(θ) cos(ϕ)cos(θ)

 (3.11)

3.3.2 Transformação entre Referencial Local ENU e NED

Para transformar um vetor de coordenadas do referencial local ENU para o referen-
cial local NED é necessário aplicar duas rotações. Uma de π rad sobre o eixo X do
referencial ENU fazendo com que o eixo Z em ENU fica alinhado com o eixo Z do
sistema NED. De seguida, aplicar uma rotação −π

2 rad sobre o novo eixo Z de forma
a alinhar os eixos X e Y com o novo referencial local NED.

Concluindo, a matriz de rotação que descreve a transformação ENU para NED
é dada por:

RNE =


cos(−π

2 ) −sin(−π
2 ) 0

sin(−π
2 ) cos(−π

2 ) 0
0 0 1




1 0 0
0 cos(π) −sin(π)
0 sin(π) cos(π)

 =


0 1 0
1 0 0
0 0 −1

 (3.12)
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Com esta matriz de rotação, 3.12, é possível verificar que para transformar as
coordenadas ENU para NED, basta trocar a coordenada X e Y entre si, e multiplicar
a coordenada Z por -1 [45].

3.4 EKF

O filtro EKF é um algoritmo de estimação utilizado em várias áreas envolvendo esti-
mação de estados de sistemas dinâmicos, a partir de medições de sensores. Quando
considerando um sistema dinâmica não linear, a escolha recai nesta versão do filtro
de Kalman. Tal como referido anteriormente, a informação recolhida de sensores é
fundamental para a implementação de um EKF, sendo que é esta que é combinada
com as previsões do estado atual obtido [46].

O algoritmo divide-se em dois momentos, a previsão e a atualização ou update.
A fase da previsão, e tal como o nome indica, serve para se prever o estado

estimado e a sua covariância associada. Nesta fase é utilizado a estimativa anterior
(estado e covariância), o modelo dinâmico do sistema e as entradas do sistemas
entre o instante da última estimação e o instante atual. Estes são obtidos através
das seguintes equações:

x̂k|k−1 = f(x̂k−1|k−1, uk−1) (3.13)

onde x̂k|k−1 é o estado a prever, f a função que representa o modelo de previsão
(modelo da dinâmica do sistema) e uk−1 as entradas do modelo de previsão, que
normalmente são controlos ou medidas de sensores inerciais.

Pk|k−1 = Fk−1Pk−1|k−1F
T
k−1 +Gk−1Qk−1G

T
k−1 (3.14)

onde Pk|k−1 a covariância do estado prevista, a Fk−1 a matriz jacobiana do
modelo de previsão em ordem às variáveis de estado, Gk−1 a matriz jacobiana do
modelo do sistema em ordem as fontes de ruído e por fim, Qk−1 a covariância do
ruído.

Após a fase de previsão, é a fase de atualização. Nesta os estados e respetivas
covariâncias prevista, obtidos na fase anterior, são atualizados de acordo com as
observações. Estas observações são as medições dos sensores no instante de tempo
que se faz a atualização.

Aqui para além de ser necessário calcular o estado estimado e a sua covariância, é
importante alguns cálculos auxiliares, tais como o cálculo da inovação, a covariância
da inovação e o ganho de Kalman.

A inovação consiste na diferença entre as observações previstas zk, utilizando
o modelo de observação, e a melhor previsão do estado do sistema. O modelo de
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observação é representado por h, e relaciona os estados previstos com as observação
previstas, sendo Hk o jacobiano dessa função em ordem às variáveis de estado.

ȳk = zk − h(x̂k|k−1) (3.15)

A covariância associada à inovação aponta o nível de incerteza relativa à própria
inovação, onde Rk é a matriz de ruído da medida.

Sk = HkPk|k−1(Hk)T +Rk (3.16)

De seguida, o Ganho de Kalman. Este indica o peso de aceitação do sistema
relativo à nova observação.

Kk = Pk|k−1H
T
k S

−1
k (3.17)

Para o cálculo do estado estimado, tem-se por base o estado previsto somando-se
a multiplicação do ganho de Kalman com a inovação

x̂k|k = x̂k−1|k−1 +Kkȳk (3.18)

Por fim, a covariância estimada, que é a incerteza do novo estado estimado é
calculado da seguinte forma:

Pk|k = Pk|k−1 −KkSkK
T
k (3.19)

3.5 Modelo hidrodinâmico

Nesta secção é apresentado o modelo hidrodinâmico utilizado para o desenvolvi-
mento deste projeto. Este é obtido diretamente do livro Handbook of marine craft
hydrodynamics and motion control de Thor Fossen[47].

Na tabela 3.1 é apresentada e descrita a convenção dos estados de um veículo
aquático.

Tabela 3.1: Variáveis associadas ao estado de um veículo aquático

Termo Posição Velocidade Aceleração Força
Surge x u u̇ X
Sway y v v̇ Y
Heave z w ẇ Z
Roll ϕ p ṗ K
Pitch θ q q̇ M
Yaw ψ r ṙ N

As forças que atuam num veículo subaquático podem ser divididas em cinco
categorias: Forças cinemáticas, hidrodinâmicas, hidrostáticas, forças dos atuadores
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e perturbações. Assumindo um modelo de um veículo subaquático com seis graus
de liberdade, este pode ser representado pelas seguintes equações [47]:

η̇ = J(η)v (3.20)

Mv̇ + C(v)v +D(v)v + g(η) + g0 = τ + τwind + τwave (3.21)

Na lista abaixo é explanado os termos utilizados nas equações acima:

η - Posição e Pose do veículo

v - Velocidade do veículo na b-frame

J - Matriz de transformação

M - Matriz inercial

C(v) - Forças de Coriolis

D(v) - Matriz de Damping

g(η) - Força de Buoyancy

g0 - Força devido ao lastro

τ - Força dos atuadores

τwind - Efeito do vento

τwave - Efeito das ondas

O modelo dinâmico consiste nos termos e nos coeficientes apresentados na ta-
bela 3.2.

De forma a obter o modelo dinâmico, primeiramente é modelado as forças dos
atuadores de forma separada e só depois substituídas na equação 3.21. O veículo
é considerado um corpo rígido e por isso não é expectável que sofra nenhuma de-
formação ao longo da sua missão. Com base nesta afirmação a cinemática de um
corpo rígido (τRB) pode ser expressa pela soma da sua inércia (MRB v̇) e os efeitos
de Coriolis (CRB(v)v), tal como demonstrado na equação 3.22 [47].

τRB = MRB v̇ + CRB(v)v (3.22)

Para um modelo de seis graus de liberdade, e assumindo que o centro de origem
e o centro de gravidade (CG) não coincidem, MRB é representado da seguinte forma:



26 Capítulo 3. Conceitos Teóricos

Tabela 3.2: Lista dos termos e coeficientes do modelo dinâmico

Coeficiente Significado
m Massa do veículo
W Peso do veículo
B Força de Bouyancy
g Aceleração da gravidade
ρ Densidade da água
I Momento de inércia

Ix, Iy, Iz Momentos de inércia em torno do eixo do x, y e z respetivamente
Xu̇, Yv̇, Zẇ Massa adicionada devido à translação
Kṗ,Mq̇, Nṙ Inércia adicionada devido à rotação
Xu, Yv, Zw Coeficientes Linear Damping devido à translação

Xu|u, Yv|v, Zw|w Coeficientes Quadratic Damping devido à translação
Kp,Mq, Nr Coeficientes Linear Damping devido à rotação

Kp|p,Mq|q, Nr|r Coeficientes Quadritc Damping devido à rotação

MRB =



m 0 0 0 mzg −myg
0 m 0 −mzg 0 mxg

0 0 m myg −mxg 0
0 −mzg myg Ixx −Ixy −Ixz
mzg 0 −mxg −Iyx Iyy −Iyz

−myg mxg 0 −Izx −Izy Izz


(3.23)

Devido à rotação do veículo subaquático, durante a missão, aparece um efeito
de Coriolis, que pode ser representado segundo a equação 3.24 [47].

CRB(v) =
[

mS(v2) −mS(v2)S(rbg)
mS(rbg)S(v2) mS(Ibv2)

]
(3.24)

onde rbg é a matriz da posição do CG. O vetor v2 é o vetor velocidade e Ib é o
matriz do momento de inercia e S representa a matriz antissimétrica. Fossen [47]
mostrou que multiplicando a parte superior da matriz apresentada na equação 3.24
pelo vetor de velocidade, obtém-se a seguinte expressão para o efeito de Coriolis:

CRB(v)v =



m(qw − rv)
m(ru− pw)
m(pv − qu)
qr(Izz − Iyy)
rp(Ixx − Izz)
qp(Iyy − Ixx)


(3.25)

Passando para as forças hidrodinâmicas (τhidro) que inclui o drag hidrodinâmico
(D(v)v), os efeitos Coriolis-centripetal (CA(v)v) e os efeitos de inercia (MA(v̇)) tal
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como mostrado na equação 3.26 [47].

τhidro = −D(v)v − CA(v)v −MA(v̇) (3.26)

Assumindo que o veículo não funcionará a velocidades elevadas, é possível sim-
plificar os componentes de τhidro [47]

MA = −



Xu̇ 0 0 0 0 0
0 Yv̇ 0 0 0 0
0 0 Zẇ 0 0 0
0 0 0 Kṗ 0 0
0 0 0 0 Mq̇ 0
0 0 0 0 0 Nṙ


(3.27)

CAv = −



Yv̇vr − Zẇwq

Zẇwp−Xu̇ur

Xu̇uq − Yv̇vp

(Yv̇ − Zẇ)vw + (Mq̇ −Nṙ)qr
(Zẇ −Xu̇)uw + (Nṙ −Kṗ)pr
(Xu̇ − Yv̇)uv + (Kṗ −Mq̇)pq


(3.28)

A força de drag é composta por duas componentes: uma linear e outra qua-
drática. Dlinear é uma matriz diagonal com os componentes de drag lineares e
Dquadratica é uma matriz diagonal com os componentes de drag quadráticos. As-
sim a componente D(v)v fica o seguinte:

D(v)v = −



(Xu +Xu|u|u|)u
(Yv + Yv|v|v|)v

(Zw + Zw|w|w|)w
(Kp +Kp|p|p|)p
(Mq +Mq|q|q|)q
(Nr +Nr|r|r|)r


(3.29)

De seguida, as forças hidrostática. Estas dividem-se em duas: a força de bu-
oyancy e a força gravitacional ou peso.

g(η) =



(W −B)sin(θ)
−(W −B)cos(θ)sin(ϕ)
−(W −B)cos(θ)cos(ϕ)

−(ygW − ybB)cos(θ)cos(ϕ) + (zgW − zbB)cos(θ)sin(ϕ)
(zgW − zbB)sin(θ) + (xgW − xbB)cos(θ)cos(ϕ)

−(xgW − xbB)cos(θ)sin(ϕ) + (ygW − ybB)sin(θ)


(3.30)
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onde W = mg é o peso do veículo, B = ρgV é a força buoyancy. A posição
do centro de gravidade é definido por rbg=

[
xg yg zg

]T
e rbb =

[
xb yb zb

]T
é a

posição de centro de buoyancy.
Por fim, a última componente do modelo dinâmico envolve o cálculo das forças

dos atuadores. Para a obtenção desta componente é necessário obter outros três
parâmetros: a matriz de coeficientes dos motores, a matriz de alocação dos motores
e os coeficientes de perda de força. Na matriz de coeficientes dos motores estabelece
a dependência entre o RPM do motor e a força que o motor realiza. A matriz de
alocação dos motores especifica a configuração dos motores no veículo. Por fim, os
coeficientes de perda de força é o coeficiente de perda para cada motor [48].

No final da obtenção de cada parâmetro, é obtido uma equação idêntica à 3.31;
obtendo a contribuição de cada motor para a força e o torque aplicado ao AUV.

Ti =



Tx

Ty

Tz

Tϕ

Tθ

Tψ


(3.31)



Capítulo 4

Arquitetura do sistema

Este capitulo encontra-se dividido entre dois grandes pontos: Hardware e Software.
Na secção de Hardware é exposto os sensores utilizados em cada um dos integrantes
de toda a manobra de docagem. Na secção de Software é apresentado a solução
desenvolvida para eliminar o problema proposto: a localização relativa e absoluta.
Todos os sensores a utilizar no sistema de docagem são de baixo custo.

4.1 Sistemas Robóticos integrantes

Nesta primeira secção achou-se por bem explicar os restantes sistemas integrantes
na realização da manobra, para além da estação de docagem.

4.1.1 Bóia

A boiá, que se encontra encontra a flutuar no mar, caracteriza-se por ser uma es-
trutura cilíndrica com 13 metros de altura.

Esta encontra-se presa por um cabo ao sistema de docagem. Este cabo para além
de ter a função de carregar o Turtle, também permite a transferência de informação
entre a bóia e a doca.

Os sensores que integram a bóia são os seguintes:

• Transceptor USBL;

• Sistema Global Navigation Satellite System (GNSS);

29



30 Capítulo 4. Arquitetura do sistema

4.1.2 Lander Robótico Turtle

Este sistema autónomo será a sua terceira versão, não sendo ele o principal foco
deste projeto. Por isso, todo o seu sistema de localização e controlo já deverá se
encontrar desenvolvido, não dependendo deste trabalho.

Ao que esta dissertação interesse, é o pinger USBL presente do lander. Será
também necessário colocar um anel de Light-Emitting Diodes (LED’s) no Turtle, de
forma a que seja possível determinar a localização Turtle em relação ao sistema de
docagem.

4.2 Localização da doca no referencial de navegação

Para a solução da localização absoluta da doca foi desenhado e pensado o diagrama
apresentado na figura 4.1. Neste é exposto o hardware e os blocos de software a
utilizar para o desenvolvimento da solução.

Figura 4.1: Arquitetura geral da solução para localização absoluta
do sistema aquático

Começando pelo hardware, neste tipo de aplicações a obtenção da atitude e
da posição do veículo obtém-se, tipicamente, a partir de sensores inerciais, através
da dupla integração. No entanto, por esse método, a informação sobre a posição
rapidamente se degrada. Para solucionar esta adversidade recorre-se a outro tipo de
sensores.

Um possível complemento poderia passar pela adição de um DVL, bastante re-
ferenciado na literatura. Porém este não obtém a posição diretamente, mas sim
através da integração da velocidade, tornando o sistema sensível a erros. Por exem-
plo, caso haja um erro no tempo de aquisição da medida, na rotação do sensor para
o referencial do veículo ou no alinhamento, este seria propagado para a posição.

Deste modo é importante ter um sistema que observe diretamente a posição,
de forma a manter os erros em posição limitado. Assim a escolha recaiu sobre um
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sistema USBL, onde será possível obter a posição do sistema de docagem em relação
à bóia. Sendo a configuração a seguinte: um transceiver USBL na bóia e um modem
standard na doca. Assim o USBL presente na bóia consegue medir tanto a distância
como dois ângulos da posição relativa da doca, no referencial do USBL na bóia.
Contudo, este tipo de sensores acústico apresentam uma precisão pobre no plano
vertical, aparecendo assim a utilização de um sensor de pressão; Com este é obtido
a profundidade do AUV.

Com esta arquitetura de hardware será possível observar diretamente 9 dos doze
estados a estimar, ficando apenas de fora as velocidades angulares do sistema; apesar
que estas podem ser observadas diretamente pelo sistema INS.

Com esta premissa em mente e para além do já abordado sistema USBL e do
sensor de pressão, o AUV será capacitado de um DVL, para obter as velocidades
lineares, e um sistema INS observando diretamente a sua orientação.

O bloco denominado de motores, é indicativo das forças que os motores exercem
na doca, importantes para o modelo dinâmico.

4.2.1 Software

Relativamente ao software, este encontra-se mais em foco na figura 4.2. Aqui é
apresentado com maior detalhe para onde cada informação de cada sensor vai no
filtro de Kalman.

Figura 4.2: Diagrama do bloco filtro de Kalman estendido da arqui-
tetura do software

Começando para a parte da previsão, este tem como sinais de controlo as velo-
cidades angulares, obtidas pelo sistema INS, e as acelerações do sistema, calculadas
pelo modelo dinâmico.
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Os dados do sistema USBL, o DVL, do sensor de pressão e do sistema INS, neste
caso a orientação, são transformados para o referencial de navegação, passam ainda
por uma camada de associação de dados e por fim, entram na fase de atualização
dos estados previstos. A inicialização faz uso destes mesmo dados. Importa referir
que a informação USBL, apresentada na figura 4.1, já se encontra compensada em
posição e orientação.

Através deste filtro é estimado a posição, a velocidade linear, a orientação e a
velocidade angular do sistema de docagem num referencial de navegação NED.

4.2.2 Hardware

Ao nível da sua sensorização esta é composta pelos seguintes sensores:

• Beacon/Pinger USBL;

• Sistema de imagem - câmara;

• Um DVL;

• Sensor de pressão;

• Sistema INS.

O pinger USBL utilizado no sistema de docagem é o S2C T 18/34 da EvoLogics.
Com a utilização de um beacon, quem terá a informação a recolher do sistema USBL
será quem possui o transponder, neste caso a bóia. Isto poderia ser um problema
caso a bóia e o sistema de docagem não se encontrassem ligados através de um cabo.
Na eventualidade disso não ser verdade, seria necessário transmitir a informação por
um modem acústico.

De entre as várias especificações deste pinger destaca-se o seu alcance máximo
de 3500 m, uma frequência de 18 - 34 kHz e um bit error rate de menos de 10−10.
A máxima profundidade que opera depende do seu revestimento, caso seja aço ino-
xidável é capaz de funcionar até 2000 m, caso seja delrin apenas funciona a uma
máxima profundidade de 200 m [7].

Figura 4.3: Pinger USBL S2C T 18/34 [7]
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O DVL utilizado na doca é o A50 da WaterLinked. Este DVL destaca-se pelo seu
pequeno tamanho, importante pois o sistema de docagem não possui muito espaço
para a alocação dos sensores.

Para além das suas características físicas, este pequeno dispositivo é capaz de
medir até distâncias até 50 m, sendo que a sua performance para mais de 35 m
depende de vários fatores. Possui 4 feixes montados, cada um com um ângulo de
22.5 ◦ com o eixo central.

Ademais dispõe de uma resolução na velocidade de 0.1 mm/s, e uma precisão de
±1.01% na versão standard e ±0.1% na versão performance.

Figura 4.4: DVL A50 da WaterLinked [8]

O Cube Orange funcionará como o sistema INS no sistema de docagem. O
processor ARM de 32bit STM32H743 Cortex-M7 é o principal componente deste
sistema [9]. O sistema de localização a desenvolver nesta dissertação fará parte do
software a integrar esta placa. Assim como o sistema de controlo e algoritmo de
navegação do sistema de docagem.

No que se refere a sensores, na sua origem, o Cube Orange possui três IMUs,
criando um sistema redundante, sendo eles os seguintes [9]:

• ICM 20649 com acelerómetro e giroscópio, barómetro MS5611 na placa de
base;

• Numa placa isolada de vibrações o IMU ICM20602 , o IMU/MAG ICM20948
e o barómetro MS5611;

Com os sensores que o Cube abarca, este permite obter a orientação do sistema
de docagem.

Figura 4.5: Cube Orange sistema para obtenção dos dados inerciais [9]
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4.3 Localização Turtle relativa à doca

Abordando a localização relativa, a localização do turtle em relação à doca, neste é
também utilizado um filtro EKF. Onde apenas é utilizado o sistema USBL, Turtle
↔ Bóia, e o feedback de uma câmara, montada na parte inferior da doca.

Assim a arquitetura geral para esta solução, figura 4.6, abarca, no hardware,
apenas o sistema USBL e a câmara, enquanto na parte do software, o EKF volta a
ser o escolhido. A diferença para o apresentado anteriormente é que nesta solução
é utilizado um modelo de velocidade constante na parte da previsão. Na segunda
parte do filtro, as observações podem ser do sistema USBL ou o feedback da câmara.
Até ao momento que a câmara consegue observar o sistema de luzes do Turtle, as
observações do filtro são as obtidas pelo sistema USBL, quando a câmara deteta
o sistema de luzes, passa a conseguir determinar a posição do Turtle em relação
à câmara. A partir desse momento, o filtro utiliza os dados obtidos do bloco da
câmara na atualização dos estados previstos.

A possibilidade de dividir a missão de docagem em duas, momento em que
o Turtle não se encontra ao alcance da câmara e momento em que se encontra,
permite simplificar a solução desenhada. No primeiro momento, o sistema USBL é
primordial, e apesar desta sistema não disponibilizar informação de forma continua,
o importante é ter uma estimação da zona onde se encontra o Turtle. Aqui a precisão
não é importante. No momento da docagem em si, a precisão passa a ser importante,
e por isso se dá primazia ao feedback da câmara.

Figura 4.6: Arquitetura de geral da solução para localização absoluta
do sistema aquático
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4.3.1 Hardware

O sistema USBL utilizado no lander robótico é o S2C R 18/34D da EvoLogics
[49]. Este, apesar de ser um modem acústico, pode funcionar de forma idêntica a
um beacon. Respondendo assim aos pedidos do USBL colocado na bóia flutuante.
Assim a distância e os dois ângulos obtidos serão referentes à bóia. Por essa razão
é necessário um bloco de software que trate de transformar esses dados para serem
relativos ao sistema de docagem.

Apesar de ainda não estar decidida qual câmara a ser utilizada na estação de
docagem, esta deverá ser uma idêntica aos módulos de câmara para a coral [50]
ou para a raspberry [51]. No caso do módulo para a coral, esta câmara possui 5
Megapixels com conexão através de uma interface MIPI-CSI. Este módulo contém
um sensor Omnivision OV5645 SoC, com as seguintes características:

• Comprimento focal: 2.5 mm;

• Campo de visão: 84.0 ◦ / 87.6 ◦;

• Focagem automática;

• Balanceamento de brancos automático;

• calibração dos níveis de pretos automático.

4.3.2 Software

No que diz respeito ao software, quando comparando com a solução anterior, esta é
mais simples, figura 4.7.

Figura 4.7: Diagrama do bloco filtro de Kalman estendido da fi-
gura 4.1
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A inicialização do filtro deverá ser realizada pela primeira medida obtida pelo
sistema USBL. O modelo de velocidade constante é utilizado na fase de previsão
do EKF. Para a fase de atualização, o desenvolvimento de um algoritmo que gere
qual das medidas deve ser utilizada é imprescindível. A ideia passa pela utilização
da informação do USBL até ao momento que a câmara consiga detetar o anel de
LED’s presente no Turtle.

O bloco de associação de dados torna-se importante pois é neste bloco onde
se decide qual dos dados a utilizar. A utilização dos dados obtidos pelo USBL é
primordial até ao momento que a câmara comece a observar o Turtle. Quando
é possível obter dados da câmara, os dados do USBL são preteridos em favor do
feedback da câmara. O bloco de associação de dados é responsável por esta dinâmica.

Esta solução permitirá ter um maior controlo na última fase da manobra de
docagem, uma vez que a câmara observará diretamente a relação entre a doca e o
Turtle. Solucionando assim um dos objetivos referidos em 1.2.



Capítulo 5

Implementação

Nesta secção é exposto toda a implementação realizada para esta dissertação de
forma a responder aos objetivos propostos.

5.1 Filtro de Kalman estendido - localização doca

Tal como apresentado em 4.2, a escolha para a fusão sensorial recaiu sobre a im-
plementação de um filtro de Kalman estendido. A decisão deve-se essencialmente
devido ao modelo de processo não ser linear.

Posto isto, o vetor de estados a estimar é constituído por:

x̂k =
[
x y z u v w ϕ θ ψ p q r

]T
(5.1)

onde x, y, z corresponde à posição no referencial de navegação, u, v, w é referente
à velocidade inercial na referencial de navegação, ϕ, θ, ψ relativo à orientação do AUV
e p, q, r corresponde à velocidade angular do sistema. O referencial de navegação
escolhido foi o referencial NED numa posição local de referência para a bóia.

Para a implementação deste filtro primeiramente é necessário realizar a sua ini-
cialização. Estes estados iniciais x̂0 são obtidos através da informação inicial dos
sensores.

Ou seja, a posição em x e y é obtido com base na primeira informação transmi-
tida pelo sistema USBL, após a aquisição dessa informação inicializa-se os restantes
estados observáveis. Para o cálculo da profundidade é utilizado a equação 5.2:
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prof = P − P0
ρg

(5.2)

onde prof se refere à posição em z, P a pressão medida pelo sensor, P0 a pressão
atmosférica, ρ a densidade de água e g a força gravítica.

As velocidade lineares são obtidas com base no DVL e a orientação ϕ, θ e ψ com
a informação recolhida pelo sistema INS.

Assim, os estados iniciais e as suas incertezas são representados na seguinte
forma:

x̂0 =



xusbl

yusbl

zp

udvl

vdvl

wdvl

ϕins

θins

ψins

0
0
0



=



σusbl 0 0 0 0 0 0 0 0 0 0 0
0 σusbl 0 0 0 0 0 0 0 0 0 0
0 0 σp 0 0 0 0 0 0 0 0 0
0 0 0 σdvl 0 0 0 0 0 0 0 0
0 0 0 0 σdvl 0 0 0 0 0 0 0
0 0 0 0 0 σdvl 0 0 0 0 0 0
0 0 0 0 0 0 σins 0 0 0 0 0
0 0 0 0 0 0 0 σins 0 0 0 0
0 0 0 0 0 0 0 0 σinsψ 0 0 0
0 0 0 0 0 0 0 0 0 σp 0 0
0 0 0 0 0 0 0 0 0 0 σq 0
0 0 0 0 0 0 0 0 0 0 0 σr


(5.3)

A opção por esta solução deve-se ao facto da taxa de dados do DVL, do INS e
do sensor de pressão ser constante e por isso ser fácil de aceder à mesma, enquanto
o mesmo não acontece para a informação proveniente do sistema USBL. Por isso,
optou-se por começar a fusão sensorial após a receção da primeira informação do
USBL. Importa referir que a incerteza deve estar coerente com o possível erro inicial.

5.1.1 Fase de previsão

Após a inicialização, o filtro avança para a fase de previsão. Nesta fase optou-
se por desenvolver um modelo dinâmico idêntico à realidade, com base no modelo
apresentado em 3.5. Para além das acelerações calculadas, com recurso ao modelo,
adiciona-se ao vetor de controlo os dados da velocidade angular. Estes são obtidos
diretamente a partir do sistema INS. Com isto o vetor de controlo é apresentado da
seguinte maneira:

u =
[
dynu̇ dynv̇ dynẇ dynṗ dynq̇ dynṙ gyrop gyroq gyror

]T
(5.4)
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onde dynu̇, dynv̇ e dynẇ representam as acelerações lineares do AUV, dynṗ, dynq̇
e dynṙ as acelerações angulares e gyrop, gyroq e gyror as velocidades angulares
medidas pelo sistema INS.

De seguida, o modelo de processo é definido por:

ẋ = f(x, u) (5.5)



xk

yk

zk

uk

vk

wk

ϕk

θk

ψk

pk

qk

rk



=




xk−1 + uk−1dt

yk−1 + vk−1dt

zk−1 + wk−1dt

 +R


(dynu̇+σdyn)dt2

2
(dynv̇+σdyn)dt2

2
(dynu̇+σdyn)dt2

2



uk−1

vk−1

wk−1

 +R


(dynu̇ + σdyn)dt
(dynv̇ + σdyn)dt
(dynu̇ + σdyn)dt



ϕk−1

θk−1

ψk−1

 +R


(gyrop + σgyro)dt
(gyroq + σgyro)dt
(gyror + σgyro)dt

 +R


(dynṗ+σdyn)dt2

2
(dynq̇+σdyn)dt2

2
(dynṙ+σdyn)dt2

2



R


(gyrop + σgyro)
(gyroq + σgyro)
(gyror + σgyro)

 +R


(dynṗ + σdyn)dt
(dynq̇ + σdyn)dt
(dynṙ + σdyn)dt





(5.6)

onde R é a matriz de rotação do referencial do corpo para o referencial da nave-
gação, definida em 3.5, dt o intervalo de tempo entre o momento anterior k − 1 e o
momento atual k de filtragem, o σdyvx , o σdyvy e o σdyvz o ruído, relativo às veloci-
dades lineares, e o σdyax , o σdyay e o σdyaz o ruído, relativo às velocidades angulares,
associado ao modelo dinâmico, por fim, o o σgyro é o ruído associado ao sistema INS.

Relativamente à covariância do modelo de processo, esta é representada pela
matriz Qk dada por:

Qk =



σ2
dyvx

0 0 0 0 0 0 0 0
0 σ2

dyvy
0 0 0 0 0 0 0

0 0 σ2
dyvz

0 0 0 0 0 0
0 0 0 σ2

dyax
0 0 0 0 0

0 0 0 0 σ2
dyay

0 0 0 0
0 0 0 0 0 σ2

dyaz
0 0 0

0 0 0 0 0 0 σ2
gyro 0 0

0 0 0 0 0 0 0 σ2
gyro 0

0 0 0 0 0 0 0 0 σ2
gyro



(5.7)

O facto do modelo não ser linear implica a utilização do filtro EKF exposto.
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Devido a esta não linearidade é necessário linearizar o modelo com recurso ao ja-
cobiano. Este passo implica a linearização da matriz de transição de estados e da
matriz que relaciona os estados com o ruído. Posto isto, a matriz Fk que representa
a matriz de transição de estados linearizada é dada por:

Fk = ∂f

∂x
(ẋk|k−1, uk, 0) (5.8)

Fk =



1 0 0 dt(−q2
3 − q2

2 + q2
1 + q2

0) 2dt(q1q2 − q0q3) 2dt(q1q3 + q0q2) 0 0 0 0 0 0
0 1 0 2dt(q0q3 − q1q2) dt(−q2

3 + q2
2 − q2

1 + q2
0) 2dt(q2q3 − q0q1) 0 0 0 0 0 0

0 0 1 2dt(q1q3 − q0q2) 2dt(q2q3 + q0q1) dt(q2
3 − q2

2 − q2
1 + q2

0) 0 0 0 0 0 0
0 0 0 1 0 0 0 0 0 0 0 0
0 0 0 0 1 0 0 0 0 0 0 0
0 0 0 0 0 1 0 0 0 0 0 0
0 0 0 0 0 0 1 0 0 dt(−q2

3 − q2
2 + q2

1 + q2
0) 2dt(q1q2 − q0q3) 2dt(q1q3 + q0q2)

0 0 0 0 0 0 0 1 0 2dt(q0q3 − q1q2) dt(−q2
3 + q2

2 − q2
1 + q2

0) 2dt(q2q3 − q0q1)
0 0 0 0 0 0 0 0 1 2dt(q1q3 − q0q2) 2dt(q2q3 + q0q1) dt(q2

3 − q2
2 − q2

1 + q2
0)

0 0 0 0 0 0 0 0 0 1 0 0
0 0 0 0 0 0 0 0 0 0 1 0
0 0 0 0 0 0 0 0 0 0 0 1



(5.9)

Por outro lado, a matriz Gk que correlaciona os estados com ruído linearizada é
ditada por:

Gk = ∂f

∂σ
(ẋk|k−1, uk, 0) (5.10)

Gk =



1
2dt

2(−q2
3 − q2

2 + q2
1 + q2

0) dt2(q1q2 − q0q3) 1
2dt

2(2(q1q3 + q0q2)) 0 0 0 0 0 0
dt2(q0q3 − q1q2) 1

2dt
2(−q2

3 + q2
2 − q2

1 + q2
0) dt2(q2q3 − q0q1) 0 0 0 0 0 0

dt2(q1q3 − q0q2) dt2(q2q3 + q0q1) 1
2dt

2(q2
3 − q2

2 − q2
1 + q2

0) 0 0 0 0 0 0
dt(−q2

3 − q2
2 + q2

1 + q2
0) 2dt(q1q2 − q0q3) 2dt(q1q3 + q0q2) 0 0 0 0 0 0

2dt(q0q3 − q1q2) dt(−q2
3 + q2

2 − q2
1 + q2

0) 2dt(q2q3 − q0q1) 0 0 0 0 0 0
2dt(q1q3 − q0q2) 2dt(q2q3 + q0q1) dt(q2

3 − q2
2 − q2

1 + q2
0) 0 0 0 0 0 0

0 0 0 1
2dt

2(−q2
3 − q2

2 + q2
1 + q2

0) dt2(q1q2 − q0q3) 1
2dt

2(2(q1q3 + q0q2)) 0 0 0
0 0 0 dt2(q0q3 − q1q2) 1

2dt
2(−q2

3 + q2
2 − q2

1 + q2
0) dt2(q2q3 − q0q1)0 0 0 0

0 0 0 dt2(q1q3 − q0q2) dt2(q2q3 + q0q1) 1
2dt

2(q2
3 − q2

2 − q2
1 + q2

0) 0 0 0
0 0 0 dt 0 0 1 0 0
0 0 0 0 dt 0 0 1 0
0 0 0 0 0 dt 0 0 1



(5.11)

Deste modo, e como as várias matrizes apresentadas anteriormente, a matriz de
covarância do modelo de processo é calculada através da seguinte equação:

Pk|k−1 = FkP − k − 1F Tk +GkQkG
T
k (5.12)

5.1.2 Fase de atualização

A fase de atualização tem como principal objetivo a correção dos estados previstos,
obtidos na fase da previsão, com base no modelo das observações. Este modelo é
linear, uma vez que os sensores observam diretamente os estados. Assim, os sensores
utilizados são os seguintes:

• USBL para observação da posição x e y;

• Sensor de pressão para a posição em z;

• DVL para observação das velocidades lineares, u, v e w;
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• Sistema INS para a orientação, ϕ, θ e ψ.

Posto isto, o modelo de observação é definido pela seguinte expressão:

zk = Hxk + ηk (5.13)

onde zk representa a observação no instante k, ηk o ruído associado a essa ob-
servação e a matriz H é a matriz do modelo de observações. A forma desta matriz
depende diretamente de quais os sensores que possuem uma medição no instante k,
isto devido às distintas taxa de dados dos sensores. A titulo de exemplo, o sistema
USBL apresenta uma taxa de dados bastante mais pequena do que o DVL. Isso terá
que ser contemplado no modelo de observações e por isso, primeiramente é definido
a matriz H associada a cada um dos sensores.

Importa realçar que independentemente das medidas dos sensores serem referen-
tes a outro referencial, nesta fase todas as observações utilizadas já se encontram
relativas ao referencial de navegação.

Começando pelo sistema USBL, tal como referido, aqui é observado a posição
em x e y e por isso, a matriz HUSBL é definida por:

HUSBL =
[
1 0 0 0 0 0 0 0 0 0 0 0
0 1 0 0 0 0 0 0 0 0 0 0

]
(5.14)

A covariância associada é dada por:

RUSBL =
[
σUSBL

2
x 0

0 σUSBL
2
y

]
(5.15)

A matriz do modelo de observações associada ao sensor pressão é dada por:

Hpressao =
[
0 0 1 0 0 0 0 0 0 0 0 0

]
(5.16)

Já a sua covariância associada é dada por:

Rpressao = σP
2
z (5.17)

Relativamente ao DVL, este permite ler as velocidade lineares em x, y e z, e
assumindo que estas já se encontram relativas ao referencial de navegação. A matriz
HDV L é dada por:

HDV L =


0 0 0 1 0 0 0 0 0 0 0 0
0 0 0 0 1 0 0 0 0 0 0 0
0 0 0 0 0 1 0 0 0 0 0 0

 (5.18)
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Sendo que a sua covariância associada é fornecida por:

RDV L =


σDV L

2 0 0
0 σDV L

2 0
0 0 σDV L

2

 (5.19)

Por fim, a matriz relativa à orientação fornecida pelo sistema INS é dada por:

Hori =


0 0 0 0 0 0 1 0 0 0 0 0
0 0 0 0 0 0 0 1 0 0 0 0
0 0 0 0 0 0 0 0 1 0 0 0

 (5.20)

Com a sua matriz de covariância associada dada por:

Rori =


σori

2 0 0
0 σori

2 0
0 0 σori

2

 (5.21)

Tal como referido anteriormente, os sensores utilizados possuem diferentes taxas
de dados, ou seja, no momento que se realizará o update, dos estados e da covariân-
cia, diferentes dados poderão estar disponível. Por esta razão a matriz H e R são
variáveis, sendo que será contemplado a necessidade de retirar a matriz H e R do
sensor não utilizado naquele momento, por exemplo. Caso todos os sensores sejam
utilizados a matriz H e R ficam com a seguinte forma:

Hk =


HUSBL

Hpressao

HDV L

Hori

 Rk =


RUSBL 0 0 0

0 Rpressao 0 0
0 0 RDV L 0
0 0 0 Rori

 (5.22)

Com base no descrito acima, a covariância estimada é calculada pela seguinte
expressão:

Pk = Pk|k−1 −KkSkK
T
k (5.23)

onde K é o ganho de Kalman e S é a inovação associada à covariância, estas
duas variáveis são calculadas da seguinte forma:

Sk = HkPk|k−1H
T
k +Rk Kk = Pk|k−1HkS

−
k 1 (5.24)

A correção aos estados previstos, que são os estados de output da fase de previsão,
é realizada através da seguinte expressão:

xk = xk|k−1 +Kk(zk −Hkxk|k−1) (5.25)
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obtendo assim os estados estimados.
Um dos dados importantes para validar o funcionamento do filtro é a inovação

associada às observações, esta permite perceber a relação entre as observações e os
estados previstos, e que é expressa por:

ỹk = zk −Hkxk|k−1 (5.26)

5.2 Filtro de Kalman estendido - localização doca ↔
Turtle

Nesta secção é apresentado o filtro que será capaz de localizar o Turtle no referencial
da doca. Fundamental para que a manobra de docagem se realize com sucesso.

Posto isto, o vetor de estados a estimar é constituído por:

x̂j =
[
x y z u v w

]T
(5.27)

onde x, y, z corresponde à posição da doca relativa ao turtle e u, v, w corresponde
às velocidades lineares entre a doca e o turtle.

Tal como na fusão sensorial anterior, neste caso, é importante começar pela
inicialização do filtro. Aqui a inicialização é mais simples, até pelo facto da existência
de menos estados a estimar. A solução é idêntica à apresentada em 5.1, onde a
primeira informação obtida através do sistema USBL permite o início da filtragem.
Aqui os dados do sistema USBL são utilizados para obter a posição do Turtle em
x, y e z em relação à doca.

Com isto, os estados iniciais e as suas incertezas são representados da seguinte
forma:

x̂0 =



xusbl

yusbl

zusbl

0
0
0


=



σusbl 0 0 0 0 0
0 σusbl 0 0 0 0
0 0 σusbl 0 0 0
0 0 0 σu 0 0
0 0 0 0 σv 0
0 0 0 0 0 σw


(5.28)

Tal como referido na arquitetura da solução apresentada, os sensores a utilizar
nesta solução são o sistema USBL e a câmara. Como inicialmente o Turtle não se
encontra no alcance do sistema de visão optou-se por utilizar os dados do USBL
para inicializar-se o filtro. As velocidades lineares são inicializadas a 0.

5.2.1 Fase de previsão

Com a inicialização, segue-se a fase da previsão. Diferente do filtro anterior, neste
é utilizado um modelo de velocidade constante. A escolha neste modelo deve-se ao
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facto da sua simplicidade e porque a aplicação deste filtro EKF assim o permite. O
caso de apenas ser necessário estimar com precisão a posição x, y, z é também um
dos fatores de se escolher o modelo de velocidade constante. Assim, o modelo de
processo é definido por:

ẋ = f(x) (5.29)



xj

yj

zj

uj

vj

wj


=




xj−1 + uj−1dt

yj−1 + vj−1dt

zj−1 + wj−1dt



uj−1 + dtσaccell

vj−1 + dtσaccell

wj−1 + dtσaccell




(5.30)

Quando não existe informação acerca dos controlos ou dinâmica do sistema, tipi-
camente considera-se um modelo de velocidade constante. Apesar disso, é utilizado
uma perturbação na velocidade, sendo este o parâmetro que permite tornar o fil-
tro mais responsivo a dinâmicas mais elevadas ou suavizar mais a trajetória. Este
parâmetro é representado por σaccell.

Relativamente à covariância do modelo de processo, esta é representada pela
matriz Qk dada por:

Qk =


σ2
accell 0 0
0 σ2

accell 0
0 0 σ2

accell

 (5.31)

Tal como apresentado anteriormente, é necessário obter a matriz de transição de
estados linearizada. Esta é obtida através da equação 5.8 e dada para matriz 5.32.

Fk =



1 0 0 dt 0 0
0 1 0 0 dt 0
0 0 1 0 0 dt

0 0 0 1 0 0
0 0 0 0 1 0
0 0 0 0 0 1


(5.32)

A matriz Gk que correlaciona os estados com ruído linearizada é obtida pela
equação 5.10 e apresentada da seguinte forma:
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Gk =



0 0 0
0 0 0
0 0 0
dt 0 0
0 dt 0
0 0 dt


(5.33)

Por fim, e de igual forma ao filtro apresentado anteriormente, a matriz de cova-
riância do modelo de processo é calculado com a equação 5.12.

5.2.2 Fase de atualização

A fase de atualização desta solução apenas utiliza como observações a informação
proveniente do USBL ou o feedback da câmara. A dinâmica de funcionamento desta
fase difere da apresentada em 5.1.2. Nesta existem dois sensores diferentes capazes
de observar os mesmos estados, posição em x, y e z, sendo por isso necessário dividir
qual dos sensores é utilizado para a atualização. Assim, o implementado consiste
no uso do sistema USBL até haver informação suficiente na câmara capaz de obter
os mesmos dados que o USBL permite. Com esta solução, o sistema de docagem
quando afastado do Turtle utilizará o sistema USBL, que é um sistema com menor
precisão que a câmara. Isto porque o cálculo da posição relativa Doca ↔ Turtle
é obtido através da posição relativa Doca ↔ Bóia e da posição relativa Bóia ↔
Turtle, acumulando assim mais fontes de erros. Na fase em que o sistema de visão
já consegue calcular a posição x, y, z, os dados do USBL são preteridos em favor
dos dados provenientes da câmara. Esta opção deve-se ao facto de nesta fase ser
necessário um fluxo de dados constante e menos ruidosos, o que acontece com os
dados provenientes do sistema de visão.

Começando pelo sistema USBL, a matriz HUSBL é definida por:

HUSBL =


1 0 0 0 0 0
0 1 0 0 0 0
0 0 1 0 0 0

 (5.34)

Sendo que a covariância associada é dada por:

RUSBL =


σUSBL

2
x 0 0

0 σUSBL
2
y 0

0 0 σUSBL
2
z

 (5.35)

Relativamente à câmara, a matriz do modelo de observações, Hcamara, é definida
por:
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Hcamara =


1 0 0 0 0 0
0 1 0 0 0 0
0 0 1 0 0 0

 (5.36)

A covariância associada à informação proveniente da câmara é dada por:

Rcamara =


σcamara

2
x 0 0

0 σcamara
2
y 0

0 0 σcamara
2
z

 (5.37)

Assim, dependendo da informação a utilizar nesta fase, a matriz H e R ficam
idênticas às matrizes apresentadas acima.

Para o cálculo da covariância estimada e para a correção dos estados previstos,
é utilizado às equações 5.23 e 5.25, respetivamente.

5.3 Modelo dinâmico

O modelo dinâmico apresentado na secção 3.5 é um bloco importante na solução
apresentada.

Tabela 5.1: Parâmetros físicos do sistema de docagem

Parâmetros Valor
centro de gravidade [0 0 0]

centro de flutuabilidade [0 0 0.1]
Zb [0 0 0.1]

Comprimento 0.783686 m
Largura 0.66 m
Altura 0.538752 m
Massa 52.26 kg

Volume 0.05 m3

ρ 1025 kg/m3

g 9.81 m/s2

W 512.6706 N
B 502.7625 N
Ixx 1.27 kg/m2

Ixy -0.01 kg/m2

Ixz 0.15 kg/m2

Iyx -0.01 kg/m2

Iyy 1.64 kg/m2

Iyz -0.01 kg/m2

Izx 0.15 kg/m2

Izy -0.01 kg/m2

Izz 2.1 kg/m2
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Tabela 5.2: Coeficientes do sistema de docagem

Parâmetros Valor
Xu̇ 0
Yv̇ 0
Zẇ 0
Kṗ 0
Mq̇ 0
Nṙ 0
Xu -3.866
Yv -4.169
Zw -1.051
Kp -17.520
Mq -30.868
Nr -104.285
Xu|u| -59.203
Yv|v| -65.921
Zw|w| -184.912
Kp|p| -43.800
Mq|q| -77.171
Nr|r| -52.142

O modelo dinâmico, tal como descrito em 3.5, necessita não só dos parâmetros
descritos nas tabelas 5.1 e 5.2 mas também da velocidade e dos ângulos roll e pitch do
momento anterior, k−1, do sistema de docagem. Com esses dados é possível estimar
as acelerações do sistema em k. O calculo é realizado através da equação 5.38.

accel = D(v)v + g(η) + CRB + Tk
MRB

(5.38)

De todas as variáveis apresentadas, apenas relativamente à matriz Tk não é
apresentada a sua forma.

A matriz de alocação dos motores depende da posição e orientação de cada
thruster, esta permite transformar a força que cada motor realiza em força aplicada
no robô em cada um dos seus graus de liberdade. No sistema de docagem a matriz
de alocação dos motores é a seguinte:

TAM =



−1.0 −1.0 0 0 0 0 0 0
0 0 −1.0 −1.0 0 0 0 0
0 0 0 0 1.0 1.0 1.0 1.0
0 0 −0.03506 −0.03499 0.18596 −0.18539 0.1872 −0.18575

0.03291 0.03401 0 0 −0.18402 −0.18241 0.18717 0.18503
−0.27251 0.27439 0.28166 −0.27495 0 0 0 0


(5.39)

À matriz 5.39 é multiplicado por uma matriz coluna quem contém a informação
relativa à força que cada motor se encontra a realizar, obtendo assim a matriz Tk.
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5.4 Algoritmo de visão

Este algoritmo tem como principal objetivo a determinação da localização do Turtle
relativamente à doca. Como output, deste conjunto de regras, é obtido a posição
em x, y e z.

Na tabela 5.3 é apresentado a localização dos LED’s no plano da câmara. Esta
informação serve para calcular o raio do círculo, formado pelos dezasseis LED’s,
através do mesmo algoritmo utilizado para o cálculo do raio com base no feedback
da câmara.

Tabela 5.3: Localização dos LED’s no referencial da câmara

Em X Em Y
LED 1 0.1404 0.0601
LED 2 0.1058 0.1120
LED 3 0.0538 0.1467
LED 4 -0.0074 0.1588
LED 5 -0.0686 0.1467
LED 6 -0.1205 0.1120
LED 7 -0.1552 0.0601
LED 8 -0.1674 -0.0012
LED 9 -0.1552 -0.0624
LED 10 -0.1205 -0.1143
LED 11 -0.0686 -0.1490
LED 12 -0.0074 -0.1612
LED 13 0.0538 -0.1490
LED 14 0.1058 -0.1143
LED 15 0.1404 -0.0624
LED 16 0.1526 -0.0012

Os passos a realizar são os seguintes:

• Transformar a imagem de RGB para preto e branco;

• Aplicar um filtro binário;

• Utilização de um algoritmo para deteção de bulbs;

• Cálculo das coordenadas do centro de cada um dos bulbs na frame da câmara;

• Calcular a forma geométrica formada pelos 16 pontos calculados no ponto
anterior;

• Cálculo da distância da câmara ao objeto;

• Obtenção da posição X, Y e Z do meio do Turtle em relação à doca.
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A aplicação de um filtro binário, com um determinado threshold, permite obter
uma imagem onde a luz de cada um dos LED’s é destacada. A figura 5.1 é apresen-
tado o processo de aplicação dos filtros. Aqui é possível perceber que com o filtro
binário a única informação da imagem passa a ser o anel de LED’s.

Figura 5.1: Passos realizados na algoritmo de visão: Imagem retirada
da câmara, aplicação preto e branco, e aplicação do threshold

Com recurso à transformada circular de Hough são obtido os centros (posição x
e y) e o raio de cada um dos LED’s da imagem binária. De notar que estes centros
é dado no referencial da imagem, ou seja, é necessário transformar essa informação
para o referencial da câmara. Isso é conseguido pelas seguintes equações:

ax = (centersx − (xs/2)) ∗ FOVx
xs

(5.40)

ay = (centersy − (ys/2)) ∗ FOVy
ys

(5.41)

onde ax e ay são os pontos no referencial da câmara, FOVx e FOVy as compo-
nentes do parâmetro field of view da câmara e por fim, xs e ys são a largura e o
comprimento da imagem gerada pela câmara.

De seguida estima-se o centro e o raio da figura geométrica formada pelos pontos
obtidos anteriormente. Para isto, é utilizado um método de fit de uma elipse por
mínimos quadrados. A escolha por esta técnica deve-se ao facto de poder haver
situações onde figura geométrica detetada seja uma elipse, caso o alinhamento entre
os dois sistemas autónomos, não seja perfeito [52].

Por fim, é calculado a posição do centro do Turtle com as seguintes equações:

xfinal = xcirculo
rad

(5.42)

yfinal = ycirculo
rad

(5.43)

zfinal = radiustrue ∗ flen
rad

; (5.44)

onde rad é o raio estimado do círculo pelo algoritmo, flen é a distância focal da
câmara, em mm, e o radiustrue é o raio verdadeiro do circulo de LED’s, informação
conhecida à priori.





Capítulo 6

Resultados

Neste capítulo são apresentados os resultados deste projeto. Relativamente aos re-
sultados são expostos vários gráficos e várias tabelas, que mostram como se compor-
tam os dois filtros durante a manobra de docagem. Para além disso foram realizados
alguns testes de forma a simular com melhor precisão o que acontece no mundo real.

6.1 Validação do trabalho desenvolvido

Para a validação dos dois sistemas de localização implementados foi utilizado um
simulador capaz de simular a manobra de docagem, descrita em 1.1. O desenvolvi-
mento deste simulador foi realizado por um grupo de alunos composto por mim e
mais um colega no âmbito da unidade curricular de Laboratório de Sistemas Multi-
robóticos. O foco principal passa pela simulação da manobra de docagem com todos
os sensores presentes. Assim os dados para a validação deste projeto são retirados
diretamente desse simulador.

O simulador foi desenvolvido com recurso ao UUV Simulator [53], que é um
pacote Robot Operating System (ROS) concebido para o Gazebo. Para além de
vários plugins, a utilizar diretamente no ambiente de simulação, este pacote contém
vários nós ROS para a simulação de diversos meios aquáticos. Ademais é possível
controlar e modelar um novo veículo subaquático, como um ROV ou um AUV.

Foi a partir desta última característica do simulador, que foi possível a modela-
ção e o controlo dos sistemas robóticos presentes na manobra, assim como todo os
sensores que cada um possui. Os sensores foram simulados de forma a apresentarem

51



52 Capítulo 6. Resultados

resultados idênticos aos verdadeiros, ou seja, com as mesmas características que os
sensores de baixo custo abordados anteriormente.

6.1.1 Simulação dos sensores

Para a simulação dos sensores foi necessário definir alguns parâmetros dos sensores,
tais como a sua frequência e ruído. Estes são simulados através de plugins previa-
mente desenvolvidos no simulador, podendo alterar os parâmetros para o sensor que
queremos simular.

Assim, começando pelo DVL. A este sensor foi definido uma taxa de transmissão
de 7 Hz, um ruído em amplitude de 0.03 m/s com um alcance máximo de 50 m.
Para além disso, é definido os 4 raios no DVL com um ângulo entre eles de 39 ž.

Relativamente ao sistema INS este tem definido uma taxa de aquisição de 50
Hz. Os dados relacionados com a orientação do sistema INS possuem um ruído de
0.1ž, os parâmetros relacionados com o acelerómetro e o giroscópio estão expostos
na tabela 6.1.

Tabela 6.1: Caracterização de diversos parâmetros do acelerómetro
e do giroscópio

Acelerómetro Giroscópio
Noise Density 0.003 m/s2/

√
Hz 0.003394 rad/

√
s

Bias correlation with time 300.0 s 1000.0 s
Turn on bias 0.1960 m/s2 0.0087 rad/s
Random Walk 0.002 m/s2/

√
s 0.0014 rad/s/

√
s

De seguida o sistema USBL, a simulação deste sensor foi realizada de forma
diferente aos outros sensores. Para este foi definido uma noise density de 0.5 ž/

√
s

nos dois ângulos obtidos pelo USBL, os ângulos Yaw e Pitch. Para a distância
medida pelo sensor foi fixado uma noise density de 0.05 s/

√
s. Relativamente à

taxa de aquisição de dados, aqui foi simulado a transmissão do sinal na água, sendo
que quanto mais longe o transponder e o pinger menor será a taxa de aquisição dos
dados.

6.2 Validação do filtro de Kalman estendido - localiza-
ção doca

Nesta secção é apresentado a validação do filtro EKF para a localização da doca no
seu referencial de navegação. Aqui a estrutura para cada um dos quatro trios de
estados, posição, velocidade linear, orientação e velocidade angular, é apresentado
uma comparação gráfica entre a estimada e a verdadeira acompanhada por uma
tabela de quantificação do erro e, para além disso, é exposto graficamente a inovação
para cada uma das observações, quando esta existe. Alguns testes suplementares
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foram realizados e os seus resultados são também expostos, comparando estes com
a estimação.

Figura 6.1: Comparação da trajetória estimada e a verdadeira

Primeiramente é apresentado, na figura 6.1, a comparação entre a trajetória
estimada e a trajetória verdadeira.

De seguida, é analisado cada componente dessa trajetória. Ou seja, é comparado
a estimação em posição x, y e z com a posição verdadeira em cada instante. Na
figura 6.2, para além de ser apresentado a posição estimada e a verdadeira, é também
exposto a informação obtida do USBL, em x e em y. Sendo possível verificar que
estes dados são enviados em intervalos de tempo elevados quando comparado com a
frequência a que a filtragem é realizada; que é de 50 Hz.
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Figura 6.2: Comparação entre a posição estimada e a verdadeiras,
em cada um dos três eixos

De forma a entender mais pormenorizadamente o erro da estimação, este é quan-
tificado na tabela 6.2. Assim como, o desvio padrão da estimação em cada uma das
componentes da posição.

Tabela 6.2: Quantificação do erro e desvio padrão em posição do
sistema de localização do sistema de docagem

em X em Y em Z
Erro máximo 0.1540 m 0.0756 m 0.1028 m
Erro médio 0.1052 m 0.0517 m 0.0204 m

Desvio Padrão 0.0416 m 0.0234 m 0.0295 m

Por fim, relativamente à estimação da posição, é apresentado a inovação relativa
a esses estados, figura 6.3. Importa referir que a inovação traduz a diferença entre
as observações e a previsão das observações, com base no estado previsto.
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Figura 6.3: Inovação da posição em x, y e z

Com os resultados da posição apresentado, avançam-se para os seguintes esta-
dos, as componentes da velocidade linear da doca. Como referido estes estados são
diretamente observados pelo DVL, sendo que, como estamos perante dados de uma
simulação, efeitos derivados das condições ambientais não são tido em consideração.

A figura 6.4 é apresentado a comparação entre a estimação e a velocidade ver-
dadeira do sistema de docagem. Aqui é possível perceber que a estimação destes
estados é mais ruidosa, em comparação com a estimação da posição.

Figura 6.4: Comparação entre as velocidades estimadas e as verda-
deiras, em cada um dos três eixos

Tal como na posição, achou-se por bem apresentar uma tabela com o erro, entre
a estimação e as velocidades verdadeiras, de forma a perceber a precisão do filtro.
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Estes dados são expostos na tabela 6.3.

Tabela 6.3: Quantificação do erro e desvio padrão em velocidade do
sistema de localização do sistema de docagem

em X em Y em Z
Erro máximo 0.1151 m/s 0.0809 m/s 0.1823 m/s
Erro médio 0.0046 m/s 0.0031 m/s 0.0022 m/s

Desvio Padrão 0.0110 m/s 0.0060 m/s 0.0095 m/s

Por fim, em relação às velocidades lineares, é apresentado a inovação referente à
observação das mesmas, em 6.5.

Figura 6.5: Inovação da velocidade em x, y e z

Por fim a orientação da doca em cada um dos eixos. A tabela, 6.4, da quan-
tificação do erro volta a ser utilizada para apresentar quantificar o erro durante a
estimação dos ângulos roll, pitch e yaw.

Tabela 6.4: Quantificação do erro e desvio padrão em orientação do
sistema de localização do sistema de docagem

em Roll em Pitch em Yaw
Erro máximo 6.3600 ◦ 3.7738 ◦ 10.0625 ◦

Erro médio 0.1002 ◦ 0.2328 ◦ 0.8104 ◦

Desvio Padrão 0.7258 ◦ 0.3013 ◦ 0.6806 ◦

Assim, na figura 6.6 é exibido uma comparação entre a orientação estimada e a
verdadeira, em cada um dos eixos (ϕ, θ e ψ). Aqui o ruído da estimação é justificado
pela observação direta destes ângulos. Uma vez que a informação obtida pelo sistema
INS é também bastante ruidosa, mesmo em simulação.
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Figura 6.6: Comparação entre a orientação estimada e a verdadeira,
em cada um dos três eixos

Tal como a posição e a velocidade linear, é também apresentado a inovação
relativa à orientação. Esta é apresentada na figura 6.7.

Figura 6.7: Inovação da orientação em ϕ, θ e ψ

Por não se observar diretamente a velocidade angular em cada um dos eixos,
não é possível obter a inovação desses três estados. Ainda assim, e uma vez que se
trabalha em contexto de simulação, é possível obter as componentes da velocidade
angular verdadeira, figura 6.8.
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Figura 6.8: Comparação entre a velocidade angular estimada e a
verdadeira, em cada um dos três eixos

Por isso, é apresentado na tabela 6.5 o erro e desvio padrão em velocidade an-
gular.

Tabela 6.5: Quantificação do erro e desvio padrão em velocidade
angular do sistema de localização do sistema de docagem

em Roll em Pitch em Yaw
Erro máximo 6.4494 ◦/s 7.5029 ◦/s 11.3354 ◦/s
Erro médio 0.2134 ◦/s 0.1459 ◦/s 0.8335 ◦/s

Desvio Padrão 0.7527 ◦/s 0.4309 ◦/s 0.7069 ◦/s

6.2.1 Testes suplementar - Ruido em USBL e DVL

Claro que o facto de os dados trabalhados serem resultado de uma simulação, in-
fluência a validação ou o grau de perfeição do filtro. De forma a testar a robustez
do algoritmo, foi realizado um teste onde se eliminou algumas amostras do DVL
e contaminar com algum ruído os dados proveniente do sistema USBL. Este teste
simula as propensão ao ruído e a falhas dos sinais acústicos.

No DVL pretende-se simular as possíveis reflexão dos beams em algo que não
seja o fundo do mar, levando a que esses dados não sejam utilizados. Assim, o que
se realizou foi eliminar certos dados do DVL de uma forma aleatória, por volta dos
65% dos dados. No caso do USBL, a ideia é contaminar os dados deste com algum
ruído, aumentando ainda mais o possível ruído que o sinal acústico poderá ter. De
notar que este ruído foi adicionado após a obtenção dos dados e é realizado de forma
aleatória. O valor de ruído adicionado varia entre -1.5 a 1.5 m.
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Assim é possível verificar que a influência da perda de 65% dos dados relativos
ao DVL e do aumento do ruído no USBL é mínima no resultado da estimação.
Verificando assim a robustez do filtro probabilístico desenvolvido. Na tabela 6.6 é
avaliado o erro e o desvio padrão dos nove estados, para o teste descrito.

Tabela 6.6: Quantificação do erro e desvio padrão dos estados para
o teste referido

Erro Máximo Erro Médio Desvio Padrão
Posição X 0.4520 m 0.1263 m 0.1131 m
Posição Y 0.4996 m 0.2067 m 0.1313 m
Posição Z 0.1067 m 0.0400 m 0.0205 m

Velocidade X 0.1635 m/s 0.0166 m/s 0.0251 m/s
Velocidade Y 0.0543 m/s 0.0052 m/s 0.0081 m/s
Velocidade Z 0.1186 m/s 0.0022 m/s 0.0104 m/s

Roll 5.4017 ◦ 0.1501 ◦ 0.6924 ◦

Pitch 3.2734 ◦ 0.1236 ◦ 0.3662 ◦

Yaw 4.7412 ◦ 0.8157 ◦ 0.5971 ◦

Velocidade Roll 5.4912 ◦/s 0.2474 ◦/s 0.6934 ◦/s
Velocidade Pitch 3.8271 ◦/s 0.2534 ◦/s 0.4181 ◦/s
Velocidade Yaw 4.7449 ◦/s 0.8461 ◦/s 0.6061 ◦/s

6.2.2 Testes suplementar - DVL a funcionar a uma certa profundi-
dade

Um outro teste, realizado de forma a ver como o filtro se comportava, foi simular
a obtenção das velocidades lineares, apenas a partir de uma certa profundidade.
Neste foram eliminados os dados de quando o DVL se encontrava acima de 35 m
relativamente ao fundo do mar. Aqui tenta-se simular uma possível situação onde o
DVL não possuir alcance suficiente para os beams refletirem no fundo do mar. Os
resultados encontram-se espelhados na tabela 6.7 e como é possível verificar, o erro
em posição e em velocidade aumentam, como seria de esperar. Em velocidade, o
erro médio duplicou em quase todas as suas componentes, passando a um erro de
quase 0.01 m/s. Em posição, a falha no DVL provoca um aumento no erro máximo,
na componente em x e em y. Este teste e os seus resultados contribuem para validar
a robustez e a performance do filtro.
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Tabela 6.7: Quantificação do erro e desvio padrão dos estados para
o teste referido

Erro Máximo Erro Médio Desvio Padrão
Posição X 4.7788 m 0.2632 m 1.2350 m
Posição Y 1.9525 m 0.0153 m 0.5237 m
Posição Z 0.1018 m 0.0208 m 0.0265 m

Velocidade X 0.2248 m/s 0.0088 m/s 0.0944 m/s
Velocidade Y 0.1011 m/s 0.0050 m/s 0.0384 m/s
Velocidade Z 0.1823 m/s 0.0023 m/s 0.0095 m/s

Roll 5.4107 ◦ 0.1422 ◦ 0.6807 ◦

Pitch 3.7738 ◦ 0.1984 ◦ 0.3646 ◦

Yaw 10.0625 ◦ 0.8096 ◦ 0.6796 ◦

Velocidade Roll 5.5002 ◦/s 0.2377 ◦/s 0.7188 ◦/s
Velocidade Pitch 7.5029 ◦/s 0.2066 ◦/s 0.4853 ◦/s
Velocidade Yaw 11.3354 ◦/s 0.8332 ◦/s 0.7060 ◦/s

6.2.3 Conclusão da validação do filtro

Com os resultados espelhados nesta secção é possível verificar que o filtro consegue
estimar os estados com precisão, e por isso, corretamente. Relativamente à posição
é possível verificar que o erro médio é superior nas componentes x e y, isto deve-se
ao facto a informação do USBL ser um suscetível a mais ruído, quando comparando
com o sensor de pressão. A velocidade linear, observada diretamente pelo DVL,
possui erros médios na ordem dos 0.01 m/s. Para a orientação, o erro é superior em
Yaw, quase na ordem de 1 ◦, enquanto em Roll e Pitch, o mesmo ronda à volta dos
0.2◦. Algo idêntico verifica-se nas velocidades angulares.

Todo o processamento do rosbag foi realizado no MATLAB com um processador
AMD Ryzen 7 4800HS a 2.90 GHz. A tarefa de obtenção de todos os dados e realizar
a estimação durou cerca de 55 segundos, sendo este 11

16 do tempo de duração do rosbag
(tempo total do bag é de aproximadamente 80 segundos) provando que é possível
correr o algoritmo em tempo real. Ademais, importa ressalvar que a tarefa com
maior custo computacional é a extração dos dados do bag, uma vez que a execução
do filtro apenas dura 3.4 segundos, 17

400 do tempo original. Garantindo, a certeza do
funcionamento do filtro em tempo real.

6.3 Validação do filtro de Kalman estendido - localiza-
ção doca ↔ Turtle

Para a validação e verificação da robustez e fiabilidade do filtro relativo à localização
do Turtle em relação à estação de docagem, são apresentados vários gráficos de
comparação entre a estimação e o que realmente aconteceu na simulação.
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Em contrário ao que se expôs na secção 6.2, aqui irá se apenas realizar uma
comparação com a posição. Pois são estes três estados os mais importantes para a
validação do filtro. Assim, na figura 6.9 é apresentado a comparação entre a posição
relativa verdadeira e a estimada. Nesta é possível verificar que como existem poucos
dados do sistema USBL, a estimação até à parte da visão é pobre.

Figura 6.9: Comparação entre a posição estimada e a verdadeira, em
cada um dos três eixos

Para a tabela relativa à quantificação do erro, tabela 6.8, a ideia foi a mesma da
figura 6.10. Ou seja, só se considerou o momento em que o feedback da câmara é
recebido no filtro. Claro que se levar em conta toda a filtragem, com os dados do
USBL, o erro tende crescer quanto menos informação se obter desse sistema. No
caso de existir mais informação, o filtro funcionará melhor.

Tabela 6.8: Quantificação do erro e desvio padrão da posição do
sistema de localização entre o Turtle e a doca, após a primeira infor-

mação da câmara

em X em Y em Z
Erro Máximo 0.0327 m 0.0549 m 0.1580 m
Erro Médio 0.0037 m 0.0062 m 0.0240 m

Desvio Padrão 0.0039 m 0.0072 m 0.0128 m

Pela razão apresentada atrás, é exposto uma comparação, figura 6.10 a partir do
momento em que se obtém informação da câmara.
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Figura 6.10: Comparação entre a posição estimada e a verdadeira,
em cada um dos três eixos, em foco o momento após a primeira

informação da câmara

A figura 6.11 apresenta a inovação da posição em cada os dos três eixos. Como
seria de esperar, tendo em conta os gráficos apresentados acima, existe um pico no
início provocado pelo intervalo de tempo entre a informação do USBL e a primeira
informação da câmara.

Figura 6.11: Inovação da posição em x, y e z

O facto de haver pouca informação proveniente do USBL promove o aumento
do erro até ao momento que é recebido o feedback da câmara. Caso houvesse mais
informação, a estimação nesse momento seria mais robusta. Olhando para após a
câmara detetar o Turtle, verificamos que o erro anda na ordem dos mm, sendo que
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a estimação em Z é claramente pior que a estimação nos restantes eixos.
Tal como no anterior a validação deste algoritmo foi realizada no MATLAB com

um processador AMD Ryzen 7 4800HS a 2.90 GHz. Como seria de esperar, esta
tarefa tem uma duração bastante elevada, em relação à anterior. Ao se adicionar
ao sistema de localização o filtro EKF doca ↔ Turtle, o tempo de execução passa
para perto dos 43 segundos, metade do tempo de duração do rosbag. Este aumento
é expectável, uma vez que é neste filtro que é utilizado o algoritmo mais pesado
computacionalmente, de todo o sistema de localização, o sistema de visão. Mesmo
assim, é de destacar que o tempo de execução inicial se encontrava na ordem dos
150 segundos, sendo que se reduziu a frequência do sistema de visão. Deixando de
utilizar menos frames para processamento mas não aumentando o erro do sistema
de localização. Com este tempo de execução, de 43 segundos, prova que é possível
correr o algoritmo em tempo real, visto ser metade do tempo de duração do rosbag.

6.4 Validação do sistema de visão

De forma a validar o sistema de visão desenvolvido são expostas várias imagens
retiradas diretamente da câmara simulada, sendo que é mostrado o que cada filtro
faz à imagem e é também apresentada a eficácia do sistema de deteção do centro do
Turtle.

Na figura 6.12 são apresentados os diferentes passos realizados no algoritmo de
visão, sendo estes os seguintes:

• A imagem raw obtida diretamente da câmara;

• Aplicação do filtro preto e branco;

• Resultado do filtro binário.

Figura 6.12: Passos realizados no algoritmo de visão: Imagem reti-
rada da câmara, aplicação preto e branco e aplicação do threshold

A imagem com que se obtém o centro do Turtle é o último frame da sequência
apresentada na figura 6.12.

Para a verificação do algoritmo de visão, são apresentados quatro exemplos.
Nestes é possível comparar o centro real do Turtle com o centro obtido pelo algoritmo
de visão. A figura 6.13 mostra esses quatro exemplos, nestes é também apresentado,
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no canto superior, a posição x, y e z do turtle em relação ao sistema de docagem.
Para além disso, as imagens são divididas em quatro quadrantes de forma a perceber
se o Turtle se encontra ou não centrado.

Figura 6.13: Vários exemplos do output do sistema de visão

Por último, uma comparação interessante é perceber o quão preciso é o cálculo
da posição quando comparado com a posição relativa verdadeira. Esta comparação
é possível de ser feita, uma vez que no simulador consegue saber a posição de cada
um dos sistemas. A tabela 6.9 apresenta o erro máximo entre a posição verdadeira
e a obtida pelo algoritmo desenvolvido.

Tabela 6.9: Erro máximo entre a posição verdade e obtida pelo algo-
ritmo de visão

em X em Y em Z
Erro máximo 0.0065 m 0.0090 m 0.0681 m

Aqui optou-se por mostrar o erro máximo para perceber se o algoritmo de visão
consegue estar sempre relativamente perto do valor real.

6.5 Comparação entre filtro do modelo dinâmico com
filtro INS

Um dos testes interessantes a realizar é comparar o filtro que utiliza o modelo di-
nâmico na fase de previsão com um outro filtro denominado filtro INS. Neste os
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dados do sistema INS (velocidade angular e aceleração linear) são utilizados na fase
da previsão. Para isso foi importante desenvolver um filtro EKF diferente do já
apresentado. Neste a fase de previsão faz uso das acelerações lineares e velocidades
angulares do sistema INS. A fase de atualização é idêntica à apresentada em 5.1.2,
apenas não observado a orientação diretamente.

Com isto, na tabela 6.10 é possível comparar o erro médio, de cada um dos doze
estados, dos dois filtros. Como seria de esperar o filtro, com base no sistema INS,
tende a ter um erro superior ao EKF, com base no modelo dinâmico. Isto verifica-
se mais na estimação da posição e velocidade em Z, assim como em roll e pitch e
respetivas velocidades angulares.

Tabela 6.10: Quantificação do erro médio para os doze estados nos
dois filtros diferentes

EKF INS EKF modelo dinâmico
Posição em x 0.1382 m 0.1070 m
Posição em y 0.1488 m 0.0504 m
Posição em z 0.0695 m 0.0349 m

Velocidade em x 0.0357 m/s 0.0048 m/s
Velocidade em y 0.0161 m/s 0.0032 m/s
Velocidade em z 0.6299 m/s 0.0019 m/s

Roll 8.9716 ◦ 0.1551 ◦

Pitch 8.5306 ◦ 0.1162 ◦

Yaw 8.1785 ◦ 0.8157 ◦

Velocidade em roll 9.0837 ◦/s 0.2523 ◦/s
Velocidade em pitch 8.1836 ◦/s 0.2634 ◦/s
Velocidade em yaw 8.1681 ◦/s 0.8461 ◦/s

Onde se verifica maiores discrepâncias na comparação entre os dois filtros, é
quando se adiciona as falhas no DVL e ruído aos dados no sistema USBL. Neste teste,
diferente dos apresentados anteriormente, é adicionado ruído a todas as amostras
do USBL e o DVL só funciona a uma certa profundidade, 35 m. Com isto, o erro
médio de cada estado é apresentado na tabela 6.11.

Apesar de neste teste, o erro médio ser maior no EKF, com base no modelo
dinâmico, do que nos outros testes, quando comparado com o filtro, com base no
sistema INS, o erro ainda é menor. Garantindo assim que o filtro do modelo dinâmico
é mais fiável e preciso que a outra estimação. Validando assim a utilização de um
modelo dinâmico para a fase de previsão.
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Tabela 6.11: Quantificação do erro médio para os doze estados nos
dois filtros diferentes com falhas no DVL e USBL

EKF INS EKF modelo dinâmico
Posição em x 2.7896 m 0.4059 m
Posição em y 0.9188 m 0.7488 m
Posição em z 0.0701 m 0.0454 m

Velocidade em x 0.4447 m/s 0.0715 m/s
Velocidade em y 0.1494 m/s 0.0116 m/s
Velocidade em z 0.6394 m/s 0.0037 m/s

Roll 10.4430 ◦ 0.1353 ◦

Pitch 9.9175 ◦ 0.1640 ◦

Yaw 9.6443 ◦ 0.8161 ◦

Velocidade em roll 10.5549 ◦/s 0.2288 ◦/s
Velocidade em pitch 9.5753 ◦/s 0.2341 ◦/s
Velocidade em yaw 9.5600 ◦/s 0.8461 ◦/s



Capítulo 7

Conclusões

Esta dissertação pretendeu desenvolver um sistema de localização para a nova esta-
ção de docagem. Esta terá que docar no lander robótico Turtle de forma a carregá-lo.
Uma vez que é totalmente autónomo, um sistema de localização capaz de localizar a
doca no seu referencial de navegação e o Turtle no referencial da doca é necessário.

Apesar de não ser o foco desta dissertação, a apresentação dos sensores serve
como indicação para o tipo de sistemas sensoriais que estarão presentes no ambiente
da missão; tanto como no Turtle, como no sistema de docagem.

A componente mais importante desta dissertação são os dois sistemas de esti-
mação. Um para a localização da doca no seu referencial de navegação e outro para
localizar o Turtle em relação à doca.

O filtro modelo dinâmico mostrou-se robusto à falha de medidas sensoriais, como
exposto nos resultados. A simulação de falhas no DVL e o aumento do ruído nas
amostras do USBL provam esse ponto. No funcionamento sem estas falhas, o erro
médio em posição é inferior a 10 cm, durante a execução da manobra de docagem.
Sendo que relativamente à orientação o erro médio é inferior a 1◦. A eficiência
do filtro a estimar as doze variáveis de estado é garantido pelo modelo dinâmico
utilizado como aproximação do sistema de docagem.

A secção 6.5 mostra como a utilização do modelo dinâmico para a fase de previsão
é fundamental para o bom funcionamento da filtragem. Quando comparando os dois
filtros, verifica-se que o erro em orientação do EKF INS ronda os 10◦, enquanto no
filtro do modelo dinâmico, ronda os 1◦. Na estimação para a posição e para a
velocidade linear a diferença já não é tanta como na orientação. Quando se adiciona
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ruído aos dados do USBL e o DVL só funciona a uma certa profundidade, verifica-se
que o erro no filtro INS ainda é maior quando comparando com o filtro do modelo
dinâmico. O filtro com base no INS beneficiaria de uma possível calibração do
sistema INS utilizado.

Relativamente à estimação da localização relativa provou-se eficaz, apesar da
pouca informação proveniente do sistema USBL. Neste filtro os estados estimados,
que interessam para o sistema de localização, são a posição em cada os dos seus eixos.
O facto de haver pouca informação por parte do USBL torna os resultados pobres,
até ao momento da utilização da câmara. Isto poderia ser facilmente contrariado
com o aumento de transmissão de dados entre o Turtle e a bóia.

O sistema de localização Doca ↔ Turtle desenvolvido demorou cerca de metade
do tempo do rosbag para processar e estimar os estados com um processador AMD
Ryzen 7 4800HS a 2.90 GHz; demonstrando assim que é possível o funcionamento
em tempo real. Como ficou mostrado, o tempo de execução aumenta bastante por
causa do processamento de imagem importante para detetar o Turtle e a distância
da doca a esta. No sistema de localização da doca no seu referencial de navegação,
o tempo de execução é de 3.4 segundos, 17

400 do tempo total do bag. Em suma, os
objetivos propostos inicialmente para esta dissertação foram cumpridos com sucesso.

7.1 Trabalho Futuro

Relativamente às possíveis melhorias no futuro, desenvolver um processo de calibra-
ção para sensores como o INS. Este processo poderá ajudar a reduzir alguns erros
associados a este sensor.

Uma possível melhoria poderia ser alterar o algoritmo de visão para algo mais
complexo, como reconstrução 3D através de um sistema de visão stereo. Esta abor-
dagem poderia melhorar a precisão da estimação da profundidade.

O modelo dinâmico da doca é uma aproximação do modelo real, uma melhoria
passaria por realizar todos os passos de forma a estimar com maior precisão o modelo
dinâmico.
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